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CAPITOLO 1- Introduzione 
 
L’interesse nei confronti della Market Basket Analysis (MBA) proviene da diversi settori, 

ciò nonostante la sua nascita va ricondotta al contesto del food retailing. Il Market Basket, 

da cui prende nome l’analisi, è il carrello della spesa, composto al suo interno da diversi 

prodotti, items, che a loro volta sono riconducibili ad un determinato acquirente, nonché 

ad una specifica transazione t. L’insieme delle transazioni registrate in un determinato 

intervallo di tempo costituisce il dataset D del retailer. 

La conoscenza da parte dei retailers della composizione del carrello della spesa è stata 

giudicata preziosa per due principali ragioni: in primis, per implementare le attività di 

marketing, nello specifico di cross-selling (Russell and Kamakura, 1997), e, in secondo 

luogo, per consegnare, nelle mani degli uomini del marketing, regole guida al fine di 

ottimizzare la disposizione dei prodotti sugli scaffali del punto vendita, dove, con la 

parola ottimizzazione si fa riferimento all’obiettivo finale di massimizzazione delle 

vendite/profitti. Tanto i retailers brick and mortar quanto gli on-line retailers hanno 

dimostrato crescente interesse per questo tipo di analisi. Inoltre, negli ultimi anni, grazie 

alla diffusione di tecnologie di scanning in-store da un lato, e alla crescente tendenza da 

parte delle persone alla ricerca on-line di informazioni sui prodotti dall’altro, è possibile 

ricorrere in misura crescente ai media on-line, sia per customizzare le informazioni sui 

prodotti che per ottenere un considerevole ammontare di dati funzionali alla conduzione 

della MBA. 

Per quanto concerne nello specifico l’on-line MBA, lo sviluppo delle tecnologie, 

unitamente al boom dell’e-commerce, hanno contributo significativamente ad 

accrescerne l’importanza. Innanzitutto occorre mettere in evidenza alcuni tratti tipici del 

contesto, al fine di comprendere in ultima istanza l’utilità di questo tipo di analisi. Gli 

store degli on-line retailers sono infiniti e i prodotti, grazie ai costi di magazzino 

praticamente nulli, vengono offerti a prezzi sensibilmente inferiori a quelli che 

compaiono sugli scaffali off-line. Ciò nonostante, al crescere della lista di prodotti cui il 
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cliente può prendere comodamente visione da casa, cresce anche l’ordine di complessità 

e, nello specifico, emerge la sua razionalità limitata, che gli preclude la possibilità di 

elaborare elevati quantitativi di informazioni simultaneamente. Di qui la necessità nonché 

l’opportunità di ricorrere a quelli che sono stati definiti “agenti di raccomandazione” 

(Alba et al.,1997). Il riferimento è ai noti sistemi di raccomandazioni che guidano la scelta 

del cliente virtuale verso determinati prodotti piuttosto che altri, sulla base di preferenze 

da esso espresse in passato così come sulla base di quelle di altri utenti aventi 

caratteristiche simili. L’utilizzo di questi sistemi di raccomandazioni si è rivelato efficace, 

in quanto ha portato alla modificazione della composizione dei carrelli della spesa degli 

on-line customers, sia dal punto di vista quantitativo che qualitativo (Alba et al., 1997, 

Winer et al., 1997). In particolare, l’on-line shopper indicando gli attributi desiderati 

dell’oggetto, nonché il loro peso sulla decisione finale, rende possibile la formazione di 

una lista di items personalizzata e, in base a quanto detto sopra, “raccomandata”. Evidenze 

empiriche dimostrano che l’efficienza e la qualità delle decisioni d’acquisto risultano 

incrementate (Haeubl and Trifts, 2000, West et al., 1999). 

Attualmente la maggioranza dei sistemi di raccomandazioni applicati agli shopping 

environments fa ricorso ai metodi Collaborative Filtering. Tali metodi, nel tentativo di 

riprodurre il word-of-mouth off-line (sistema di raccomandazioni naturale), prendono 

come punto di riferimento per la creazione delle liste on-line shoppers aventi preferenze 

simili a quelle del soggetto al quale verrà proposta la lista raccomandata. L’assunto di 

base è che a simili preferenze corrispondano verosimilmente acquisti dello stesso tipo o 

perlomeno un comune interesse nei confronti dei potenzialmente infiniti items presenti 

negli on-line environments. Nonostante il ruolo critico rivestito dai metodi CF nella 

creazione delle liste, essi sono stati sviluppati per analizzare dati circa le preferenze 

espresse dagli utenti on-line nei confronti di vari attributi del prodotto, di qui il 

fondamentale ostacolo alla loro applicazione nel mondo del retail, rispetto al quale le 

rilevazioni assumono la forma di dati binari, ovvero l’acquisto o meno del prodotto da 

parte del customer con riferimento ad una determinata transazione t.  
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Al di là di questa precisazione con riguardo agli on-line environments, è nel retailing 

tradizionale (off-line) che la MBA ha trovato e trova tuttora forte applicazione. Come già 

accennato in precedenza il market basket è costituito dall’insieme degli items acquistati 

da un soggetto in una determinata transazione t durante uno shopping trip, e l’analisi, qui 

oggetto di interesse, consente lo studio della sua composizione. I ricercatori di Marketing 

hanno etichettato i dati utilizzati per condurre la MBA come dati “pick-any/J” 

(Manchanda et al. 1999; Russell and Petersen 2000), a seconda che il market basket scelto 

possa contenere al massimo un numero di items prestabilito pari a J oppure, al contrario, 

che la scelta sia libera da costrizioni (pick-any). Preme inoltre ricordare che il bundle 

finale di prodotti, è il risultato di un processo di decision making fondato sulla scelta da 

parte del consumatore di includere o meno un prodotto, influenzata quest’ultima da 

diverse variabili, prime fra tutte quelle di marketing mix. Si tratta di decisioni multi-

categoriche. Da un lato ciò incrementa la complessità dell’analisi, ma dall’altro ne 

enfatizza l’interesse da parte dei ricercatori così come da parte dei retailers. 

Due sono i principali metodi che i ricercatori di Marketing hanno utilizzato per condurre 

l’ MBA: esplorativi ed esplicativi (Mild and Reutterer, 2003, Boztuğ and Silberhorn, 

2006). I primi hanno come principale obiettivo quello di scoprire associazioni nascoste 

tra gli items (appartenenti a categorie di prodotto diverse) che compongono il market 

basket, le quali siano potenzialmente interessanti per il management,. Al contrario, i 

secondi sono rivolti all’identificazione e quantificazione degli effetti che diverse variabili 

di marketing (ad esempio: prezzo, promozioni, in-store marketing ecc…) hanno sulla 

scelta da parte del customer di diversi prodotti. Ciò avviene grazie alla rilevazione delle 

relazioni di dipendenza presenti tra diversi items. 

Un’altra differenza significativa tra questi due approcci è riconducibile al livello di 

analisi. Quello esplorativo, eccezion fatta per uno dei tre metodi ad esso riconducibili (la 

vector quantization), ricorre ad un livello di analisi aggregato. In particolare, l’unita di 

analisi è l’intera customer base ed un unico modello predittivo del comportamento del 

consumatore viene derivato per la stessa. Inoltre, i dati utilizzati dal modello sono relativi 

a tutte le transazioni così come alle caratteristiche demografiche di tutti i customers che 
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sono transitati presso lo store nell’intervallo di tempo considerato. Al contrario, la 

maggior parte dei metodi con una logica esplicativa alla base ricorrono ad un livello di 

analisi più specifico, ovvero il segmento. Vengono in prima istanza formati segmenti 

omogenei di consumatori per poi derivare singoli modelli di comportamento del 

consumatore per ogni segmento individuato. Ciascun modello viene informato dei dati 

transazionali e di quelli relativi alle caratteristiche demografiche dei soli clienti del 

relativo segmento. Il livello di analisi aggregato consente di predire il comportamento 

d’acquisto del consumatore con scarsa accuratezza, in quanto un unico modello viene 

sviluppato a partite dall’insieme eterogeneo di dati a disposizione. Ciò nonostante, se 

viene preso a riferimento un livello di analisi one-to-one (individuale) si ripropone di fatto 

un altro problema, ovvero la carenza di dati, oltre all’elevata varianza degli stessi. A 

fronte di questi inconvenienti, i ricercatori hanno privilegiato il ricorso al livello di analisi 

intermedio per condurre l’ MBA. 

Considerando infine lo scopo principale dei metodi esplorativi, è possibile metterne in 

evidenza un limite fondamentale, che costituisce al contrario il punto di forza di quelli 

esplicativi. Nello specifico, i primi non includono nel loro framework analitico le variabili 

di marketing, di conseguenza, la mancanza di queste, preclude la possibilità di guidare in 

modo efficace le scelte del management. Al contrario, i metodi esplorativi, forniscono 

indicazioni preziose agli uomini del marketing, essendo volti alla stima degli effetti che 

le diverse variabili del marketing mix hanno sull’acquisto di diversi items, grazie 

all’esplicitazione delle relazioni di dipendenza esistenti tra gli stessi. Ciò nonostante, 

anche i metodi esplorativi per analizzare i market basket data presentano un limite, 

ovvero il ridotto numero di categorie di prodotto che possono essere incluse nel modello, 

e di conseguenza nell’analisi, al fine di valutare gli effetti cross-category. 

Nei successivi capitoli vengono presentati i principali metodi/modelli utilizzati 

nell’ambito dei due distinti approcci alla MBA sopra brevemente illustrati. In particolare, 

sono ricondotti all’approccio esplorativo i seguenti metodi: Pairwise Associations, 

Regole Associative e Vector Quantization. Mentre, Finite Mixture model, Multivariate 

Logistic model, Analisi di Regressione, Intercategory Choice Dynamics e Logit/Probit 
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model rientrano sotto l’approccio esplicativo. Va tuttavia precisato che i Finite Mixture 

models e i Multivariate Logistic models, appartengono a quest’ultimo approccio soltanto 

in caso di inclusione della Random Utility Theory1, la quale consente di incorporare nel 

modello le variabili del marketing mix, determinando così gli effetti di queste ultime sul 

comportamento d’acquisto del customer. Pertanto, tali modelli verrano indicati nel 

proseguo con la dicitura “Metodi Ibridi”. 

 
 

 

 
 
 
 

 
 
 
 

                                                 
1 La Random Utility Theory (RUT) è uno dei principali paradigmi storicamente utilizzati per modellizzare 
la scelta del decision maker tra le diverse alternative disponibili. Da questo paradigma possono essere 
estratti diversi modelli comportamentali applicabili a contesti differenti. In particolare, l’assunto di base 
della RUT consiste nel fatto che l’individuo è un decision maker razionale, che cerca di massimizzare 
l’utilità delle sue scelte. Quattro sono i principali assunti su cui si basa tale teoria: 

(a) Sia i il generico decision maker, mi rappresenta l’insieme delle alternative, mutualmente esclusive, 
che costituiscono il choice set Ii al momento della scelta. 

(b) Sia j l’alternativa appartenente al choice set, il decision maker i assegna a ciascuna alternativa 
considerata un’utilità percepita Ui

j; conseguentemente sceglie l’alternativa che massimizza tale 
utilità. 

(c) L’utilità assegnata a ciascuna alternativa dipende dalle caratteristiche della stessa, dette attributi, 
e da quelle del decision maker, tale che: Ui(Xi

j), dove Xi
j si definisci vettore di attributi relativi 

all’alternativa j e al decision maker i. 
(d) Dato che nel processo decisionale intervengono altri fattori, l’utilità assegnata dal decision maker 

i all’alternativa j non è nota con certezza ad un osservatore esterno (analista) il cui obiettivo è 
quello di individuare un modello del comportamento decisionale dell’individuo; pertanto l’utilità 
Ui

j deve essere rappresentata come una variabile casuale. 
Considerate le assunzioni appena descritte, i modelli che vengono sviluppati a partire da tale teoria non 
consentono di individuare con certezza l’alternativa che verrà scelta dal decision maker, bensì permettono 
solamente di ragionare in termini probabilistici, tenuto conto della natura aleatoria del processo decisionale. 
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CAPITOLO 2- I metodi esplorativi 
 
 

2.1- Pairwise associations 
 

2.1.1- Introduzione alle pairwise associations 

Il fine principale di questo primo metodo esplorativo per condurre la MBA consiste nella 

rappresentazione di associazioni tra coppie di prodotti. Il primo a ricorrere a tale 

approccio fu Boecker nel 1978, seguito poi da Julander nel 1992. Preme, inoltre, ricordare 

che al fine di individuare le associazioni qui oggetto di interesse, gli autori hanno ricorso 

all’utilizzo di tabelle di contingenza di dimensione 2x2. Diverse sono le misure 

utilizzabili per rilevare questa tipologia di associazioni, ciò nonostante, è emerso che 

quella più frequentemente utilizzata in questi primi tentativi ad approcciarsi alla MBA è 

il cosiddetto ODDS ratio. In particolare, quest’ultimo fornisce una stima della relazione 

esistente tra due variabili binarie, le quali cioè possono assumere due valori: 0 o 1. Di 

seguito viene brevemente esposto il procedimento per il calcolo degli ODDS e, 

conseguentemente, dell’ODDS ratio. 

 

L’ODDS(X) è una misura di rischio ed è definito come il rapporto tra la probabilità che 

un determinato evento si verifichi e la probabilità che, al contrario, lo stesso non abbia 

luogo. Ciò nonostante, si è soliti approssimare le sopra menzionate probabilità con il 

numero di volte in cui l’evento si verifica e la frequenza assoluta corrispondente al non 

verificarsi dell’evento, rispettivamente. 

Una volta chiarito il concetto di ODDS, occorre mettere in evidenza il fatto che esistono 

due tipologie di ODDS: marginali e condizionati. 

A titolo esemplificativo, si considerino due variabili binarie X e Y. I relativi ODDS 

marginali e condizionati sono così definiti: 
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ODDS(X)= 
�(�)

���(�)   

 

ODDS(Y)=	 �(�)
���(�)   

 

Gli ODDS sopra riportati si definiscono ODDS marginali. Per ogni variabile binaria ne 

vengono calcolati due, quanti sono i valori assunti dalla variabile stessa. 

 

ODDS(Y=1|X=1)= 
�(�	�)
�(�	�)   

 

ODDS(Y=1|X=0)= 
�(�	�)
�(�	
)   

 

Gli ODDS sopra indicati si dicono ODDS condizionati. Inoltre, le due misure sopra 

riportate costituiscono, rispettivamente, numeratore e denominatore del cosiddetto ODDS 

ratio sotto riportato. 

 

ODDS ratio= 
���
(�	�|�	�)
���
(�	�|�	
)   

 

L’ ODDS ratio, di fatto, mette a confronto due distinti gruppi. In particolare, al 

denominatore deve essere sempre riportato il cosiddetto gruppo di riferimento, costituito, 

in termini generali, dall’insieme di unità statistiche per le quali la variabile X assume 

valore 0. Preme evidenziare il fatto che tale gruppo viene prestabilito dall’utente stesso, 

pertanto cambia a seconda dello studio cui si fa riferimento. Grazie all’ODDS ratio 

l’analista è capace di esprimersi sul grado di dipendenza tra i due gruppi considerati, i 

quali nell’ambito della MBA possono essere due distinti prodotti o, alternativamente, due 

categorie di prodotto. 

Di seguito viene proposto un esempio di applicazione delle pairwise associations. 
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L’obiettivo principale delle studio, cui si farà riferimento nel proseguo, consisteva 

nell’indagare l’esistenza di un’associazione tra due patologie presenti in bambini dell’età 

di 11 anni: hay fever e eczema. La domanda chiave alla base dello studio può essere 

riformulata nel seguente modo: si può affermare che un bambino di 11 anni che soffre di 

hay fever, sarà anche soggetto ad eczema con elevata probabilità? 

Di seguito viene riportata la tabella di contingenza relativa a due variabili binarie. In 

particolare, la variabile indipendente X è “hay fever”, mentre quella dipendente (Y) è 

“eczema”. 

 

Tabella 2.1- Tabella di contingenza per hay fever ed eczema. 

          X=Hay fever 

Y=Eczema 

X=1 

Sì 

X=0 

No 

 

Y=1  Sì 141 420 561 

Y=0  No 928 13525 14453 

 1069 13945 15522 

Fonte: Bland, J.M, Altman, D.G., 2000. The odds ratio. British Medical Journal, 320(7247). 

 

Di seguito vengono proposti alcuni degli ODDS marginali calcolabili, gli ODDS 

condizionati e l’ODDS ratio, con relative interpretazioni. In questo caso il gruppo di 

riferimento è costituito da bambini di 11 anni che non presentano i sintomi di hay fever. 

 

ODDS(X=1)= 
�(�	�)

���(�	�)= 
�
��/�����
�����/�����= 0,08 

La probabilità che un bambino di 11 anni, selezionato casualmente, abbia la cosiddetta 

febbre da fieno è 0,08 volte più piccola di quella che, al contrario, non ne soffra. 

 

ODDS(Y=1)= 
�(�	�)

���(�	�)= 
���/�����

�����/�����= 0,04 

La probabilità che un bambino di 11 anni, selezionato casualmente, soffra di eczema è 

0,04 volte più piccola rispetto a quella che, al contrario, non ne soffra. 
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Dato che gli ODDS rappresentano una misura di rischio, si può affermare che se si 

dovesse scommettere sulla presenza o, al contrario, sull’assenza delle patologie sopra 

menzionate, in un bambino di 11 anni, gli ODDS suggeriscono che l’evento più probabile 

è l’assenza sia di hay fever che di eczema. Pertanto, si dovrebbe scommettere sulla loro 

assenza anziché sulla loro presenza. 

 

ODDS(Y=1|X=1)=	 �(�	�|�	�)
��	�(�	�|�	�)= 

���/�
��
���/�
��= 0,15 

Se ci condizioniamo all’insieme di unità statistiche che soffrono di “hay fever”, la 

probabilità che quest’ultime abbiano anche un eczema è 0,15 volte più piccola della 

probabilità che non presentino la seconda patologia tra quelle menzionate. 

 

ODDS(Y=1|X=0)=	 �(�	�|�	
)
��	�(�	�|�	
)= 

��
/�����
�����/�����= 0,03 

Se ci condizioniamo ai bambini di 11 anni che non soffrono di “hay fever”, la probabilità 

che questi abbiano anche un eczema è 0,03 volte più piccola della probabilità che non 

presentino questa patologia. 

 

ODDS ratio= 
����(�	�|�	�)
����(�	�|�	
)= 


,��

,
�= 5 

L’ODDS ratio consente di porre a confronto la probabilità di successo (Y=1), ovvero la 

probabilità che le unità statistiche indagate presentino una forma di eczema, in due distinti 

gruppi: bambini di 11 anni che non soffrono di “hay fever” (gruppo di riferimento) e 

quelli che, al contrario, non presentano questa “patologia”. In particolare, la probabilità 

che un bambino di 11 anni abbia un eczema è 5 volte più grande nel gruppo di unità 

statistiche che soffre anche di “hay fever” rispetto a quella che si osserva nel gruppo di 

riferimento. In conclusione, pertanto, si può affermare che esiste una 

dipendenza/associazione tra le due patologie. Nello specifico, un bambino che soffre si 

febbre da fieno è più soggetto, rispetto ad un altro che non presenta tale problema, a 

presentare una qualche forma di eczema. 
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2.1.2- Un esempio di pairwise associations tra prodotti 

Nel 2002 Giudici e Passerone condussero uno studio volto, in primo luogo, a 

rappresentare associazioni tra 26 differenti categorie di prodotto vendute all’interno di un 

supermercato in Piemonte. I dati a disposizione erano relativi alle vendite delle sopra 

menzionate categorie di prodotto per l’anno 1997, articolate per settimana (per un totale 

di 52 settimane). Ciascuna categoria di prodotto venne trasformata in una variabile 

binaria. In particolare, se la variabile assumeva valore 1 significava che, in uno dei 52 

periodi considerati, le vendite della categoria di prodotto erano state superiori al valore 

mediano; venne associato valore 0, altrimenti. Erano, inoltre, disponibili dati relativi alle 

promozioni. In particolare, lo store in questione ricorreva ad 8 differenti tipologie di 

promozioni. Ciò nonostante, solo tre vennero considerate ai fini dell’analisi, in quanto 

erano le uniche a presentare una correlazione statisticamente significativa con le vendite. 

Pertanto, vennero considerate le seguenti variabili promozionali: display, indicante se il 

prodotto è collocato in una location speciale, gift, indicante se al prodotto è associato un 

regalo e, infine, price reduction, indicante se il prodotto è venduto al cliente ad un prezzo 

inferiore. 

Al fine di considerare ciascuna coppia di categorie di prodotto, gli autori analizzarono 

325 tabelle di contingenza di dimensione 2x2. Considerando, infatti, l’insieme totale di 

categorie di prodotto, ovvero 26, dalle quali si vogliono estrarre tutte le possibili coppie 

di categorie, si tratta di calcolare le combinazioni di n oggetti (26) presi r (2) alla volta. 

In particolare si consideri la seguente formula per il calcolo delle combinazioni: 

 

# sottoinsiemi di r oggetti da n= 
#	��	 !" �#�"$�	 %&!'�(�	��	)	�*	$2

#	!%)&,-*#�"$�	��	)	"..%--�3  = 
��0��

�! = 325 

                                                 
2 Si definiscono disposizioni semplici delle scelte ordinate di r oggetti scelti da un insieme di dimensione 

n. Inoltre, ciascun oggetto scelto non viene re-inserito nell’insieme. Si tratta, pertanto, di un’estrazione 

senza ripetizione. 
3 Si definiscono permutazioni disposizioni semplici di n oggetti da un insieme di dimensione n. Le 

permutazioni rappresentano di fatto il numero di tutti i modi possibili per ordinare n oggetti. 
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Una volta calcolati gli ODDS ratios per ciascuna coppia di categorie di prodotto, gli autori 

rappresentarono le risultanti associazioni attraverso un grafico. Di seguito, viene proposta 

una parte di quest’ultimo, in modo da agevolare le interpretazioni ad esso relative. 

Figura 2.1: Rappresentazione associazioni tra categorie di prodotto. 

 

 

 

 

 

 

 

 

 

Fonte: Giudici, P., Passerone, G., 2002. Computational statistics and data analysis, 38, 533-341. 

 

Come si può osservare dalla figura, è stata individuata un’associazione tra le categorie 

“Rice” e “Cookies” , e “Milk” e “Cookies”. Dopodiché, gli autori verificarono l’effetto 

di due variabili promozionali, “Display” e “CPZO” (indicante una riduzione di prezzo), 

sulle vendite delle categorie di prodotto considerate. Come si può notare, una riduzione 

di prezzo ha un’influenza sulle vendite delle categorie di prodotto denominate “Cookies” 

e “Rice”, rispettivamente. Al contrario, la categoria di prodotto “Milk” risulta solo 

indirettamente associata alla variabile CPZO. Pertanto, a fronte delle associazioni 

rilevate, è opportuno ricorrere ad una riduzione di prezzo solo per le categorie “Cookies” 

e “Rice”, ottenendo, per converso, un aumento delle vendite in tutte e tre le categorie 

sopra menzionate. Per quanto concerne, infine, la variabile promozionale “Display”, 

quest’ultima risulta direttamente associata soltanto con la categoria “Rice”. Tuttavia, in 

virtù delle associazioni esistenti tra le 3 categorie di prodotto, l’utilizzo della tipologia 

promozionale “Display” solamente sulla categoria “Rice”, consente di beneficiare di un 

aumento delle vendite in tutte e 3 le categorie.  

Rice 

Cookies 

Milk  
Display 

CPZO 



33 

 

2.2- Regole associative  

2.2.1- Introduzione alle regole associative 
 
Questo metodo si fonda su un concetto probabilistico e prevede nello specifico 

l’estrazione di regole dal dataset D, le quali assumono la forma di implicazioni e 

consentono, allo stesso tempo, di rilevare associazioni tra items appartenenti a categorie 

di prodotto diverse. L’obiettivo principale di questo metodo consiste nel rappresentare 

relazioni tra prodotti potenzialmente interessanti per il retailer.   

Il principale pregio di questo metodo per condurre la MBA consiste nella possibilità di 

analizzare grandi quantitativi di dati, in particolare, il riferimento è ai cosiddetti basket 

data. La raccolta di questi ultimi è stata resa possibile, a partire dai primi anni ’90, grazie 

allo sviluppo della tecnologia dei codici a barre, la quale consente di immagazzinare dati 

relativi ad items acquistati in una specifica transazione così come riguardanti il totale 

degli acquisti fatti da uno specifico cliente nel corso di un dato periodo di tempo. In 

precedenza, al contrario, i dati a disposizione del retailer erano frutto di una cumulazione 

temporale (a base diurna, mensile o annua) di tutte le informazioni a disposizione relative 

alle vendite.  

Il principale difetto legato all’utilizzo delle regole associative consiste nel fatto che tale 

metodo è limitato ad un livello di analisi aggregato. Pertanto, non risulta possibile 

indagare gli effetti cross-category determinati dalla presenza delle diverse variabili di 

marketing mix che influenzano la scelta in-store del cliente. 

Di seguito viene brevemente presentata la notazione di base così come la procedura per 

la costruzione delle regole associative, con il fine principale di comprendere come tali 

regole vengano estratte da dataset di grandi dimensioni a disposizione dei retailers. 
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Sia I={ i1, i2,… , im} un insieme di oggetti, chiamati items. Nello specifico, l’insieme I 

costituisce la totalità di prodotti in vendita nello store del retailer. 

Sia D il dataset contenente un insieme di transazioni T, tale che ciascuna transazione sia 

costituita da un insieme di items, con T sottoinsieme di I. Si dice che una transazione t 

contiene un insieme di items X, se X è sottoinsieme di T.  

Una Regola Associativa è un’implicazione del tipo X → Y, con X  e Y sottoinsiemi di I e 

con X ∩ Y=∅. Tale implicazione ha il seguente significato generico: se la proposizione X 

è vera allora anche la proposizione Y è vera.  

Si dicono probabilistiche quelle regole associative alle quali viene associata una data 

probabilità p. 

Dati due insiemi di items X e Y sottoinsiemi di I, con X ∩ Y=∅, e una generica transazione 

t, una regola associativa è un’implicazione del tipo X → Y con il seguente significato: se 

X è contenuto in t allora anche Y è contenuto in t con una data probabilità p. Tale 

probabilità si definisce confidenza della regola ed è così espressa: 

p=conf {  X → Y }= 
5(�∪�)
7(�)  

Con f (X), numero di transazioni in D contenenti l’insieme X, e f (X∪Y), numero di 

transazioni in D contenenti sia X che Y. L’insieme di items X è detto antecedente della 

regola, mentre l’insieme Y viene indicato come conseguente della regola. 

La confidenza della regola, pertanto, rappresenta la percentuale di transazioni in D 

contenti X che contengono anche l’insieme Y. All’aumentare del numero di transazioni 

m, di fatto la confidenza della regola approssima la probabilità condizionata che l’insieme 

Y sia contenuto in t, dato X, ovvero verificata la condizione: X sottoinsieme di t. 

Viene indicata con il termine supporto della regola la percentuale di transazioni presenti 

in D che contiene sia l’insieme X che l’insieme Y, ed è così espressa: 
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s=supp={ X → Y }=  
5(�∪�)

&  

All’aumentare del numero totale di transazioni contenute in D (quindi all’aumentare di 

m), il supporto viene approssimato ad una probabilità. In particolare, si tratta della 

probabilità che entrambi gli insiemi di items siano contenuti in una futura generica 

transazione t. 

I ricercatori di Marketing hanno rivolto il loro interesse all’individuazione di regole 

associative interessanti, vale a dire con supporto e confidenza della regola minimi (minsup 

e minconf, rispettivamente). In particolare, il problema di estrarre tali regole viene 

solitamente scomposto in due distinte fasi, che richiedono l’utilizzo di diversi algoritmi: 

� La prima fase è detta di generazione degli item sets frequenti e consiste nel cercare 

tutti gli item sets che hanno supporto superiore a minsup, che è definito di volta in 

volta a seconda degli obiettivi della analisi. Gli item sets con supporto superiore 

alla soglia minima richiesta vengono chiamati item sets frequenti (o 

alternativamente large itemsets); al contrario, quelli che sono presenti in una 

percentuale di transazioni giudicata non significativa, si dicono small itemsets, i 

quali verranno conseguentemente scartati. 

� La seconda fase è quella che vede la generazione delle regole a partire dagli item 

sets frequenti individuati allo step precedente. In questa fase, l’interesse è spostato 

verso la confidenza della regola. Infatti, le regole giudicati interessanti in ultima 

istanza sono solamente quele aventi confidenza superiore alla soglia minima 

imposta minconf. 

La fase indubbiamente più onerosa dal punto di vista computazionale è la prima. Nel 

proseguo verrà proposto l’algoritmo giudicato come il più efficiente per la generazione 

di item sets frequenti, ovvero l’algoritmo Apriori, presentato per la prima volta da 

Agrawal e Srikant nel 1994. Ciò nonostante, occorre ricordare che AIS e SETM furono, 

rispettivamente, i primi algoritmi proposti per l’estrazione di regole associative, 



36 

 

affrontando in tal senso per la prima volta il problema di scoprire associazioni nascoste 

in database di grandi dimensioni (Agrawal, R., Imielinski, T., Swami, A., 1993). 

Per la generazione di item sets frequenti tutti gli algoritmi menzionati procedono a diversi 

passi. A titolo esemplificativo, al primo passo (k), si tratta di calcolare, per ciascun item 

presente nello store del retailer, la percentuale di transazioni in cui è contenuto. Il primo 

passo termina con l’individuazione degli item sets frequenti di dimensione 1. I passi 

successivi differiscono a seconda dell’algoritmo utilizzato. Con riferimento all’algoritmo 

Apriori, al passo k=2, vengono generati i cosiddetti item sets candidati a partire dagli item 

sets frequenti individuati al passo precedente, che costituiranno poi il punto di riferimento 

per il passo successivo (k=3) nel caso in cui abbiano supporto superiore a minsup. Al 

contrario, gli algoritmi AIS e SETM, ad ogni passo successivo al primo, provvedono a 

cercare all’interno dell’intero database gli 1-itemsets frequenti, aggiungendoli a quelli 

individuati al passo k-1. In tal senso, gli item sets candidati proposti ad ogni passo sono 

numericamente di gran lunga superiori a quelli che emergono grazie all’utilizzo 

dell’algoritmo Apriori, il quale pertanto consente ai ricercatori di beneficiare di una forte 

semplificazione computazionale. In particolare, il principio alla base dell’algoritmo 

Apriori consiste nel fatto che sottoinsiemi di item sets frequenti sono anch’essi frequenti. 

Di conseguenza, sottoinsiemi di item sets non frequenti sono da considerarsi a priori non 

frequenti; per questo motivo l’algoritmo considera soltanto gli item sets frequenti 

individuati al passo precedente. 

Infine, con riferimento alla fase che vede la generazione delle regole associative, il punto 

di partenza è costituito dalla lista di item sets frequenti, frutto della prima fase del 

processo. Sia l uno degli itemset frequenti della lista e a un sottoinsieme di l, viene estratta 

la regola a → l-a, a condizione che la confidenza della regola sia superiore a minconf. In 

particolare, la confidenza di questa regola è così definita: 

p=conf {  a → l-a }= 
5(8)
7(*) 
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Tale rapporto rappresenta la percentuale di transazioni contenenti il sottoinsieme di items 

a che contiene anche gli (l-a) items facenti parte dell’item set frequente l. Se la regola 

presenta una confidenza superiore al livello minimo prefissato viene giudicata una regola 

forte e, pertanto, potenzialmente interessante per l’analista. 

Occorre mettere in evidenza che, al fine di generare regole associative più velocemente, 

non è necessario considerare tutte le possibili combinazioni di antecedente e conseguente 

della regola. È infatti sufficiente individuare in prima istanza tutte le regole con 

conseguente di dimensione unitaria che abbiano confidenza superiore a minconf; 

successivamente, si tratta di seguire l’assunto che tutte le regole, il cui conseguente 

contiene i conseguenti individuati al passo precedente, sono da considerarsi forti. In 

particolare, l’algoritmo Apriori, che si dimostra più veloce per la generazione di regole 

associative rispetto a quelli utilizzati in precedenza, si fonda sul seguente principio: sia c 

un sottoinsieme dell’item set l nonché conseguente di una regola forte, allora anche tutte 

quelle regole i cui conseguenti sono sottoinsiemi di c hanno confidenza superiore a 

minconf, ovvero sono regole forti. 
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2.2.2- Principale letteratura in materia 

Come già accennato nel paragrafo introduttivo, i primi ad affrontare il problema di 

estrarre regole associative da dataset di grandi dimensioni furono Agrawal, Imielinski e 

Swami nel 1993. Per la prima volta, infatti, grazie alle nuove tecnologie a disposizione, 

si poterono raccogliere dati relativi ad una singola transazione, utilizzati in seguito per 

l’individuazione delle suddette regole. A questo primo tentativo di affrontare il problema 

oggetto di interesse, seguì uno studio indirizzato allo sviluppo di algoritmi più veloci e in 

tal senso più efficienti (Agrawal, R., Srikant, R., 1994). In particolare, vennero proposti 

due nuovi algoritmi: l’algoritmo Apriori, tutt’oggi considerato punto di riferimento in 

materia, e l’algoritmo AprioriTid. Ciò che rende questi algoritmi più efficienti rispetto a 

quelli sviluppati in precedenza è il modo attraverso cui gli item sets candidati vengono 

contati ad ogni passo e, conseguentemente, generati. Ad ogni passo, infatti, vengono 

considerati solo gli item sets etichettati come frequenti al passo precedente. Inoltre, 

l’algoritmo AprioriTid si caratterizza per il fatto che, per i passi successivi al primo, il 

dataset non viene utilizzato per il calcolo del supporto degli item sets candidati. Al 

contrario, per k>1 l’algoritmo genera il cosiddetto set Ck, contenente i potenziali item sets 

frequenti e il cosiddetto TID, ovvero l’identificatore della transazione cui appartiene 

l’ item set candidato. Posto che non tutte le transazioni in D contengono gli item sets 

candidati, ad ogni passo viene considerato un insieme di transazioni inferiore a m. Di qui 

la maggiore efficienza in termini computazionali dell’algoritmo in questione. Gli autori 

non solo dimostrarono la maggior efficienza di tali algoritmi rispetto a quelli sviluppati 

in precedenza, bensì presentarono un terzo algoritmo: AprioriHybrid. Quest’ultimo vede 

la combinazione delle proprietà dei due sopra menzionati. In particolare, all’inizio viene 

utilizzato l’algoritmo Apriori, per poi essere sostituito da AprioriTid, a fronte dei vantaggi 

computazionali precedentemente menzionati. 

Successivamente venne proposto un nuovo algoritmo, DIC – Dynamics Items Counting-

, per l’estrazione di regole associative e, allo stesso tempo, un nuovo metodo per la 
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generazione delle stesse (Brin, S. et al., 1997). In particolare, l’algoritmo DIC consente 

di individuare un numero di item sets candidati significativamente inferiore. Infatti, a 

differenza dell’algoritmo Apriori, per il conteggio degli item sets potenzialmente 

interessanti non occorre attendere che termini il passo k-esimo, bensì viene fissato un 

parametro M prestabilito, che rappresenta il numero di transazioni considerate ad ogni 

passo. Al termine del processo tutte le transazioni contenute in D vengono considerate, 

ma in un numero di passi di gran lunga inferiore. Viene di seguito proposto un confronto 

esemplificativo tra il modo di operare dei due algoritmi sopra menzionati con riferimento 

all’individuazione degli item sets candidati. 

Figura 2.2: Algoritmo Apriori vs algoritmo DIC. 

    

Fonte: Brin, S., Motwani, R., Ullman, J.D., Tsur, S., 1997. Dynamic itemset counting and implication rules 
for market basket data. In Proceedings of the ACM SIGMOD International Conference on Management of 
Data, 265-276. 

 

Nello stesso anno, Park, Chen e Yu proposero un nuovo algoritmo- DHP (Direct Hashing 

and Pruning)- al fine di ridurre sensibilmente gli oneri computazionali che gravano sulla 

prima fase del processo di estrazione di regole associative. In particolare, partendo dal 
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presupposto che la maggior parte dei costi computazionali, in termini di tempo, va 

ricondotta alla generazione degli item sets di dimensione 1 e 2, l’algoritmo riduce, sin dai 

primi passi, tanto il numero di transazioni da “scannerizzare” quanto la dimensione stessa 

delle transazioni, procedendo in tal senso all’eliminazione di quegli items non necessari 

per la generazione di item sets frequenti. Di qui un’importante proprietà dell’algoritmo 

DHP, ovvero la capacità di ridurre significativamente le dimensioni del database, il quale 

costituisce il punto di partenza per l’individuazione dei large itemsets. 

L’anno successivo venne proposto un nuovo framework, share-confidence, in 

sostituzione a quello tradizionale (support-confidence) (Hilderman R. J., et al., 1998). 

Nello specifico, gli autori, nel presentare questo nuovo framework, furono motivati dal 

fatto che quello esistente non teneva conto delle caratteristiche socio-economiche dei 

buyers, la conoscenza delle quali potrebbe, infatti, incrementare notevolmente l’efficacia 

delle manovre di marketing. Per questo motivo, il loro lavoro fu indirizzato alla ricerca 

di item sets acquistati con frequenza da soggetti con determinate caratteristiche socio-

economiche. Tali item sets vennero perciò etichettati come characterized item sets. Ciò 

nonostante, preme mettere in evidenza che, il loro obiettivo non consisteva solamente nel 

costruire un profilo di acquirente per ciascun item set individuato, bensì anche di scoprire 

buying patterns dai quali emergesse il contributo economico-finanziario di ciascun item 

set. A tal fine, il share-confidence framework prevedeva la sostituzione del concetto di 

supporto con quello di share. Infatti, il supporto di una regola considera solamente la 

frequenza con cui due o più items vengono acquistati congiuntamente. Ciò nonostante, 

tale dato non risulta utile in termini economico-finanziari, infatti, due items acquistati 

molto frequentemente insieme potrebbero non essere interessanti per il management a 

fronte del loro marginale contributo ai profitti piuttosto che alle vendite totali dello store. 

Per questo motivo, il nuovo framework incluse tanto il valore, quanto le quantità 

acquistate di ciascun item, al fine del calcolo dello share, pervenendo così ad una stima 

più accurata dell’impatto finanziario di ciascun item set. Di qui una nuova definizione di 
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item set frequente. In particolare, si dice localmente frequente un item set che soddisfa 

almeno una delle seguenti condizioni: 

� Il rapporto percentuale tra local itemset count e total item count è superiore ad una 

determinata soglia minima prestabilita dall’utente, minshare1. 

� Il rapporto percentuale tra local itemset amount e total item amount è superiore ad 

una determinata soglia minima prestabilita dall’utente, minshare2. 

Con: 

Local itemset count= somma delle quantità acquistate, in tutte le transazioni considerate, 

di un item facente parte di un determinato itemset. 

Total item count= quantità complessivamente acquistate, in tutte le transazioni 

considerate, di tutti gli items. 

Local itemset amount= somma della spesa complessiva affrontata per l’acquisto di un 

item appartenente ad un determinato itemset, considerate tutte le transazioni in D. 

Total item amount= Spesa complessiva affrontata per l’acquisto di tutti gli items presenti 

in store e registrati nelle m transazioni appartenenti a D. 

Pertanto, grazie al concetto di share è possibile misurare il contributo dell’item set rispetto 

all’ammontare totale degli items venduti o, alternativamente, rispetto al valore 

complessivo degli stessi. 

Infine, gli autori elaborarono un nuovo algoritmo (CI- Characterized Itemsets), frutto 

della combinazione degli algoritmi Apriori e AOG, al fine di generare i cosiddetti 

characterized item sets, dai quali l’algoritmo stesso prende il nome. In particolare, al fine 

di “caratterizzare” gli items, gli autori ricorsero all’utilizzo di informazioni di stampo 

socio-economico sugli acquirenti, reperibili da database di origine esterna. Inoltre, tali 

informazioni vennero utilizzate al fine di arricchire di significato delle regole generate al 

termine del processo, consegnando in tal senso al management uno strumento 
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sensibilmente più efficace per la conseguente implementazione di opportune manovre di 

marketing. 

 

Nello stesso anno un altro studio rivolse l’attenzione al concetto di dependence rules, con 

la volontà di estendere l’utilizzo delle regole associative oltre il tradizionale ambito di 

applicazione (Silverstein, C., Brin, S., Motwani, R., 1998). Gli autori, in particolare, 

ricorsero all’utilizzo del test Chi-quadro al fine di misurare la dipendenza statistica sia tra 

gli items presenti che tra quelli assenti in un determinato item set. 

Nel 2002, Aggarwal et al. ricorsero all’utilizzo dell’algoritmo CLASD (Clustering for 

association discovery), al fine di individuare regole associative personalizzate, nascoste 

in determinate parti del database. Tali regole non possono essere estratte ricorrendo ad 

analisi aggregate, in quanto gli item sets coinvolti molto probabilmente non 

soddisferebbero le soglie minime per supporto e confidenza fissate dall’utente. Al 

contrario, focalizzandosi su una parte dei dati a disposizione, risulta possibile ottenere 

preziose informazioni sui comportamenti d’acquisto specifici. Inoltre, questa tipologia di 

insights costituisce un ottimo punto di riferimento per coloro che ricorrono al target 

marketing, in quanto questa strategia di marketing necessita di una conoscenza 

approfondita dei comportamenti d’acquisto del/i target di mercato. 

 

Come ricordato nel capitolo introduttivo, tutte le tecniche a disposizione per condurre la 

MBA, inclusa l’estrazione di regole associative, sono funzionali, in ultima istanza, ad 

incrementare le vendite/profitti totali dello store. In particolare, uno studio condotto nel 

2004 ha fatto emergere l’utilità dell’utilizzo di item sets frequenti, individuati per generare 

le regole associative, al fine di ottimizzare gli assortimenti di prodotto (Brijs, T., Swinnen, 

G., Vanhoof, K., Wets, G., 2004). Ciò che rileva, tuttavia, in questa sede non è tanto il 

modello in sé quanto la portata informativa che, a detta degli autori, le regole associative 

dovrebbero sempre avere. Infatti, come messo in evidenza da Hilderman et al. già nel 

1998, affinché i patterns d’acquisto che emergono dall’estrazione di tali regole abbiano 

un’ utilità concreta per il management, è necessario calarsi nel contesto microeconomico 
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in cui l’impresa opera. In altre parole, l’utilità delle regole associative è positivamente 

correlata alla possibilità del loro utilizzo nel processo di decision-making dello store 

stesso.  

Diversi studi, anziché concentrarsi sull’individuazione di pattern d’acquisto tipici dei 

buyers di un determinato store, hanno indirizzato la loro attenzione ad un contesto che 

vede protagonisti più store simultaneamente. Uno studio, in particolare, suggerì 

l’adozione di un nuovo metodo per l’estrazione di regole associative in tale contesto 

(Chen, Y., Tang, K., Shen, R., Hu, Y., 2005). Il motivo principale per cui il metodo 

tradizionale per la generazione delle regole associative non risulta efficace in un contesto 

multi-store è riconducibile ad un’assunzione alla base dello stesso, ovvero, il fatto che i 

prodotti siano sugli scaffali ventiquattro ore su ventiquattro e in tutti gli store. Posto che 

tale assunzione è del tutto infondata, quando si tratta di individuare pattern d’acquisto 

comuni a più store, occorre riconoscere che: 

� Non tutti gli store presenteranno pattern d’acquisto comuni, bensì solamente un 

sottoinsieme degli stessi, dato che alcuni prodotti potrebbero non essere venduti 

in uno o più store. 

� I pattern d’acquisto cambiano nel tempo. 

Gli autori utilizzarono un algoritmo simile all’algoritmo Apriori. Inoltre, le regole 

generate vennero arricchite con informazioni relative al tempo e al luogo dell’acquisto. 

In tal senso, queste ultime possono essere efficacemente utilizzate sia per implementare 

strategie di marketing locali che globali, ovvero per tutti gli store considerati. 

 

Nel 2006, Jukić e Nestorov introdussero il concetto di regole associative “qualificate”, 

ovvero arricchite di maggiori informazioni. In particolare, tali regole non vengono estratte 

da un database appositamente costruito per lo scopo dell’analisi in oggetto, bensì vengono 

ricavate direttamente dal data warehouse aziendale, contenente informazioni provenienti 

anche da fonti esterne. Partendo dal presupposto che determinate regole emergono dai 

dati, soltanto se più dimensioni vengono simultaneamente considerate, le regole 
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associative qualificate dimostrano di possedere diversi vantaggi rispetto a quelle 

tradizionali: 

� Il fenomeno che le genera risulta più facile da spiegare a fronte delle informazioni 

dettagliate a disposizione, che, per l’appunto, qualificano la regola. A titolo 

esemplificativo si consideri la seguente regola: tenda → sacco a pelo [Regione= 

Nord, stagione= Estate]. La confidenza della regola è 50%, pertanto 

l’interpretazione è la seguente: posto che venga acquistato un sacco a pelo nel 

Nord e a condizione che sia estate, allora con il 50% di probabilità verrà acquistata 

anche una tenda. Preme evidenziare che, a fronte della mancata considerazione 

delle dimensioni spaziale e temporale, le regole associative tradizionali avrebbero 

scartato la regola tenda → sacco a pelo, in quanto probabilmente non avrebbe 

raggiunto le soglie minime necessarie di confidenza e supporto della regola. 

� Le regole associative qualificate tendono ad essere “locali”, in tal senso la 

conseguente implementazione di strategie di marketing per promuovere l’acquisto 

di due o più prodotti risultata meno complessa.  

� Le regole associative qualificate si caratterizzano per un maggior livello di 

dettaglio rispetto a quelle standard, pertanto, a parità di supporto, è altamente 

probabile che siano minori in numero. Ciò nonostante, sempre in virtù delle 

informazioni che incorporano, potrebbero contenere prodotti del tutto trascurati 

dalle regole tradizionali. 

� Infine, tali regole richiedono da parte dell’utente più input, rappresentati dalle 

diverse dimensioni non legate ai prodotti in sé. Se da un lato viene richiesto un 

maggior impegno, dall’altro l’utente può beneficiare di un maggiore controllo, 

che, nel caso delle regole associative standard, risulta limitato al supporto e alla 

confidenza della regola. 
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2.2.3- Particolari tipologie di regole associative 

2.2.3.1- Spatial association rules 

Una spatial association rule è una regola che descrive un’implicazione determinata dalla 

presenza di un insieme di proprietà su un altro insieme, le quali sono immagazzinate in 

uno spatial database. In altre parole, questa tipologia di regole associative è arricchita da 

informazioni relative alla dimensione spaziale (Koperski, K., Han, J., 1995). La principale 

proprietà che va ascritta al cosiddetto spatial data mining è la sua applicazione a 

molteplici campi, tra i tanti ingegneria e geografia costituiscono solo alcuni esempi. 

 

2.2.3.2- Quantitative association rules 

Originariamente, quando per la prima volta fu introdotto il problema di estrarre regole 

associative da database di grandi dimensioni, i ricercatori ricorsero, a tal fine, al solo 

utilizzo di variabili categoriche. A titolo esemplificativo, ad un item ∈ O viene associato 

valore 1 se presente in una generica transazione t ∈ D, altrimenti viene associato valore 

0. Quando però, gli analisti sono interessati a trattare non solo variabili categoriche, bensì 

anche quantitative, si pone il problema di capire come trattare queste ultime, al fine 

dell’estrazione delle regole oggetto d’interesse. Un approccio semplificato al problema 

consiste nel trattare la variabile quantitativa come una categoriale, in presenza di un 

limitato numero di attributi. Se, al contrario, il numero di attributi che può assumere 

risulta particolarmente elevato, si pensi alla variabile quantitativa continua “tempo”, si 

può procedere alla definizione di intervalli. Ciò nonostante, così operando, i ricercatori 

dovrebbero interfacciarsi con due principali problematiche: 

� “Minsup problem”: più grande è il numero di intervalli, minore è il supporto per 

ciascuno di essi. 

� “Minconf problem”: più piccolo è il numero di intervalli, maggiore è la perdita di 

informazioni che tale operazione di ripartizione comporta. 
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Vi è pertanto un trade-off. Da un lato, minore è il numero di intervalli in cui si ripartiscono 

i valori che può assumere la variabile quantitativa, minore è il tempo di esecuzione 

necessario; dall’altro lato, però, più piccoli sono gli intervalli (ma elevati in numero), 

minore è la perdita di informazioni che ne consegue. Inoltre, se si decide di mitigare il 

primo dei sopra menzionati problemi, aumentando il numero di intervalli, si pone un 

ulteriore problema. Infatti, se un valore ha supporto minimo, ciò vale anche per 

l’intervallo che lo contiene. Posto che uno dei due requisiti affinché una regola sia 

interessante consiste nell’avere un supporto superiore a minsup, il numero di regole 

generate risulterebbe in tal senso a dir poco esponenziale. 

Uno studio, condotto nel 1996, propose per la prima volta un approccio funzionale alla 

risoluzione di tali problematiche, che condusse, in ultima istanza, all’efficiente estrazione 

di regole associative quantitative (Srikant, R., Agrawal, R., 1996). In particolare, gli 

autori svilupparono una misura per determinare se, e in quante partizioni, ripartire i valori 

assunti da una variabile quantitativa. Infine, per arginare il problema dell’elevato numero 

di regole generate, definirono una nuova misura di interesse della regola, volta a trovare 

quelle regole i cui supporto e confidenza fossero più grandi rispetto alle attese pre-

formulate. 

 

2.2.3.3- Temporal association rules 

Diversi sono gli studi che si sono concentrati sull’estrazione di regole associative 

accompagnate da informazioni di carattere temporale. Ciò nonostante, il primo studio ad 

utilizzare il concetto di lifetime del prodotto, ovvero il tempo intercorrente tra la prima 

volta in cui l’item è stato acquistato e l’ultima transazione in cui è stato registrato, fu 

condotto nel 2000 da Ale e Rossi. Come messo in evidenzia dagli autori, il tempo in cui 

la transazione ha avuto luogo (transaction time) è una dato già presente nel database, 

grazie alla tecnologia dei codici a barre che registra il momento in cui avviene l’acquisto. 

Di conseguenza, a ciascun item viene associato il relativo lifetime. Pertanto, in sede di 

individuazione degli item sets frequenti, è possibile eliminare quegli item/item set che 
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risultano obsoleti a fronte del loro lifetime, riducendo in tal modo l’onerosità 

computazionale tipica di tale fase. Con l’introduzione di tale tipologia di regole 

associative viene letteralmente eliminato l’assunto, alla base dei metodi elaborati 

originariamente, che i prodotti siano presenti sugli scaffali in ogni momento. 

Gli autori, inoltre, introdussero il concetto di temporal support. Infatti, in seguito 

all’introduzione del fattore tempo, risulta opportuno calcolare il supporto di un item 

rispetto al suo lifetime, altrimenti i risultati che si ottengono potrebbero essere fuorvianti. 

A titolo esemplificativo, si pensi all’introduzione di un nuovo prodotto in assortimento, 

quest’ultimo difficilmente avrà un supporto superiore alla soglia minima richiesta 

(minsup). Qualora, al contrario, il suo supporto venisse calcolato rispetto al suo lifetime, 

con ogni probabilità esso potrebbe essere uno degli item facenti parte di un item set alla 

base di una regola associativa interessante.  

Una volta verificato che il supporto temporale di un item è superiore ad una determinata 

soglia minima fissata dall’utente, si verifica che, all’interno del relativo lifetime, esso 

abbia supporto minimo. Infine, le regole generate sono definite sulla base di uno specifico 

arco temporale, corrispondente al lifetime medio degli items partecipanti alla regola 

stessa. 

Un altro studio presentò, per l’estrazione di tali regole, un nuovo algoritmo: PPM 

(Progressive-Partition-Miner) (Lee, C.H., Lin, C.R., Chen, M.S., 2001). A differenza 

dello studio precedentemente riportato, gli autori di questo studio utilizzarono il concetto 

di exhibition period, in base al quale il database viene suddiviso in diverse partizioni. In 

particolare, la metodologia presentata non ricorre all’intero database per il calcolo del 

supporto, bensì solamente ad una parte di esso (|DX|), ovvero la percentuale di transazioni 

che hanno avuto luogo durante l’exhibition period dell’item set X. In particolare, la 

considerazione dell’exhibition period unitamente ad una nuova base di riferimento per il 

calcolo del supporto della regola, costituiscono, a detta degli autori, due condizioni 

necessarie per l’efficace ed efficiente estrazione di regole associative dai cosiddetti 

publication databases, ove ciascun item è registrato con il relativo exhibition period. Le 

general temporal association rules risultanti assumono la seguente forma: 
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(X→Y)MCP(XY) 

Dove, MCP(XY) (Maximal Common Exhibition Period) è definito come l’exhibition 

period comune più breve tra quelli degli items appartenenti agli item sets X e Y. 

 

A distanza di due anni, venne proposta l’estrazione di regole associative temporali che 

valgono per specifici intervalli di tempo, definiti questi ultimi dall’utente stesso sulla base 

del calendario solare (Li, Y., Ning, P., Wang, X.S., Jajodia, S., 2003). Grazie all’utilizzo 

del calendario, è possibile individuare con maggior facilità e, soprattutto, senza eccessive 

conoscenze preliminari, temporal patterns potenzialmente interessanti per il retailer. 

L’idea alla base dello studio è che alcuni items, quelli che vengono solitamente etichettati 

come prodotti stagionali, e quindi acquistati maggiormente durante determinati periodi 

dell’anno, sono presenti in regole associative interessanti solamente nei suddetti periodi. 

La metodologia proposta dagli autori si estende anche a quei prodotti che vengono 

solitamente acquistati in particolari momenti nell’arco della giornata. Si pensi, ad 

esempio, all’acquisto congiunto di caffè e uova. A fronte del loro uso quotidiano e quindi 

delle abitudini delle persone (le quali dipendono dalla cultura del Paese nel quale viene 

fatta l’analisi), è maggiormente probabile che tali alimenti vengano venduti nel corso 

della mattinata. 

Gli autori presentarono nello specifico due distinte tipologie di regole: 

� Precise-match association rules: valgono per tutti gli intervalli di tempo 

considerati. 

� Fuzzy-match association rules: valgono per la maggior parte degli intervalli di 

tempo definiti. 

Si noti che, la seconda tipologia di regole è stata introdotta a fronte del fatto che, in 

determinati casi, richiedere che la regola sia valida in tutti gli intervalli di tempo 

considerati sarebbe un requisito troppo stringente. 
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2.2.3.4- Fuzzy association rules 

Questa tipologia di regole associative è stata introdotta per la prima volta nel 1998 da 

Kuok, Fu e Wong. Il ricorso a queste regole fu motivato dalla volontà degli autori di 

trattare attributi quantitativi, così come di facilitare la comprensione della regola finale 

da parte dell’utente. Una fuzzy rule è una regola del tipo: 

se X è A, allora Y è B 

dove: 

X,Y sono set di attributi quantitativi. 

A, B sono detti fuzzy sets e caratterizzano X e Y, rispettivamente. 

X è A rappresenta l’antecedente della regola, mentre Y è B costituisce il conseguente 

della stessa. 

 

Nel trattare attributi quantitativi, il vantaggio di tale metodologia, rispetto a quella fondata 

sulla individuazione di partizioni, consiste nel fatto che, grazie ai cosiddetti fuzzy sets, il 

passaggio dagli elementi di un set a quelli che non vi appartengono è meno rigido. 

Pertanto, il numero di elementi esclusi che si trovano al confine tra un set e l’altro sono 

di gran lunga inferiori. Infine, preme ricordare che gli autori dello studio proposero, in 

sostituzione ai concetti di supporto e confidenza della regola, quelli di significance e 

certainty. Quest’ultima, in particolare, può essere calcolata come un indice di 

correlazione, beneficiando in tal senso della semplificata interpretazione che ne consegue. 

Infatti, posto che la regola abbia un significance factor superiore alla soglia minima 

prestabilita, essa sarà interessante se il certainty factor assume valore almeno superiore 

allo zero (fino ad un massimo di uno). 

 

2.2.3.5- Multidimensional inter-transaction association rules 

Quest’ultima tipologia di regole associative si caratterizza per il fatto che la loro 

estrazione avviene in un contesto multidimensionale, in tal senso le transazioni che 

compongono il database non sono confinate ad un singolo store piuttosto che allo stesso 
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intervallo temporale. Tradizionalmente, infatti, le regole associative venivano estratte a 

partire da transazioni registrate nel medesimo arco temporale o, alternativamente, 

riconducibili ad un'unica tipologia di acquirente, ritenuto interessante a fronte delle 

caratteristiche note dello stesso. Il passaggio da un contesto intra-transizionale ad uno 

inter-transizionale fu reso possibile grazie all’aggiunta di diverse informazioni relative al 

contesto, riconducibili a loro volta a diverse dimensioni (Lu, H., Feng, L., Han, J., 2000). 

Con il termine dimensione si fa riferimento ad uno specifico attributo associato alla 

transazione, quale lo spazio, la distanza, il tempo ecc… In particolare, all’aumentare del 

numero delle dimensioni incluse, aumentano anche i costi dal punto di vista 

computazionale, così come le regole generate al termine del processo, la maggior parte 

delle quali potrebbe peraltro non detenere il grado di interesse desiderato dall’utente. Si 

ricordi che la condizione necessaria per l’efficace inserimento del contesto nell’analisi sta 

nella significatività dello stesso. Infine, l’interesse crescente verso questa tipologia di 

regole è riconducibile al fatto che le associazioni maggiormente interessanti hanno luogo 

in contesti differenti, principalmente a fronte delle mutate abitudini d’acquisto della 

clientela. 
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2.3- La vector quantization 

2.3.1- Cenni sulla vector quantization 
 
Quest’ultimo metodo esplorativo per la conduzione della MBA è una tecnica di data 

compression. Pertanto, la sua utilità si evince a fronte del consistente quantitativo di dati 

da trattare (market basket data), presenti nei database dei retailers. Ciò nonostante, la 

riduzione della grandezza del database dev’essere necessariamente accompagnata da 

un’attenzione verso la minimizzazione della perdita di informazioni. Dal punto di vista 

prettamente matematico, ciò si traduce nella minimizzazione di una funzione di costo, 

ovvero dell’errore di distorsione. Di seguito viene brevemente introdotta la terminologia 

alla base della vector quantization (Martinez, T.M., Berkovich, S.G., Schulten, K.J., 

1993). 

Le diverse tecniche di vector quantization utilizzano un insieme finito w= (w1,…, wN) di 

vettori cosiddetti di riferimento (noti anche come centri dei cluster), al fine di codificare 

un dato collettore di dati, si pensi ad esempio ad un database. Un vettore di dati v ∈	V 

viene indicato con wi(v) ed è definito vettore di riferimento vincente se l’errore di 

distorsione d(v, wi(v)) è minimo. Si ricordi che ogni vettore di dati v ∈	V è descritto dal 

suo corrispondente vettore di riferimento wi. 
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2.3.2 Due approcci per condurre la vector quantization applicata 

alla MBA 

 
Di seguito verranno brevemente presentati sue distinti approcci per la conduzione della 

vector quantization nell’ambito dell’analisi qui oggetto di interesse: il self-organising 

map approach e il neural gas network approach (Decker and Monien, 2003). Entrambi 

sposano due assunti di base: 1) se l’interesse è rivolto all’analisi di interdipendenze tra 

diversi acquisti, occorre considerare tutte le categorie di prodotto di interesse 

simultaneamente; 2) due market basket hanno un pattern simile se presentano al loro 

interno combinazioni di categorie di prodotto identiche o quasi. In entrambi gli approcci 

questi patterns vengono rappresentati attraverso i cosiddetti “neuroni” , costituenti le 

unità oggetto di analisi. Dal punto di vista analitico, tali unità trovano rappresentazione 

in vettori, i quali a loro volta, al termine del processo, ovvero quando opportuni pesi 

vengono loro assegnati, prendono il nome di “prototipi”. A titolo esemplificativo, viene 

di seguito introdotta la notazione di base al fine di chiarire il concetto di vettore, per poi 

comprenderne l’applicazione alla MBA. 

Sia n il numero di categorie di prodotto di interesse e m il numero di market basket oggetto 

di analisi. Un individual market basket è definito dal seguente vettore binario t j= (tj1, 

tj2,…, tjn) con j ∈ {1,…, m} e  k ∈ {1,…, n}. L’elemento tjk del vettore è pari a 1 se almeno 

un item appartenente alla k-esima categoria di prodotto è presente nel j-esimo market 

basket; tjk=0, altrimenti. 

 

Per quanto concerne il primo dei due approcci sopra menzionati, il self organizing map 

approach, questo prevede l’organizzazione delle unità oggetto di analisi attraverso una 

griglia bidimensionale. Ogni unità uh (h	∈ :1, …, =>) è rappresentata da un vettore ?ab= 

(?ab1,…, ?abn), dove a e b indicano la posizione dell’unità all’interno della suddetta griglia. 

Tale approccio, in particolare, prevede il calcolo delle distanze tra ciascun vettore ?ab e 
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un vettore input (market basket) tj, selezionato casualmente. Tale distanza viene calcolata 

con la seguente formula: 

dist (tj, ?ab)= ‖tj−	?ab	‖2 =∑ (G$
H	� jk - ?abk)2  

 

L’unità più vicina al corrispondente vettore ?ab viene etichettata come unità vincente. 

Successivamente, tutti gli altri vettori vengono aggiornati in base alla loro distanza da 

quest’ultima. In particolare, viene utilizzata una funzione esponenziale in modo da 

distribuire equamente l’apprendimento tra le diverse unità. Il processo di apprendimento 

viene infatti modificato in modo tale che l’unità vincente riceva il massimo 

apprendimento, il quale allo stesso tempo decresce man mano per le unità più distanti 

dalla stessa. La procedura continua sino a quando il numero massimo di iterazioni o, 

alternativamente, il numero stabilito secondo un criterio predefinito dall’utente vengono 

raggiunti. L’output finale è una mappa dove vettori simili, rappresentanti market basket 

patterns simili, si trovano vicini. 

 

Anche il secondo approccio, il neural gas network approach, come il primo, rappresenta 

ciascuna unità uh con un vettore ?ab. Ciò nonostante, a differenza del primo, in questo non 

esiste una griglia predefinita; inoltre, la dimensione del vettore è definita dal numero delle 

n categorie di prodotto di interesse. Una volta calcolate le distanze tra le unità e i vettori, 

le unità uh vengono organizzate in modo tale che all’unità vincente con vettore ?win venga 

associato rango r(tj;	?win) pari a 0, a quella “co-vincente” r =1 e via dicendo. Similarmente 

a quanto visto in precedenza, la funzione esponenziale assumerà valori bassi per le unità 

più distanti da quella vincente, ovvero quelle con un rango particolarmente alto.  

In conclusione, al fine di rimarcare l’utilità della vector quantization come metodo per la 

conduzione della MBA, si noti che entrambi gli approcci brevemente presentati non sono 

soggetti a restrizioni con riferimento al numero di market basket analizzabili. Inoltre, a 

fronte del significativo ammontare di dati da trattare, tale metodo consente una riduzione 

della dimensione del database, con la relativa semplificazione computazionale che ne 

consegue. 
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 Capitolo 3- I metodi esplicativi  

3.1- L’analisi di regressione  

3.1.1- Introduzione all’analisi di regressione 

Questo primo paragrafo introduttivo si pone il principale obiettivo di introdurre la 

terminologia di base relativa all’analisi di regressione, al fine di facilitare la successiva 

lettura dei risultati degli studi condotti in materia. 
Si è soliti utilizzare la seguente relazione per specificare un modello di regressione 

lineare: 

 

Y i= I0 + I1 xi1 + I2 xi2 + …. + Ip xip + Ji  con i= 1,2, … , n 

 

Tale modello descrive la relazione tra la variabile dipendente Y e le variabili esplicative 

Xj, con j=1, 2, … , p. Come si evince dall’espressione sopra riportata, la variabile 

dipendente è una combinazione lineare delle variabili esplicative e delle quantità costanti 

Ij, i quali sono i cosiddetti parametri del modello di regressione. Se la variabile 

dipendente Y viene spiegata da un’unica variabile X, il modello si dice di regressione 

semplice. Se, al contrario, più variabili esplicative vengono incluse, esso si dice di 

regressione multipla. Nel proseguo si farà riferimento al modello di regressione semplice, 

dato che quello di regressione multipla è una sua estensione. 

Il modello di regressione semplice è così definito: 

 

Y i= I0 + I1 xi + Ji  con i= 1,2, … , n 
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Si definisce retta di regressione la seguente espressione: 

y= I0 + I1 x 

la quale indica la relazione tra le variabili Y e X se non vi fossero le variabili casuali errori 

(Ji). Queste ultime, in particolare, rappresentano l’errore che si commette nella 

spiegazione della variabile casuale dipendente Y attraverso una funzione lineare delle 

variabili X. 

Si ricordi, inoltre, che I0 è l’intercetta della retta di regressione, ovvero il punto d’incontro 

con l’asse delle y, mentre I1 ne rappresenta la pendenza. 

Dato che K(Ji)= 0 e considerando che le quantità xi sono fisse: 

K(Y i)= K(I0 + I1 xi + Ji)= I0 + I1 xi + K(Ji)= I0 + I1 xi 

Var(Y i)= Var(I0 + I1 xi + Ji)= Var(	Ji) 

 

Pertanto, si può affermare che la retta di regressione esprime una relazione media tra le 

variabili Y e X attraverso una funzione di primo grado (a condizione che I1 sia ≠ 0). Tali 

considerazioni valgono anche quando X non è deterministico, ovvero quando le 

osservazioni xi sono realizzazioni della variabile casuale X. La retta di regressione, quindi, 

rappresenta i valori medi delle distribuzioni condizionate della variabile casuale Yi|X=xi.  

Di seguito vengono proposte le ipotesi classiche alla base del modello di regressione 

lineare semplice: 

I. Y i= I0 + I1 xi + Ji ,   ∀	i 
II.  K(Ji)= 0,   ∀	i 

III.  Var(Ji)= N2,  ∀	i 
IV.  Corr(Ji, Jj)= 0,  ∀	i≠j 

V. La variabile X è nota senza errore, ed è osservata per almeno due valori distinti. 

 

La prima ipotesi ribadisce l’esistenza di una relazione lineare tra le variabili Y e X. La 

seconda afferma che il valore atteso delle variabili casuali errori è nullo. La terza riguarda 

la proprietà della omoschedasticità, in base alla quale la varianza di tutte le variabili 
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casuali errori è costante e pari a N2. Dato però che questa quantità non è nota, anch’essa 

dovrà essere stimata dal modello. La quarta ipotesi assume l’esistenza di indipendenza 

lineare tra le variabili casuali errori Ji. Infine, l’ultima ipotesi del modello richiede che la 

variabile indipendente X sia una variabile deterministica. 

Dato che per conoscere la vera retta di regressione sarebbe necessario analizzare i valori 

assunti dalle variabili per l’intera popolazione considerata, risulta opportuno procedere 

alla stima della retta di regressione, la quale viene derivata grazie ai dati campionari a 

disposizione. Nello specifico, si utilizza il metodo dei minimi quadrati, il quale si propone 

di individuare, tra le infine rette che attraversano la nuvola dei punti (osservazioni), quella 

più vicina ai dati osservati (campionari) e capace, al contempo, di rispecchiarne al meglio 

l’andamento complessivo. In altre parole, il metodo dei minimi quadrati minimizza la 

seguente quantità: 

∑ (O$
�	� i

2)= ∑ (P$
�	� i – (I0 + I1 xi))2 

 

ovvero gli scarti al quadrato tra i valori osservati yi e le corrispondenti determinazioni 

teoriche yi(I0, I1). Si noti che gli scarti vengono elevati al quadrato per evitare la 

compensazione tra scarti di segno opposto.  

Di seguito vengono riportati i parametri stimati attraverso il metodo dei minimi quadrati: 

IQ0= PR - IQ1	ST  

IQ1= 
U"V	(�,�)
W*)(�)  

Dove: 

PR e S̅ sono le medie campionarie delle osservazioni sulle variabili Y e X, rispettivamente. 

La cosiddetta retta di regressione stimata con il metodo dei minimi quadrati è la seguente: 

PYi = IQ0 + IQ1xi,    ∀	i 
 

Si definiscono residui del modello le seguenti quantità: 

Ôi= yi - PYi= yi - IQ0 + IQ1xi,     ∀	i 
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Infine, vengono di seguito riportate le proprietà della retta di regressione ottenuta 

attraverso il metodo dei minimi quadrati: 

I. La retta ottenuta con tale metodo è unica. 

II.  La retta passa sempre per il punto di coordinate medie (S̅, PR). 
III.  La retta è tale che la media aritmetica delle yi osservate coincida sempre con la 

media aritmetica delle PYi stimate. 

L’ultima proprietà, come si dimostra di seguito, implica che la somma dei residui del 

modello sia pari a 0. 
�
$∑ y$

�	� i = 
�
$∑ PY$

�	� i →	 ∑ y$
�	� i = ∑ PY$

�	� i  →  ∑ (y$
�	� i - PYi)= 0  →	∑ Ô$

�	� i= 0 

 

 

3.1.2- L’analisi di regressione multipla applicata alla MBA 

Nel passaggio dai metodi esplorativi a quelli esplicativi, il principale beneficio consiste 

nella possibilità di includere all’interno del modello statistico utilizzato le variabili del 

marketing mix. Esempi significativi sono il prezzo del prodotto, così come le diverse 

tipologie di promozioni cui il retailer ricorre puntualmente. In tale ambito, il principale 

obiettivo che l’MBA si pone è quello di saggiare l’impatto che diverse variabili, indicate 

come indipendenti, hanno sulla scelta del prodotto da parte del cliente. Quest’ultima 

variabile viene definita dipendente e, nella maggior parte dei casi, è rappresentata dalle 

vendite di un determinato prodotto/brand o categoria di prodotti. Il principale pregio 

derivante dall’applicazione dell’analisi di regressione è ascrivibile alla possibilità di 

quantificare gli effetti che le diverse variabili del marketing mix, il cui controllo è nelle 

mani del retailer, hanno sulla variabile dipendente sopra menzionata. 

 

Introdotta l’utilità dell’analisi di regressione nell’ambito della MBA, vengono ora 

presentate tre principali traiettorie emerse dallo studio della letteratura in materia. 

L’analisi di regressione ha, infatti, contribuito a rendere tali trend maggiormente evidenti. 
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I. Le tecnologie oggi a disposizione dei retailers consentono l’immagazzinamento 

di elevati quantitativi di dati relativi a prodotti, vendite, traffico all’interno dello 

store ecc… Questo costituisce solamente uno dei molteplici fattori che hanno 

portato alla definitiva inversione dei rapporti di potere esistenti, un tempo, tra 

produttore e retailer. Infatti, la disponibilità di diverse tipologie di dati da parte 

dei retailers ha contribuito a sancirne l’indipendenza dai produttori. In tale 

contesto, l’analisi di regressione rappresenta uno dei tanti strumenti a disposizione 

dei retailers al fine di valutare, in ultima istanza, la convenienza o meno delle 

proposte promozionali provenienti dal mondo manifatturiero. Infatti, le diverse 

iniziative di marketing dei produttori non sempre apportano benefici ai retailers, 

dato che la loro attenzione è focalizzata sui soli brand in promozione, e non, come 

per i retailers, su tutti i prodotti presenti all’interno dello store. 

II.  Una seconda traiettoria che emerge con forza è il crescente interesse da parte dei 

retailers verso i profitti, piuttosto che nei confronti delle vendite in senso stretto; 

anche se solo un’esigua parte degli studi in materia è stata indirizzata ad indagare 

gli impatti delle variabili del marketing mix sui profitti dello store. A titolo 

esemplificativo, un aumento consistente delle vendite di prodotti a basso margine 

(in promozione) non risulta un dato positivo per il retailer, dato che, per l’appunto, 

a fronte dell’aumento delle vendite non si osserverà una crescita altrettanto 

sostenuta dei profitti. L’analisi di regressione offre, quindi, ai retailers la 

possibilità di quantificare gli impatti che le variabili del marketing mix hanno sui 

profitti dello store e selezionando contestualmente quelle più efficaci per 

sostenere le loro azioni strategiche e di marketing. 

III.  Infine, l’analisi di regressione, per le sue caratteristiche, ben si adatta 

all’orientamento multi-prodotto proprio dei retailers, le cui strategie sono volte a 

massimizzare le vendite di tutti i prodotti presenti in assortimento. L’analisi, 

infatti, risponde a questa esigenza tenendo in considerazione tanto gli effetti legati 

alla presenza di prodotti complementari quanto quelli legati all’esistenza di 

prodotti sostituti. È, infatti, nell’interesse del retailer monitorare entrambi gli 
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effetti sopra menzionati, poiché potrebbero annullarsi a vicenda causando una 

diminuzione delle vendite/profitti anziché un loro aumento. 

 

3.1.3- Principale letteratura in materia 

Di seguito vengono brevemente esposti alcuni degli studi che hanno ricorso all’analisi di regressione 

multipla per condurre la MBA. 

Nel 1985 Nelsil, Henderson e Qualch proposero un framework funzionale alla misurazione di uno 

specifico fenomeno che prende vita all’interno di uno store a fronte degli sforzi promozionali del 

retailer. Questo è noto come purchase acceleration o consumer stockpiling. Due sono gli effetti che 

caratterizzano questo specifico pattern d’acquisto: 

I. L’acquisto di maggiori quantità. 

II. L’accorciamento del cosiddetto interpurchase time, ovvero il tempo che intercorre tra uno 

shopping trip ed un altro. 

Si noti che tale fenomeno è diretta conseguenza delle promozioni in-store organizzate dal produttore 

così come dal retailer. In tal senso, gli autori si proposero di indagare l’impatto di diverse tipologie 

di promozioni sulla tendenza da parte dei clienti o ad acquistare maggiori quantità degli items in 

promozione, o con maggiore frequenza, o entrambi. In particolare, gli autori svilupparono due 

distinti modelli, uno per ciascun effetto della purchase acceleration. Vennero considerate due 

categorie di prodotto: carta igienica e caffè. Inoltre, vennero inclusi nel modello quattro diversi tipi 

di promozioni: coupon, advertising da parte di produttore e retailer, e ribassi.  

Di seguito viene presentata una figura che sintetizza le ipotesi fatte dagli autori circa il segno atteso 

dei coefficienti del modello stimato. 
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Figura 3.1: Un framework analitico per studiare la purchase acceleration. 

 

 

Fonte: Nelsil, S.A., Henderson, C., Quelch, J., 1985. Consumer promotions and the accelerations of product 
purhases. Marketing Science, 4(2). 

 

In primo luogo, come emerge dall’analisi della parte sinistra della figura, ci si attende che le diverse 

tipologie promozionali analizzate abbiano un effetto positivo sulle quantità acquistate dalle unità 

familiari durante l'occasione d’acquisto c-esima, così come sul cosiddetto interpurchase time tra 

l’occasione d’acquisto c-esima e quella precedente. Si noti che, quest’ultimo effetto viene riportato 

in figura con il segno negativo in quanto, posto che la promozione venga lanciata dopo il precedente 

acquisto, il tempo che intercorre tra quest’ultimo e il riacquisto si accorcia.  

La parte destra della figura riassume due distinte ipotesi: l’effetto atteso che le quantità di prodotto 

in possesso dell’unità familiare al precedente acquisto hanno sulle quantità acquistate nell’occasione 

d’acquisto successiva, e sull’interpurchase time, rispettivamente. In particolare, gli autori 

ipotizzarono che più grande è la scorta di prodotto, frutto dell’acquisto di ingenti quantità alla 

precedente occasione d’acquisto, più ridotte saranno le quantità acquistate dall’unità familiare 

all’occasione d’acquisto c-esima (segno negativo) e più ampio sarà l’intervallo temporale che 

intercorre tra il precedente acquisto e quello successivo (segno positivo). Quest’ultimo effetto si 

spiega nel fatto che il nucleo familiare che possiede elevate quantità di un prodotto, verosimilmente, 

non necessiterà acquistarlo per un dato periodo di tempo. Infine, gli autori formularono un’ultima 

ipotesi circa la relazione tra Qc e Ec. In particolare, più grande è il tempo che intercorre tra 
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l’occasione d’acquisto precedente e quella c-esima, maggiori saranno le quantità di cui l’unità 

familiare si approvvigionerà durante l’occasione d’acquisto c-esima. Allo stesso modo, come già 

accennato, minore è il tempo che intercorre tra un acquisto e l’altro (a causa della presenza di attività 

promozionali in store) minori sono le quantità che il nucleo familiare acquisterà. 

Dai risultati emerge innanzitutto che il modello utilizzato dagli autori spiega meglio la relazione tra 

le variabili indipendenti e la variabile Qc, rispetto a quella con variabile dipendente Ec.. Ciò è 

dimostrato dai valori, in media, più alti assunti dall’indice R2  4 per il modello di regressione con 

variabile dipendente Qc   rispetto a quello con variabile dipendente Ec. Ciò nonostante, l’indice R2, 

con riferimento al campione complessivo, assume valori compresi tra 0,012 e 0,049. Si tratta di 

valori prossimi allo 0. Pertanto, è possibile affermare che, le variabili indipendenti alle quali il 

modello è stato informato spiegano soltanto una minima parte delle variazioni che intervengono in 

Qc  e  Ec. 

Le ipotesi formulate originariamente dagli autori circa i segni attesi dei coefficienti stimati dal 

modello vennero confermate. La tipologia promozionale che si è dimostrata maggiormente efficace 

nell’accelerare gli acquisti dei clienti sono stati i ribassi, ai quali non solo è stato attribuito un 

aumento statisticamente significativo delle quantità acquistate del prodotto in promozione, bensì 

anche una riduzione dell’interpurchase time. Inoltre, gli autori dimostrarono che, 

complessivamente, gli effetti promozionali statisticamente significativi sulle quantità acquistate dal 

nucleo familiare i-esimo durante l’occasione d’acquisto c-esima sono più marcati rispetto a quelli 

sull’interpurchase time. Tale risultato, come evidenziato dagli autori, potrebbe essere in realtà 

riconducibile alle caratteristiche delle categorie di prodotto considerate. Infatti, la categoria di 

prodotto “caffè” presentava, in media, un interpurchase time più lungo rispetto a quello della 

categoria “bathroom tissue”. Di conseguenza, in seguito all’introduzione di ribassi per la categoria 

caffè, i clienti iniziarono, con tutta probabilità, a stoccare il prodotto.  

                                                 
4 L’indice R2 è così definito: R2= 1- 

�%V()% ��,�)
�%V(-"-*'%)  = 1- 

∑(\�	�\])̂_
∑(\��\]RRR)_     con  0 ≤ b� ≤ 1 

Con Dev(totale)= Dev(regr.) + Dev(residui)→ ∑(Pc − PdT )�= ∑(Pde − Pd)RRRR� + 	∑(Pc − Pde )� 
Esso rappresenta la percentuale di variabilità spiegata dal modello di regressione. Pertanto se la 
Dev(residui), ovvero la somma degli scarti al quadrato tra le osservazioni yi e le stime Pde , è pari a 0, l’indice 
di regressione assume valore massimo, pari a 1. Se, al contrario, l’indice assume valori molto vicini allo 
zero, ciò significa che il modello di regressione stimato non è efficace nello spigare la relazione tra la 
variabile dipendente e quella/e indipendenti. 
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Infine, lo studio misurò l’impatto delle suddette variabili indipendenti su Qc e Ec tanto con 

riferimento all’intero campione, quanto a specifici segmenti di consumatori. L’unico risultato 

significativo in merito è stata la maggiore propensione all’accelerazione degli acquisti (solo in 

termini di quantità) da parte dei cosiddetti “heavy users” rispetto ai “light users”. Tale risultato 

risulta ragionevole a fronte delle caratteristiche, in termini di utilizzo del prodotto, proprie dei 

segmenti qui oggetto di interesse. 

 

Nello stesso anno, Moriarty (1985) si concentrò su due principali effetti promozionali: 

I. Sales displacement: al termine del periodo promozionale, le vendite del brand tendono a 

ridursi a causa dell’acquisto di elevate quantità da parte dei clienti nelle precedenti occasioni 

d’acquisto. 

II. Substitution effects: durante il periodo promozionale, così come successivamente allo 

stesso, le vendite di brand competitors si riducono. 

Tali effetti, spesso ignorati dai retailers, si manifestano quando oramai il periodo promozionale si è 

concluso. Il primo dei due mette in luce la tendenza da parte dei clienti a stoccare il prodotto quando 

quest’ultimo è in promozione. Ciò comporta un aumento delle vendite durante i periodi 

promozionali, che però garantiscono al retailer un margine ridotto. Allo stesso tempo, 

successivamente all’offerta, le vendite per lo stesso prodotto calano significativamente, sancendo, 

in tal senso, l’inefficacia della stessa. Al contrario, il secondo degli effetti sopra menzionati, fa 

emergere la necessità, per il retailer, di includere nella sua strategia le azioni/manovre dei 

competitors, poiché queste hanno un effetto sulle vendite complessive del suo store. In tal senso, 

emerge il gap esistente tra l’orientamento del produttore da un lato e l’orientamento del retailer 

dall’altro. Quest’ultimo, infatti, a fronte dell’effetto sopra citato, rivolge il suo interesse alle vendite, 

così come alla profittabilità, di tutti i prodotti presenti in assortimento, indipendentemente dal fatto 

che essi siano in promozione. 

Con l’intento di saggiare l’impatto di tali effetti sulle vendite correnti (successivamente al periodo 

promozionale), l’autore ricorse al modello di regressione lineare multipla. 
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I dati vennero raccolti in cinque stores differenti e vennero sviluppati tre distinti modelli di 

regressione multipla, uno per ciascun brand incluso nell’analisi. La variabile dipendente è 

rappresentata dalle vendite (quantità) del brand i-esimo al tempo t (Yi,t). Le variabili indipendenti 

incluse nel modello furono: prezzo del brand corrente (Pi,t) e al tempo t-1 (Pi,t-1), newspaper feature 

advertising (variabile promozionale) (Si,t) , variabile effetto iterazione ottenuta dal prodotto tra Pi,t e 

Si,t (Vi,t). Inoltre, le stesse variabili vennero introdotte per i competitors dello store di riferimento, al 

fine di valutare i substitution effects. Infine, dato che l’interesse era rivolto all’impatto che l’attività 

promozionale ha, non solo sulle vendite attuali, bensì anche su quelle future, l’autore inserì 

un’ulteriore variabile, al fine di tener conto dei cosiddetti carry-over effects. Tale variabile 

rappresenta le vendite del brand i-esimo al tempo t-1 (Yi,t-1). 

In termini generali, solo uno dei due effetti oggetto di interesse risulta statisticamente significativo 

(limitatamente alle vendite attuali). Ciò, a fronte delle considerazioni fatte in precedenza, costituisce 

un dato positivo per il retailer. Infatti, l’eventuale presenza congiunta degli effetti comporterebbe 

una riduzione significativa delle vendite di un dato brand al tempo t, a fronte dell’offerta 

promozionale organizzata per lo stesso al tempo t-1.  

Per quanto concerne gli intrabrand effects, in base al modello l’organizzazione di attività 

promozionali al tempo t comporterebbe un aumento statisticamente significativo delle vendite 

attuali, ma non una riduzione di quellefuture. Con riferimemento invece ai cosidetti interbrand 

subsitution effects, il modello stimato smentisce l’efficacia delle attività promozionali organizzate 

in uno store per un dato brand nell’influenzare le vendite attuali e future di altri brand in stores 

competitors. 

 

Lo studio che verrà di seguito brevemente riportato risponde ad uno dei trend emersi nel corso degli 

anni nell’ambito del retailing, ovvero l’esigenza di concentrare l’attenzione sugli effetti che le 

attività promozionali oraganizzate dal retailer hanno sui profitti complessivi dello store, piuttosto 

che sulle vendite (Walters, R., G., Rinne, H., J., 1986). Lo studio fu motivato da un obiettivo in 

particolare, quello di indagare la relazione esistente tra price promotions e double cupon promotions 

da un lato, e la profittabilità dello store dall’altro. In particolare, si definiscono loss leader 

promotions quelle offerte promozionali volte a pubblicizzare la vendita di un prodotto ad un prezzo 
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pari o inferiore al costo dello stesso per il retailer (ovvero il prezzo a cui lo ha pagato dal produttore). 

Questa tipologia di promozioni che, all’apparenza, stimola la vendita di prodotti a basso margine, 

risponde a due specifici obiettivi del retailer: aumentare il traffico all’interno dello store ed 

incrementare le vendite di prodotti ad alto margine (non in promozione). Il double couponing, 

invece, è una tipologia di promozione attraverso la quale il retailer raddoppia il valore dei coupon 

offerti dal produttore, i quali vengono riscattati all’interno dello store. Anche questa azione 

promozionale è volta ad attrarre nuova clientela, contribuendo in tal senso alla costruzione di traffico 

all’interno dello store. 

Vennero utilizzati i dati contenuti nei sistemi di scansione di tre stores. Gli autori svilupparono 

cinque distinti modelli di regressione lineare multipla. Di conseguenza, vennero individuate cinque 

variabili dipendenti: vendite, profitti, traffico all’interno dello store, vendite di prodotti in 

promozione e vendite di prodotti non in promozione. Le variabili indipendenti cui ciascun modello 

fu informato sono le seguenti: dieci diverse variabili per misurare l’effetto delle loss leader 

promotions, una variabile per misurare l’effetto imputabile al double couponing e, infine, una 

variabile denominata holiday, la quale venne inserita nel modello a fronte della convinzione da parte 

del management che durante determinati periodi dell’anno (quelli festivi) si assiste ad un incremento 

di vendite/profitti/traffico. 

Gli autori calcolarono, per ciascun modello, l’indice R2. Eccezion fatta per il modello stimato per lo 

store 1 con variabile dipendente PR (profitti), i valori assunti dall’indice dimostrano che i modelli 

di regressione nel complesso sono statisticamente significativi. Il valore massimo assunto 

dall’indice è pari a 0,44 (store 3 modello S (vendite), store 3 modello N (vendite prodotti non in 

promozione)). Tale dato indica che le variabili indipendenti, cui il modello di regressione stimato è 

stato informato, contribuiscono a spiegare il 44% della variabilità della variabile dipendente. 

Da un’analisi dei risultati proposti dai modelli di regressione, si evince che alcuni portafogli prodotti 

esercitano un maggiore impatto sulle variabili dipendenti considerate, in particolare su S e N, 

rispetto ad altri. Le double couponing promotions dimostrano di incidere significativamente sulle 

vendite di prodotti in promozione. I coefficienti (statisticamente significativi) stimati dai modelli 

sono più elevati rispetto a quelli stimati per le variabili loss-leader promotions; pertanto il double 

couponing è uno strumento più efficace per stimolare le vendite dei prodotti in promozione. Per 
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quanto concerne i profitti, che rappresentano la vera variabile di interesse per i retailers, solamente 

quattro portafogli prodotti hanno un impatto su di essi, considerando tutti e tre gli store oggetto di 

analisi. Analogamente, l’impatto delle double couponing promotions e della variabile holiday (H) 

sui profitti risulta statisticamente significativo solo per lo store 3 e per lo store 2, rispettivamente. 

Pertanto, complessivamente, è possibile affermare che le promozioni utilizzate negli stores hanno 

dimostrato una sostanziale inefficacia nello stimolare i profitti. Considerando l’effetto positivo che 

le due tipologie promozionali hanno sulle vendite, il mancato incremento dei profitti sta a significare 

che sono aumentate le sole vendite dei prodotti a basso margine. A conferma di ciò, come emerge 

dai risultati, né le loss-leader né le double couponing promotions contribuiscono ad aumentare le 

vendite dei prodotti non in promozione, i quali sono gli unici a garantire elevati margini al retailer. 

Infine, come si evince dai risultati dei modelli, le due tipologie promozionali utilizzate, diversamente 

da quanto atteso, non hanno contribuito alla generazione di traffico all’interno degli stores. Ciò 

nonostante, quest’ultimo beneficia di un significativo incremento durante i periodi di vacanza.  

 

Uno studio, condotto nel 1988, si concentrò sull’impatto che il prezzo di un prodotto ha su due 

distinti decisioni nelle mani del consumatore: scelta del brand e quantità da acquistare 

(Krishnamurthi, L., Raj, S., P., 1988). Gli autori affermarono che le due decisioni dovrebbero essere 

trattare congiuntamente, a meno che non si provi l’indipendenza statistica tra le stesse. Preme 

evidenziare che al fine di studiare la cosiddetta brand decision si ricorre ad un modello logit; al 

contrario per determinare l’impatto del prezzo sulle quantità di prodotto acquistate, si ricorre al 

modello di regressione qui oggetto di interesse. Pertanto, di seguito verrà fatto un breve accenno ai 

soli risultati relativi alla seconda decisione sopra menzionata.  

Gli autori svilupparono tre distinti modelli di regressione multipla (log functional form), uno per 

ciascuno dei tre brand inclusi nell’analisi. Le variabili indipendenti incluse in ciascun modello 

furono: variabili prezzo (una per ciascun brand), una variabile indicante la numerosità del nucleo 

familiare t-esimo acquistante il brand p-esimo durante l’occasione d’acquisto i-esima e, infine, una 

variabile dummy che separa le famiglie etichettate come “heavy users” dalle“light users”. Dai 

risultati del modello, emerge che, come atteso, l’aumento di un’unità del prezzo del brand p-esimo, 

ha un effetto negativo sulle quantità acquistate del brand stesso. Allo stesso tempo, considerando il 
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segno positivo dei relativi coefficienti, i brand inseriti nell’analisi sono tra loro sostituti. Infatti, 

l’aumento del prezzo di un brand, comporta un aumento delle quantità acquistate degli altri. Inoltre, 

al crescere del nucleo familiare di un’unità, come atteso, vi è un aumento delle quantità acquistate 

per tutti e tre i brand considerati. Infine, nel passaggio dalla categoria dei “light users” a quella degli 

“heavy users”, si assiste ad un aumento delle quantità acquistate dei tre brand da parte dei nuclei 

familiari. 

 

Lo studio che verrà ora brevemente esposto risale al 1988 ed è stato giudicato interessante, in quanto, 

a differenza di altri studi condotti in materia, non solo indaga la cosiddetta brand substitution, bensì 

anche la store substitution, risultato delle diverse attività promozionali organizzate in-store (Kumar, 

V., Leone, R., P., 1988). Al di là dei noti e ampiamente dimostrati effetti che le promozioni 

organizzate dal retailer hanno sulle vendite dei brand in promozione, così come su quelle dei loro 

sostituti, ciò che spesso non si considera sono gli effetti che le stesse promozioni hanno sulla 

tendenza da parte dei clienti a sostituire lo store dal quale si riforniscono abitualmente con quello 

dove si recano in virtù delle promozioni in essere in un dato periodo. In particolare, la cosiddetta 

store substitution è il risultato di: 

� Cross-shopping da parte dei consumatori a fronte della presenza in store di prodotti 

acquistati frequentemente ad elevato prezzo unitario. 

� Presenza di articoli in promozione in uno store a fronte dell’assenza di iniziative 

promozionali per gli stessi items in stores competitors. 

Gli autori, al fine di indagare la capacità delle iniziative promozionali organizzate in-store nel 

sottrarre vendite a store competitors, ricorsero al modello di regressione lineare multipla. Nello 

specifico, venne utilizzato un modello per ciascuna coppia di stores competitors di interesse. In tal 

senso, le variabili indipendenti incluse nei modelli furono legate ai risultati ottenuti dal modello di 

regressione sviluppato per saggiare la brand subsitution. Nello specifico, al fine di stabilire le coppie 

di stores competitors, gli autori ricorsero alla seguente assunzione: se i brand oggetto d’analisi non 

sono tra loro sostituti all’interno di uno store, allora con elevata probabilità gli stessi non lo sono 

nemmeno tra stores differenti. Pertanto, questa coppia di stores non verrebbe inclusa nel modello 
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volto a stimare l’effetto store substitution. Una volta lanciato il modello per saggiare la portata dei 

brand substitution effects, i risultati vennero utilizzati per stabilire le coppie di stores competitors da 

sottoporre a successiva analisi.  

Dall’analisi dei risultati del modello di regressione per la maggior parte delle coppie di stores 

competitors analizzate i coefficienti stimati per la variabile prezzo risultano statisticamente 

significativi e di segno positivo. Ciò indica che, all’aumentare di una unità del prezzo dei un dato 

brand nello store “secondario”, le vendite dello stesso brand all’interno dello store “primario” 

aumentano, a parità di altre condizioni. Pertanto, tali coppie di stores possono essere definite tra loro 

competitors. Ciò nonostante, al fine di valutare la portata delle store subsitution occorre valutare 

anche le altre due tipologie promozionali inserite nel modello. Allo stesso modo, risulta necessario 

considerare tutti i modelli di regressione multipla sviluppati per i tre brand oggetto di analisi. 

Complessivamente, per le variabili promozionali “featuring” e “display” la maggior parte dei 

coefficienti risulta non significativa dal punto di vista statistico. Inoltre, mettendo in comparazione 

il valore medio assunto dall’indice R2 per i modelli di regressione volti a studiare la brand sostitution 

con quello per i modelli volti ad indagare la store substitution, esso assume valore pari al 60% e 

42%, rispettivamente. Tale dato suggerisce che le attività promozionali organizzate dal retailer in-

store hanno un maggior impatto sulla tendenza da parte dei consumatori a cambiare brand, piuttosto 

che a cambiare lo store dal quale sono soliti approvigionarsi. 

 

Nello stesso anno venne condotto un altro studio che, similarmente ad altri, si concentrò sull’effetto 

di diverse iniziative promozionali sui profitti (Walters, R., G., MacKenzie, S., B., 1988). Gli autori, 

in particolare, misero in evidenza l’importanza di generare traffico all’interno dello store al fine di 

ottenere un aumento significativo dei profitti. Nello specifico, l’effetto che il traffico dello store ha 

sui profitti risulta indiretto. È, infatti, mediato dall’effetto diretto (positivo) che il traffico stesso ha 

sulle vendite di determinati articoli in promozione (double coupon sales) e sulle vendite di prodotti 

non in promozione. Questi ultimi, come già ricordato in precedenza, sono gli items che garantiscono 

elevati margini al retailer, capaci, pertanto, di incrementare i profitti complessivi dello store. 
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I due studi cui si farà riferimento di seguito furono condotti nel 1991 con l’obiettivo principale di 

indagare la presenza tanto di effetti di sostituzione quanto di effetti di complementarietà. 

Il primo dei due studi si propose, in particolare, di indagare: i cosiddetti brand subsitution effects, 

l’effetto delle promozioni sulle vendite di prodotti complementari (rispetto a quelli in promozione), 

e lo spostamento di vendite, sia per i brand complementari che per quelli sostituti, tra store 

competitors (Walters, R., G., 1991).  

Il crescente interesse da parte di diversi autori verso il pattern della brand substitution trova 

fondamento nel fatto che i brand all’interno di una stessa categoria di prodotto sono tra loro sempre 

più simili. Ciò ha portato, nel tempo, ad assumere che i brand all’interno di una data categoria 

debbano considerarsi tra loro sostituti. Se si accoglie, infatti, la definizione tale per cui due items 

sono tra loro sostituti se soddisfano uno stesso bisogno (Henderson and Quandt, 1958), allora risulta 

più agevole comprendere la precedente assunzione. Parimenti, due prodotti si definiscono 

complementari se vengono consumati congiuntamente per soddisfare un dato bisogno (Henderson 

and Quandt, 1958). Per quanto concerne l’interesse di tale studio nell’indagare gli effetti delle 

attività promozionali sui prodotti complementari, si ricordi che il retailer promuove la vendita di 

determinati items al fine di stimolare le vendite di prodotti complementari a margine pieno. 

Vennero esaminate quattro diverse categorie di prodotto: cake mix, cake frosting, spaghetti e 

spaghetti sauce. Tre furono i motivi principali che guidarono l’autore alla scelta delle categorie di 

prodotto sopra menzionate: 

� Frequenti iniziative promozionali per le categorie. 

� Elevate vendite per categoria di prodotto. 

� Natura complementare delle categorie di prodotto (cake mix-cake frosting e spaghetti-

spaghetti sauce). 

Al fine di indagare gli effetti di interesse, venne sviluppato un modello di regressione lineare 

multipla per ciascun brand all’interno di ciascuna categoria di prodotto considerata.  

Di seguito, verranno brevemente esposti, a fronte del diretto impatto sui profitti, i soli effetti che le 

attività promozionali organizzate dal retailer hanno sui prodotti complementari. 
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In primo luogo, occorre ricordare che gli effetti in questione, al pari di quelli di matrice sostitutiva, 

sono bidirezionali. A titolo esemplificativo, occorre considerare l’effetto che la promozione di un 

brand all’interno della categoria cake mix ha sulle vendite dei brand facenti parte della categoria 

complementare cake frosting, e viceversa. 

In particolare, dallo studio emerse che, se tali effetti risultano simmetrici per prodotti tra loro 

sostituti, ciò non vale per i prodotti complementari. Infine, gli autori dimostrarono che gli effetti 

complementari sono più marcati per gli stessi brand all’interno delle due categorie di prodotto 

complementari considerate. Ciò suggerisce che i clienti tendono ad acquistare prodotti 

complementari della stessa marca quando uno dei due è in promozione. 

In conclusione, lo studio mise in evidenza che le promozioni organizzate in-store godono della 

principale, nonché desiderata, proprietà di rafforzare gli effetti di sostituzione così come quelli 

complementari. 

 

Mulhern e Leone (1991) misero in evidenza l’enfasi posta sull’ottimizzazione dei profitti dello 

store, attraverso la presa di coscienza, da parte del retailer, delle interdipendenze esistenti all’interno 

dell’assortimento. Nello specifico, gli autori abbracciarono l’orientamento multi-prodotto del 

retailer attraverso l’analisi degli effetti di sostituzione e di complementarietà tra i prodotti. 

L’interesse per tali effetti deriva dall’impatto, come già ricordato in precedenza, sulla profittabilità 

complessiva dei prodotti. Nello specifico, come evidenziato dagli autori, tali dinamiche devono 

essere incluse nelle strategie di pricing, al fine di ottimizzarle. Queste ultime sono differenti a 

seconda che ci si condizioni ad una linea produttiva o, al contrario, a più linee. Per quanto concerne 

le strategie di pricing per linea di prodotto, il retailer deve riconoscere il fatto che i prodotti facenti 

parte della medesima linea/categoria sono tra loro sostituti. Quando, invece, si trova di fronte a più 

linee produttive, risulta necessario: 

� considerare le relazioni cross-category. 

� abbracciare il concetto di price bundling. 

Con riferimento all’ultimo punto, si ricordi che una strategia di price bundling consiste nel vendere 

due o più prodotti insieme, ad un singolo prezzo (joint price). Posto che, attraverso le diverse 
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promozioni organizzate dal retailer, l’intento è quello di stimolare le vendite di altri prodotti (a 

margine pieno, non in promozione), di fatto la strategia di pricing può essere concepita come una 

stategia di price bundling implicito. Di seguito viene riportata la definizione proposta dagli autori: 

“Implicit price bundling is the pricing strategy whereby the price of a product is based 

on the multitude of price effects that are present across products without providing 

consumers with an explicit joint price.” (Mulhern, F., J., Leone, R., P., 1991) 

Le categorie di prodotto, così come i brand sottoposti ad analisi, furono gli stessi utilizzati dallo 

studio precedentemente riportato. Ciò nonostante, venne introdotta una variabile dummy, al fine di 

misurare separatamente il prezzo pieno del prodotto (regular price) e il prezzo in promozione (deal 

price). Essa, di fatto, rappresenta le attività promozionali non fondate sulla leva prezzo, come ad 

esempio lo speciale display di un prodotto. Inoltre, a differenza dello studio precedente, venne 

utilizzato un modello di regressione log-lineare, avente la seguente forma: 

lnQt =f + IPt +Jt 

Ricordando l’obiettivo, alla base della ricerca, di testare in che misura le price promotions 

organizzate dal retailer possano considerarsi una strategia di price bundling implicito, vengono di 

seguito riportati i risultati più significativi, opportunamente divisi in base agli effetti indagati: 

� direct effects: il riferimento è agli effetti (segno atteso positivo) che la riduzione del prezzo 

di un prodotto ha sulle vendite (quantità) dello stesso. Gli autori misero in evidenza che 

esiste una variazione di quantità maggiore a fronte della riduzione di un’unità del deal price, 

rispetto a quella che si ha in caso di diminuzione di un’unità del regular price. Tale risultato, 

indica la necessità da parte dei retailers di ricorrere alla leva promozionale per stimolare 

aumenti significativi delle quantità vendute. 

� Substitution effects: questi rappresentano l’aumento delle vendite di cui beneficia un dato 

prodotto, a fronte dell’aumento di un’unità del prezzo di un altro prodotto; i quali, pertanto, 

sono tra loro sostituti. Dai risultati emerge che, al fine di stimolare efficacemente i cosiddetti 

comportamenti brand-switching, il retailer deve ricorrere alle promozioni. Ciò, 

empiricamente, trova riscontro in coefficienti maggiori, in valore assoluto, per le variabili 

deal price, rispetto a quelle rappresentati il regular price. 
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� Complementary effects: il riferimento è agli effetti (segno atteso positivo), derivanti dalla 

riduzione del prezzo di un prodotto, sulle vendite (quantità) di un altro prodotto; i quali, di 

conseguenza, si dicono complementari. Analogamente agli effetti sopra riportati, anche in 

questo caso i coefficienti stimati per le variabili deal price risultano maggiori in valore 

assoluto, decretando, in tal senso, l’efficacia delle price promotions nello stimolare effetti 

di complementarietà tra i prodotti/brand appartenenti a categorie di prodotto diverse. 

Inoltre, come emerse dal precedente studio, tali effetti risultano asimmetrici. Pertanto, il 

retailer, grazie a questo tipo di analisi, ha gli strumenti per selezionare le categorie di 

prodotto da promuovere, ottimizzando così i profitti complessivi dello store. 

In conclusione, risulta opportuno ricordare che, al fine di ottimizzare i profitti dello store occorre 

adottare un approccio multi-effects, considerando cioè le diverse relazioni esistenti tra i prodotti 

presenti nell’assortimento del retailer. 
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3.2- Logit/Probit model 

3.2.1- Notazione alla base dei modelli logit e probit 

Viene di seguito brevemente esposta la notazione alla base del modello logit, noto anche 

come modello di regressione logistica. Si ricordi che, il ricorso a tale modello risulta 

motivato dalla particolare natura della variabile dipendente Y. Quando, infatti, 

quest’ultima risulta dicotomica, ovvero assume solamente due valori (0, 1), l’utilizzo del 

modello di regressione lineare risulta inappropriato, in quanto porterebbe a stime 

incorrette del coefficiente I,	il quale spiega la relazione tra la Y e la/e variabile/i 

indipendenti X.  

Le distribuzioni condizionate di Y dato X sono così distribuite: 

Y|X~ Ber (p, p(1-p)) 

Si consideri ora la probabilità che la variabile dipendente assuma valore 1, 

condizionatamente al fatto che l’insieme di variabili indipendenti assumano valore x: 

p(x)= Pr{Y=1|x} 

La funzione che lega tale probabilità alla combinazione di variabili indipendenti, alle 

quali il modello è stato informato, è la seguente: 

Y= p(x) + h 

Gli errori del modello seguono una distribuzione logistica ed hanno media e varianza pari 

a: 

E(h)= 0 

Var(h)= p(x) [1-p(x)] 

 

Di seguito si propone la funzione che modella le distribuzioni condizionate di Y|X: 

p(x)= 
%ijkl

�m%ijkl 

In questo caso, per semplificazione, è stata considerata un’unica variabile indipendente 

X, dalla quale dipendono i valori assunti dalla Y. 
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Si consideri ora la funzione della p(x), detta logit: 

logit(p(x))= lnn !(0)
��!(0)o  

Con: 

n !(0)
��!(0)o= ODDS(x) 

Considerando inoltre che: 

ODDS(x)= 
pijkl

qjpijkl
q

qjpijkl
 = Orms0 

Si può facilmente dimostrare che: 

ln(ODDS(x))= f + Ix 

Pertanto, il modello logit stimato assume la seguente forma: 

ln	(wxxy(S))^ =	fY +	IQS 

 

Infine, si noti che, la p(x) è funzione non lineare della variabile indipendente X, mentre, 

al contrario, il logit, ovvero il logaritmo dell’ODDS(x), è funzione lineare delle stesse. 

 

Per quanto concerne il modello probit, basti ricordare che l’unica differenza rispetto al 

modello logit è riconducibile alla distribuzione degli errori, i quali, infatti, seguono una 

distribuzione normale standardizzata, anziché quella logistica. Pertanto si ha che: 

p(x)= Φ(X’I) 

con Φ= funzione di distribuzione cumulata della distribuzione normale standardizzata. 
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3.2.2- Quattro diverse tipologie di multi-category models. 

Nel corso degli ultimi anni, diversi autori hanno indirizzato i propri studi di ricerca verso 

lo sviluppo dei cosiddetti multi-category models. Questi ultimi, a differenza dei single-

category models, indagano le diverse tipologie di decisioni che il decision maker prende 

all’interno di un dato store, tenendo in considerazione più categorie di prodotto, anziché 

una soltanto. Nello specifico, nel passaggio dall’una all’altra categoria di modelli, il 

principale beneficio consiste nella completa comprensione del comportamento del 

decision maker all’interno dello store. 

Quattro sono le tipologie di multi-category models ad essere state sviluppate. In 

particolare, è possibile individuare quest’ultime, considerando le seguenti principali 

outcome variables, che, ciascun tipo di modello, si occupa di indagare: 

I. “Store choice”: indica quale store è stato scelto dal decision maker per effettuare 

i suoi acquisti. 

II.   “Incidence”: indica se una data categoria di prodotto è stata acquistata o meno. 

III.  “Brand choice”: indica quale brand, all’interno di una data categoria di prodotto, 

è stato acquistato dal decision maker. 

IV.  “Quantity” : indica le quantità di prodotto acquistate dal decision maker. 

Si noti che, solitamente, al fine di indagare l’ultima tipologia di decisioni, si ricorre al 

modello di regressione lineare multipla. Pertanto, in questa sede, verranno discussi 

solamente i modelli relativi alle prime tre outcome variables essendo i modelli logit e 

probit l’oggetto qui d’interesse. 
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3.2.3- Store choice outcome models. 

Per quanto concerne questa categoria di modelli, vengono di seguito brevemente 

presentati due studi che si sono occupati di indagare la cosiddetta store choice decision, 

considerando, però, fattori differenti influenzanti tale decisione. Si noti che, nonostante il 

legame indiretto con la MBA, questa categoria di modelli consente di cogliere degli aspetti 

interessanti del comportamento del consumatore in termini generali. Di qui il motivo della 

presentazione degli studi che seguono. 

 

Bell, Ho e Tang (1998) ricorsero all’utilizzo di un modello logit multinomiale (per 

maggiori dettagli vedi Appendice A) al fine di determinare in quale store acquistano i 

diversi shoppers. La principale ipotesi alla base del loro studio fu la seguente: con elevata 

probabilità, ciascun shopper farà i propri acquisti nello store che presenta il livello più 

basso di shopping costs. Questi ultimi, come evidenziato dagli autori, si dividono in fissi 

e variabili. I primi, non dipendono dagli items acquistati dal cliente durante un dato 

shopping trip. Nello specifico, questi ultimi, risultano direttamente dipendenti dalla 

distanza che il cliente deve percorrere per raggiungere lo store e dalla personale 

preferenza nei confronti dello stesso. Al contrario, i costi variabili risultano legati alla 

shopping list del cliente, che cambia da uno shopping trip ad un altro.  

Il modello utilizzato dagli autori si propone, in particolare, di stimare l’importanza 

relativa di costi fissi e variabili nella scelta dello store da parte di un dato shopper. Posto 

che l’interesse è sull’impatto complessivo che questi ultimi hanno sulla cosiddetta store 

choice decision, gli autori considerarono tre principali fattori, cui risulta legata la 

valutazione del costo totale di un dato shopping trip da parte dell’unità statistica 

d’interesse (unità familiare): 

I. Shopping list. 

II.  Conoscenza dei prezzi praticati dallo store. Infatti, si assume che ciascuna unità 

familiare sia consapevole dei prezzi medi praticati da ciascuno store. 
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III.  Comportamento abitudinario del nucleo familiare, testimoniato dal numero di 

visite all’interno di uno stesso store. In particolare, gli autori evidenziarono 

l’esistenza di due diverse tipologie di store-loyalty: 

- Category-indipendent, la quale determina una riduzione dei costi fissi 

percepiti dall’unità statistica. 

- Category-specific, la quale comporta una riduzione dei costi variabili in 

quanto direttamente legata alla shopping list del cliente. 

I dati a cui venne informato il modello erano relativi alle vendite registrate in cinque 

stores: due “every day low prices stores”(EDLP), un “promotional pricing store” e due 

“high-tier promotional pricing stores”. Inoltre, tra le ventiquattro categorie di prodotto 

inizialmente prese in considerazione, ne vennero selezionate dodici, ovvero quelle che 

venivano acquistate più frequentemente. Infine, gli autori analizzarono anche i dati 

relativi alle caratteristiche del nucleo familiare e alla location dello store, al fine di 

determinarne l’impatto sui costi fissi e, di conseguenza, sulla scelta dello store da parte 

delle unità statistiche. 

La variabile dipendente del modello utilizzato rappresenta la probabilità di successo, la 

quale consiste nella scelta dello store da parte dell’unità familiare. Si ricordi che, si tratta 

di una probabilità condizionata all’utilità che il decision maker ricava dall’effettuare i 

propri acquisti presso un dato store, la quale, a sua volta, dipende dai costi totali sostenuti. 

Gli autori dimostrarono l’importanza tanto dei costi variabili, quanto dei costi fissi, nello 

spiegare la variabilità della variabile rappresentante la scelta dello store da parte dell’unità 

statistica. Ciò nonostante, ai costi fissi venne riconosciuto il maggiore impatto. Infine, lo 

studio dimostrò che, quando il nucleo familiare acquista elevati quantitativi di items, vi è 

una preferenza per gli stores con costi fissi più alti e costi variabili più bassi, in quanto i 

costi fissi verrebbero di fatto ammortizzati, grazie alla loro ripartizione tra gli items 

acquistati durante lo shopping trip. Gli stores che presentano tale struttura di costo sono 

i cosiddetti EDLP, i quali di conseguenza verrebbero frequentati, coerentemente, dai 

cosiddetti “heavy buyers”. 
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Un altro studio, risalente allo stesso anno, giunse alle medesime conclusioni, in seguito 

all’analisi della relazione esistente tra un dato store format e il comportamento 

decisionale del consumatore finale (Bell, D., R., Lattin, J., M., 1998). In altre parole, gli 

autori analizzarono l’esistenza di una relazione tra diverse tipologie di shoppers, con 

differenti comportamenti d’acquisto, e le attese da parte degli stessi nei confronti dei 

prezzi applicati da diversi stores, caratterizzati a loro volta da format differenti. Al fine 

di descrivere la cosiddetta “expected basket price attractiveness”, che sintetizza le 

aspettative in termini di prezzo da parte dei clienti, vennero utilizzate tre principali 

variabili:  

� “expected basket size per trip”: utilizzata, inoltre, per segmentare gli shoppers. 

� “shopping frequency”. 

� Consumo totale aggregato. 

Come, già accennato, gli autori ricorsero alla segmentazione della clientela, con il fine 

principale di individuare delle differenze, in termini di “expected basket price 

attractiveness”, tra clienti con comportamenti d’acquisto differenti. In tal senso, vennero 

individuate due principali tipologie di shoppers: 

� Large basket shoppers, aventi una preferenza per i cosiddetti EDLP stores, a 

fronte di un expected basket price più basso. 

� Small basket shoppers, ovvero clienti abituali dei cosiddetti HILO stores, 

nonostante i prezzi medi siano superiori rispetto a quelli applicati nei EDLP. 

Di fatto, a fronte delle considerazioni sopra riportate, al contrario dello studio 

precedentemente esposto, dove gli autori si concentrarono sul costo totale sostenuto 

dall’unità statistica al fine di predire lo store scelto dalla stessa, qui l’oggetto d’interesse 

diventa lo store format, il quale attrarrebbe una specifica tipologia di consumatori. 

Pertanto, è in tale relazione che va ricercata la principale determinante della cosiddetta 

store choice decision. Si noti inoltre che, il comportamento decisionale del consumatore, 

qui oggetto d’interesse, risulta determinato, in primo luogo, dall’average size del basket, 

e, in secondo luogo, dalla frequenza con la quale l’unità statistica visita un dato store.  
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Infine, gli autori, ricorrendo ad un modello logit multinomiale, dimostrarono che la 

cosiddetta expected basket price attractiveness influenza la scelta dello store da parte del 

decision maker, il quale a sua volta dimostra una preferenza per un dato store format in 

base alle sue abitudini d’acquisto. 

 

3.2.4- Incidence choice outcome models. 

Gli studi volti ad indagare la scelta da parte del decision maker di acquistare una data 

categoria di prodotto, presentano tre principali punti in comune: 

I. Utilizzo del cosiddetto multivariate probit model. Quest’ultimo, a differenza del 

multinomial probit model, consente la scelta da parte dell’unità statistica di più 

categorie di prodotto simultaneamente. Ciò, risulta coerente con quanto avviene 

nella realtà, condizionandosi ad un dato shopping trip. Al contrario, la versione 

multinomiale del modello, permette di scegliere solamente una categoria di 

prodotti da un dato insieme di alternative, tra loro mutualmente esclusive. 

II.  Enfasi sull’importanza di considerare le diverse tipologie di relazioni cross-

category, al fine di pervenire ad una corretta stima delle purchase incidence 

choices. 

III.  Infine, si rileva l’essenzialità della cosiddetta heterogeneity, sia osservata che non. 

La mancata considerazione di questa componente, infatti, porterebbe a dei risultati 

scorretti, con la conseguenza di consegnare nelle mani dei retailers strumenti di 

azione inefficaci.  

Il primo studio oggetto di interesse risale al 1999 (Manchanda, P., Ansari, A., Gupta, S., 

1999). Gli autori individuarono, innanzitutto, tre principali fattori alla base della scelta da 

parte di un dato shopper di acquistare più categorie di prodotto contemporaneamente: 

� Esistenza di relazioni di complementarietà tra le categorie di prodotto. 

� Heterogeneity. Quest’ultima è scomponibile in: 

- Observed: data dalle caratteristiche socio-demografiche dell’unità statistica. 
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- Unobserved: data dalle preferenze, non osservabili, del nucleo familiare nei 

confronti delle categorie di prodotto in vendita. 

� Co-incidence. Definita come l’insieme di ragioni, diverse dalla complementarity 

e dalla heterogeneity, che determinano l’acquisto congiunto di più categorie. 

Nello specifico, gli autori considerarono quattro categorie di prodotto: cake mix, cake 

frosting, fabric detergent e fabric softener. In particolare, scoprirono che, i cosiddetti 

“cross-effects”, ovvero gli effetti che le politiche di pricing e le attività promozionali, per 

una data categoria, hanno sulla probabilità di scelta di una categoria complementare, 

risultano inferiori rispetto ai cosiddetti “own effects”. Questi ultimi, rappresentano gli 

effetti che le politiche di pricing e le attività promozionali, per una data categoria, hanno 

sulle vendite della categoria stessa. Inoltre, a fronte della considerazione del terzo fattore 

che determina acquisti multi-category, furono capaci di individuare una struttura di 

relazioni tra le categorie maggiormente completa, altrimenti trascurata. 

Infine, evinsero che tanto la componente observed, quanto quella unobserved della 

cosiddetta heterogeneity, contribuiscono in misura significativa nella spiegazione della 

scelta dello categoria. 

 

Lo studio condotto nel 2002 da Chib, Seetharaman e Strijnev mise in evidenza due 

principali ragioni alla base dell’analisi della tipologia di decisioni qui oggetto di interesse: 

I. Quantificazione dell’impatto indiretto che la scelta di una data categoria di 

prodotto ha sulla scelta di un dato brand all’interno della medesima. In tal senso, 

risulta possibile fornire una spiegazione maggiormente completa della brand 

choice decision, andando oltre l’impatto diretto delle variabili di marketing mix 

utilizzate dal retailer. 

II.  Volontà di isolare le correlazioni esistenti tra coppie di categorie di prodotti, con 

il fine ultimo di individuare le relazioni che le legano. 

Preme ricordare che, coerentemente con l’interesse degli autori nel dimostrare 

l’importanza dell’inclusione delle relazioni cross-category nel modello, venne messo in 
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evidenza che l’ipotesi della cosiddetta “weak separability”, abbracciata da diversi studi 

in precedenza, risulta inappropriata. Infatti, scegliendo di trattare separatamente ciascuna 

categoria di prodotto, assumendone l’indipendenza in quanto soddisfacente un diverso 

bisogno rispetto ad altre, i risultati risulterebbero scorretti. Oltre al fatto che, verrebbero 

completamente trascurati gli effetti riconducibili alle relazioni cross-category sulla scelta 

di una data categoria. 

 

Infine, l’ultimo studio oggetto di interesse risale al 2007. Duvvuri, Ansari e Gupta (2007) 

si occuparono, nello specifico, di delineare il pattern di correlazioni esistente tra le diverse 

sensibilità al prezzo dei decision makers, rispetto alla scelta riguardante l’acquisto o meno 

della categoria di prodotto. Tale obiettivo, nasce dalla volontà di indagare l’esistenza o 

meno di shoppers con sensibilità simili, di modo che il retailer possa attivare azioni di 

marketing mirate. A tal fine, gli autori indirizzarono il loro interesse verso l’analisi di tre 

coppie di categorie di prodotto, considerate tra loro complementari. 

Prima di presentare brevemente il pattern di correlazioni scoperto dagli autori, risulta 

utile, ai fini della successiva interpretazione, un richiamo alla teoria del comportamento 

del consumatore, in base alla quale, i decision makers: 

- tendono a categorizzare i prodotti che si accingono ad acquistare. 

- Allocano un dato budget per ciascun gruppo individuato. Di conseguenza, a 

fronte di un consumo eccessivo o overspending in una categoria appartenente 

ad un dato gruppo, lo shopper tende a consumare quantità inferiori di un’altra 

categoria, rientrante nel medesimo gruppo. 

A fronte delle considerazioni sopra esposte, si consideri, ora, il seguente pattern di 

correlazioni individuato dagli autori tra le sensibilità rispetto al prezzo con riferimento a 

categorie di prodotto complementari. 
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Figura 3.2: Correlazioni tra sensibilità al prezzo per categorie complementari. 

 

 

 

 

 

 

 
Fonte: Duvvuri, S., D., Ansari, A., Gupta, S., 2007. Consumers’ price sensitivities across complementary 
categories. Management Science, 53(12), 1933-1945. 
 
 
Innanzitutto, considerando la tendenza da parte del decision maker ad acquistare minori 

quantità di un data categoria a fronte di overspending in un’altra, si spiega il segno 

negativo della correlazione tra le cosiddette own-price sensisitivities tra due categorie 

complementari. Infatti, ad una bassa sensibilità al prezzo per la categoria 1, quella per la 

quale sono state acquistate maggiori quantità, seguirà un’elevata sensibilità al prezzo per 

la categoria 2, con relativo acquisto di minori quantità. In secondo luogo, come si evince 

dalla figura, è stata rilevata una correlazione negativa tra own-price sensitivity per la 

categoria 1 e cross-price sensitivity per la categoria 2. In altre parole, a fronte di una 

minore sensibilità al prezzo per la categoria 1, fanno seguito variazioni di quantità meno 

significative per la categoria 2. Si ricordi, che il riferimento è alle quantità della categoria 

2 che vengono acquistate o meno a fronte di variazioni di prezzo della categoria 1, per 

questo si parla di cross-price sensitivity. 

Infine, risulta interessante indagare la ratio alla base della correlazione positiva osservata 

tra own-price e cross-price sensistivities per ciascuna categoria di prodotto. In particolare, 

Own-price sensitivity for 
category 1 

Own-price sensitivity for 
category 2 

Cross-price sensitivity for 
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category 2 

+ + - 

- 

- 
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il segno positivo della correlazione sta ad indicare che entrambe le sensibilità rispetto al 

prezzo sono alte o, al contrario, basse. Nel primo caso, la categoria, rispetto alla quale si 

considerano le sensibilità al prezzo, viene definita “categoria focale”, ovvero quella che 

detiene il maggior impatto su tutte le altre categorie appartenenti al gruppo. In altre parole, 

tanto una riduzione del prezzo della categoria focale, quanto una riduzione del prezzo 

dell’altra categoria, comportano aumenti significativi delle quantità acquistate della 

prima. Nel secondo caso, al contrario, il riferimento è ad una categoria di prodotto che si 

definisce “non focale”. Ciò nonostante, la correlazione tra le sensibilità al prezzo riferibili 

ad essa risulta comunque positiva, in quanto riduzioni di prezzo dell’una e dell’altra 

categoria non sono seguite da aumenti significativi delle quantità, il che corrisponde ad 

alte own-price e cross-price sensitivities per la categoria cosiddetta “non focale”. 

 

 

3.2.5- Brand choice outcome models 

All’interno di questa tipologia di modelli, volti a studiare la scelta finale del processo 

decisionale con cui si interfaccia il decision maker, ovvero quella del brand, risulta utile 

fare riferimento a due distinti gruppi di studi. Il primo vede come principale topic la teoria 

alla base dell’”umbrella branding”; mentre il secondo comprende diversi studi, ciascuno 

dei quali si caratterizza per l’aver messo in evidenza i seguenti aspetti legati alla brand 

choice: 

� Determinate variabili riferibili al singolo nucleo familiare risultano, rispetto a 

quelle category-specific, maggiormente capaci nello spiegare la scelta di un dato 

brand da parte dello shopper. 

� Le variabili prettamente demografiche si dimostrano inefficaci nel predire la 

scelta del brand da parte del decision maker. Si noti che, data la difficoltà del 

retailer nel reperire queste informazioni sulle unità statistiche, in quanto 

solitamente contenute in database esterni a quello aziendale, tale risultato risulta 



84 

 

positivo. Infatti, il retailer può proficuamente utilizzare altre informazioni, di cui 

già dispone, al fine di condurre le analisi qui oggetto di interesse. 

Per quanto concerne il primo gruppo, di seguito si farà riferimento a due distinti studi. 

Alla base di questi studi vi è a cosiddetta teoria dell’“ umbrella branding”. Con tale 

termine, si fa riferimento al fatto che il produttore, piuttosto che il retailer nel caso di 

private labels, utilizza lo stesso brand name per lanciare nuovi prodotti, appartenenti a 

categorie di prodotto nuove o comunque diverse da quella originaria del brand. Ciò trova 

spiegazione nella volontà da parte di questi soggetti di ridurre il rischio associato dal 

decision maker all’acquisto di un nuovo prodotto. Tale rischio risulta legato ad una 

componente d’incertezza derivante dalla mancata conoscenza degli attributi del nuovo 

prodotto, la quale, talvolta, non sarà completa nemmeno in seguito all’esperienza 

d’acquisto. Pertanto, a fronte di tali considerazioni, Erdem (1998) indirizzò il proprio 

interesse all’analisi della cosiddetta brand choice, assumendo che quest’ultima 

dipendesse dalla percezione qualitativa di un dato brand in diverse categorie di prodotto. 

L’autore, in particolare, ricorse ad un modello logit multinomiale, nel quale la variabile 

dipendente oggetto d’interesse dipende dall’utilità associata dal decision maker al brand. 

Quest’ultima, a sua volta, risulta dipendente dalla qualità percepita associata dallo 

shopper al brand e dal prezzo del brand nella categoria di interesse. Si noti che, l’autore 

ha utilizzato la sola variabile prezzo come variabili esplicativa, seguendo il filone di 

pensiero in base al quale la variabile che influisce maggiormente nella scelta del brand è 

quella rappresentante il prezzo dello stesso. Dai risultati dello studio emerge che, come 

sostenuto dalla sopra menzionata teoria, i consumatori tendono ad attribuire alle 

cosiddette “estensioni5” una qualità elevata, a fronte dell’elevato livello qualitativo del 

brand originario. Di conseguenza, si spiega l’esistenza di una correlazione, supportata 

empiricamente, tra le percezioni qualitative afferenti ai prodotti appartenenti a categorie 

diverse. In tal modo, l’autore dimostrò che, a fronte dell’aspettativa sulle estensioni, in 

                                                 
5 Con il termine estensione si intende riferirsi ai prodotti ai quali è stato applicato lo stesso brand name 
del brand originariamente lanciato sul mercato. 
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termini di qualità del prodotto, da parte del decision maker, l’utilità da quest’ultimo 

associata aumenta e, con essa, anche la probabilità d’acquisto dell’estensione. Infine, 

come si evince dai risultati dello studio, è opportuno specificare che la strategia di 

umbrella branding non costituisce una garanzia di successo per il nuovo brand lanciato 

sul mercato, infatti, se in seguito alla prova del prodotto non vengono rispettare le attese, 

con ogni probabilità il decision maker non ripeterà l’acquisto. 

Il secondo studio riconducibile a questo gruppo di studi è di fatto una continuazione, o 

meglio un completamento, del primo (Erdem, T., Winer, R., S., 1999). In particolare, gli 

autori proposero le cosiddette “mappe competitive”, dove il posizionamento di un brand 

(l’estensione) risulta dipendente dalla performance del brand originariamente lanciato sul 

mercato. La ratio alla base della presentazione di questo tradizionale strumento 

manageriale è da ricondurre alla volontà di informare il retailer circa le relazioni 

competitive esistenti tra i brand presenti nel suo assortimento. Infatti, la conoscenza di 

queste ultime consente di ottimizzare le iniziative di stampo manageriale, così come di 

marketing, legate ai brand.  

 

La maggior parte degli studi appartenenti al secondo gruppo mise in evidenza 

l’importanza delle cosiddette variabili household-specific nel predire la scelta del brand 

da parte del decision maker, in contrapposizione a quelle category-specific. Ainslie e 

Rossi (1998), ricorrendo ad un modello probit multinomiale, dimostrarono che la 

sensibilità verso le variabili di marketing mix non dipende dalla categoria cui ci si 

condiziona, quanto dal nucleo familiare. In tal senso, la sopra menzionata sensibilità 

sarebbe da considerare alla stregua di un tratto specifico di ciascuna unità familiare, come 

se si trattasse di una caratteristica demografica della stessa. Si noti che con il termine 

sensibilità, si fa qui riferimento all’impatto che le variabili del marketing mix hanno sulla 

scelta da parte del nucleo familiare di un dato brand. Inoltre, considerando la correlazione 

positiva, osservata per coppie di categorie di prodotto, tra le sensibilità ad esse associate, 

è possibile spiegare l’esistenza di similitudini nel comportamento d’acquisto del 

consumatore tra categorie di prodotto differenti. In conclusione, considerata la 
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dipendenza della scelta del brand dalla sensibilità del nucleo familiare verso le variabili 

del marketing mix, risulta utile riferirsi a quest’ultima al fine di predire il brand che verrà 

acquistato, con elevata probabilità, dall’unità statistica.  

Kim, Srinivasan e Wilcox (1999) focalizzarono la loro attenzione, alla stregua di Ainslie 

e Rossi, sulla principale variabile, il prezzo, che è stata da sempre giudicata la principale 

determinate della scelta del brand. Inoltre, l’assunzione alla base del loro studio consiste 

nella correlazione dell’elasticità di prezzo, riferita ad un determinato nucleo familiare, tra 

le diverse categorie di prodotto. In tal senso, l’obiettivo principale della loro analisi 

consisteva nell’individuazione delle fonti alla base della sensibilità del nucleo familiare 

rispetto al prezzo. Occorre specificare che, gli autori ricorsero ad un modello logit 

multinomiale, dove la variabile dipendente rappresentava la scelta del brand, condizionata 

alle scelte che hanno luogo precedentemente nel corso dell’intero processo decisionale. 

Nell’ordine, infatti, l’unità statistica sceglie: store, categoria e, soltanto infine, il brand. 

Allo stesso modo, anche l’elasticità di prezzo a cui è stato informato il modello è da 

considerarsi condizionata alle scelte fatte in precedenza, altrimenti le stime cui si perviene 

sono da considerarsi incorrette dal punto di vista statistico, oltre che fuorvianti rispetto 

alla realtà. 

Al fine di stimare l’elasticità rispetto al prezzo di un dato nucleo familiare, gli autori 

utilizzarono due categorie di variabili: quelle demografiche e le cosiddette variabili 

“shopping pattern”. Queste risultano tra loro legate da una relazione di dipendenza. Nello 

specifico, le seconde dipendono dalle prime. Occorre inoltre ricordare che, gli autori 

ricorsero all’analisi delle componenti principali, ottenendo in tal modo tre meta-variabili, 

due di tipo demografico e una legata allo shopping pattern. Inoltre, al fine di testare 

l’influenza dell’uno e dell’altro tipo sulla sensibilità rispetto al prezzo del nucleo 

familiare, vennero stimati due distinti modelli: 

� “ Indipendent model”: il quale venne informato ad entrambi i tipi di variabili, senza 

però considerare il legame tra loro esistente. 
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� “Hierarchical model”: il quale, al contrario, considera tanto la relazione di 

dipendenza esistente tra variabili demografiche e “shopping pattern”, quanto 

quella tra queste ultime e la sensibilità rispetto al prezzo. 

Dal confronto dei parametri stimati dal modello, emerge che, le variabili demografiche 

influenzano la sensibilità rispetto al prezzo del nucleo familiare solo indirettamente, 

ovvero attraverso le cosiddette variabili shopping pattern.  

La scarsa efficacia delle variabili demografiche nello spiegare le preferenze di un dato 

nucleo familiare verso i brand presenti in assortimento, venne ribadita anche da uno studio 

condotto nel 2005 (Singh, V., P., Hansen, K., T., Gupta, S., 2005). Gli autori, in 

particolare, al fine di sostenere l’esistenza di similitudini nel cosiddetto brand choice 

behaviour di un dato nucleo familiare, tra categorie di prodotto differenti, considerarono 

sia le preferenze dell’unità statistica verso gli attributi del prodotto, che la sensibilità della 

stessa nei confronti delle iniziative di marketing. Gli autori evidenziarono il fatto che, 

posta la naturale comunanza, osservata tra categorie, nell’utilizzo delle leve del marketing 

mix, è possibile osservare che la preferenza per un dato brand da parte del nucleo 

familiare è legata alla preferenza per gli attributi dello stesso. Inoltre, la forte correlazione 

osservata empiricamente tra le preferenze per determinati attributi di prodotto è, di fatto, 

di estrema utilità per il retailer. Infatti, tali informazioni possono essere efficacemente 

utilizzate nell’ambito di iniziative cross-category targeting. In altre parole, data la 

preferenza del nucleo familiare per determinati attributi, indipendentemente dalla 

categoria di prodotto considerata, risulta possibile utilizzare proficuamente tali 

informazioni al fine di predire le preferenze dello shopper per una nuova categoria di 

prodotto, per la quale non sono disponibili informazioni sugli acquisti dell’unità statistica 

oggetto d’interesse, in quanto non ancora lanciata sul mercato. 

Infine, un ultimo studio, ritenuto interessante, introdusse il concetto di state dependence, 

direttamente collegato, quest’ultimo, alla scelta del brand da parte del decision maker 

(Seetharaman, P., B., Ainslie, A., Chintagunta, P., K., 1999). In particolare, gli autori 

ricorsero all’utilizzo di un modello probit multinomiale, che consentì loro di individuare 
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l’esistenza di similitudini tra i cosiddetti effetti state-dependence riconducibili ad un dato 

nucleo familiare, tra categorie di prodotto differenti. Pertanto, ancora una volta, si 

ribadisce l’utilità di determinate informazioni household-specific, nel determinare la 

probabilità di scelta di un dato brand da parte dell’unità statistica.  

Con riferimento al concetto di state dependance, si è soliti distinguere tra: 

� Positive state dependence (o inertia): corrisponde all’acquisto ripetuto, nel corso 

del tempo, dello stesso brand da parte del nucleo familiare. Ciò si giustifica nel 

risparmio di costi di cui l’unità familiare beneficia, a fronte della non necessità di 

investire del tempo per pensare quale brand acquistare. Solitamente tale 

comportamento d’acquisto si osserva per i cosiddetti low-priced items, il cui 

ridotto prezzo non giustifica l’investimento di risorse temporali da parte dell’unità 

statistica. 

� Negative state dependence: denota il raggiungimento del livello di saturazione da 

parte dello shopper con riferimento all’acquisto di un dato brand. Pertanto, si 

osserva un cambio di brand. In altre parole, la probabilità che il brand attuale 

venga scelto in futuro è minore rispetto a quella di altri brand. 

Gli autori, grazie al modello utilizzato, dimostrarono che: 

- Esiste una forte correlazione tra i parametri state dependence delle diverse 

categorie di prodotto oggetto di analisi. Pertanto, a titolo esemplificativo, un 

nucleo familiare che tende ad acquistare lo stesso brand in una data categoria 

di prodotto, tenderà ad assumere il medesimo comportamento anche per le 

altre categorie. 

- Vi è una correlazione negativa tra la sensibilità rispetto alle variabili del 

marketing mix e la state dependence. Ovvero, ad una minore sensibilità, 

corrispondono acquisti, ripetuti nel tempo, dello stesso brand. 

- Le variabili demografiche presentano una correlazione statisticamente non 

significativa con la state dependence. In tal senso, si ribadisce la tendenziale 

inutilità di queste informazioni nello spiegare la brand choice. 
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Si ricordi, infine, a completamento del paragrafo, che alcuni studi (vedi ad esempio, Niraj, 

R., Padmanabhan, V., Seetharaman, P., B., 2008) si sono occupati di indagare più 

decisioni simultaneamente, considerando, alla stregua degli studi sopra esposti, più 

categorie di prodotto. 

 

 

3.3- Intercategory choice dynamics. 

3.3.1- Introduzione alle intercategory choice dynamics. 

Questo metodo per la conduzione della MBA vede l’applicazione di due distinte classi di modelli 

statistici: l’hazard choice model e il sequential choice model. Nello specifico, a seconda del modello 

al quale ci si condiziona, diverse tipologie di dinamiche inter-transazionali possono essere 

efficacemente osservate. 

L’hazard choice model viene utilizzato al fine di modellare il cosiddetto “purchase timing 

behaviour”.  Con quest’ultimo, si fa riferimento al fatto che, l’acquisto fatto da un individuo in una 

determinata categoria di prodotto ad un dato tempo t, influenza gli acquisti fatti dallo stesso in altre 

categorie. In altre parole, il focus è sul tempo al quale avvengono gli acquisti. Infatti, tale modello, 

a differenza di quello di regressione che solitamente misura l’effetto delle variabili indipendenti sulle 

vendite/profitti, è volto ad indagare gli effetti delle variabili del marketing mix e di quelle 

demografiche, sul tasso al quale gli acquisti hanno luogo. Pertanto, posto che la funzione hazard 

rappresenta, in termini generali, il tasso al quale un dato evento si verifica, il modello si presta alla 

modellizzazione delle cosiddette purchase timing decisions.  

La seconda tipologia di modello statistico per rilevare le intercategory choice dynamics, qui oggetto 

di interesse, è il cosiddetto sequential choice model. Quest’ultimo, venne proposto da diversi autori 

al fine di indagare l’esistenza di relazioni tra categorie di prodotto differenti, a fronte della scelta, da 

parte del decision maker, di un dato assortimento di items. Tale modello statistico, proposto per la 

prima volta da McAlister nel 1982, si caratterizza per un assunto fondamentale di base, ovvero la 

dipendenza tra gli items acquistati da un dato customer al tempo t. Al contrario, i modelli 
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precedentemente elaborati, consideravano l’assenza di legami tra i prodotti presenti in assortimento, 

nel prevedere la scelta da parte del cliente. In altre parole, assumevano una totale indipendenza tra i 

diversi items acquistati al tempo t. 

Un concetto fondamentale, fondato su quello di dipendenza sopra menzionato, riportato in diversi 

studi, è quello di variety seeking, il quale descrive uno specifico comportamento del consumatore. 

Infatti, numerosi studi riconducibili al campo della psicologia, supportano la tesi che il consumatore, 

quando compone il suo personale assortimento di prodotti, ricerca items che soddisfino i suoi diversi 

bisogni. Di qui, il nuovo concetto di composite need, ovvero un bisogno che può essere soddisfatto 

solo ricorrendo all’acquisto di prodotti appartenenti a diverse categorie di prodotto. Da questo punto 

di vista, attraverso il loro contributo alla soddisfazione del cliente, tali prodotti diventano tra loro 

complementari. Tale precisazione risulta rilevante, a fronte del fatto che, studi condotti in 

precedenza, consideravano le relazioni di sostituibilità tra i prodotti la principale causa del cosiddetto 

brand switching behaviour. Al contrario, seguendo il filo logico alla base di tale metodo per la 

conduzione della MBA, risulta evidente che ciò che porta il customer a cambiare brand è la mera 

volontà di sperimentare, ovvero di provare qualcosa di nuovo. 

Un altro concetto alla base dei sequential choice models è il balance tra acquisti passati e presenti, 

nonchè tra i prodotti appartenenti allo stesso carrello. La prima tipologia di balance richiama con 

forza il concetto di dipendenza, in questo caso tra acquisti fatti in diverse occasioni d’acquisto. In 

altre parole, ciò che il consumatore acquista al tempo t, dipende da quanto e cosa ha acquistato al 

tempo t-1.  Il secondo tipo di balance, similarmente, si riferisce ad una forma di dipendenza, ma tra 

i prodotti acquistati durante la stessa occasione d’acquisto. Ciò, sta ad indicare che il customer, 

quando compone il suo carrello della spesa, ricerca una coerenza interna allo stesso. Quest’ultima 

viene ottenuta scegliendo prodotti capaci, con i loro features, di soddisfare i bisogni del consumatore 

ad un dato tempo t. 

Gli autori che utilizzarono il cosiddetto sequential choice model, al fine di indagare relazioni presenti 

tra items appartenenti a categorie di prodotto differenti, proposero, inoltre, una nuova misura, la 

cosiddetta “cross consumption response”, al posto dell’elasticità di prezzo incrociata. Tale nuova 

misura, che verrà presentata in seguito, consente, nello specifico, di caratterizzare ciascun item in 

base alle relazioni con gli altri prodotti presenti in assortimento. 
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3.3.2- Intercategory choice dynamics: hazard choice models. 

Di seguito viene proposto lo studio che utilizzò per la prima volta il cosiddetto bivariate hazard 

function approach, al fine di indagare la dipendenza, in termini di durata, tra gli acquisti 

riconducibili a diverse categorie di prodotto (Chintagunta, P., K., Haldar S., 1998). In particolare, 

gli autori si occuparono di indagare le sopra menzionate interdipendenze tra diverse coppie di 

categorie di prodotto cosiddette “related”. Si noti che, due categorie di prodotto sono così definite 

se gli acquisti ad esse riconducibili non sono tra loro indipendenti. 

Il modello utilizzato dagli autori consente il controllo degli effetti prodotti dalle variabili del 

marketing mix e dalla cosiddetta “unobserved heterogeneity”, sul tempo al quale avvengono gli 

acquisti nella coppia di categorie di prodotto considerata. Con il termine “unobserved 

heterogeneity”, si fa riferimento alle variabili non osservate, diverse da quelle che sintetizzano le 

caratteristiche del nucleo familiare.  

Differenti sono le fonti di correlazione, individuate dagli autori, tra gli interpurchase times osservati 

per le coppie di categorie di prodotto analizzate:  

I. Natura delle categorie di prodotto. Infatti, pasta e pasta sauce si presumono tra loro 

complementari. Pertanto, con ogni probabilità, il loro acquisto da parte del nucleo familiare 

avverrà congiuntamente. 

II. Ridotto numero di shopping trips. Di conseguenza, quando un dato individuo si reca nello 

store, tenderà ad acquistare tutti i prodotti che necessita. 

III.  Promozione, da parte del retailer, di categorie “unrelated”, ovvero tra loro non 

complementari.  

IV. Esaurimento scorte di più prodotti. Questo costituisce un’ulteriore motivo alla base del loro 

acquisto congiunto, indipendentemente dalla natura delle relazioni. 

Si noti che, la seconda fonte di correlazione non risulta applicabile ai dati raccolti. Infatti, da questi 

ultimi, emerge che le unità statistiche dedicano solamente il 5 % del loro tempo agli acquisti per 

categoria di prodotto. Ciò dimostra la loro sostanziale indisponibilità ad acquistare congiuntamente 

prodotti unrelated, in quanto, a fronte del tempo dedicato, emerge che preferiscono acquistarli 

separatamente, durante diversi shopping trips, quando cioè li necessitano. 
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Due, nello specifico, sono le coppie di categorie di prodotto analizzate dagli autori, al fine di saggiare 

l’esistenza di tre delle fonti di correlazione sopra menzionate: 

- “Pasta-pasta sauce” : categorie complementari. 

- “yogurt-soup”: categorie unrelated,  analizzate al fine di verificare l’esistenza della terza e 

quarta fonte di correlazione. 

Inoltre, gli autori considerarono un’altra coppia di categoria di prodotto, “liquid-powder 

detergents”, al fine di catturare i cosiddetti effetti di sostituzione. 

Di seguito, viene brevemente presentata la notazione alla base del modello utilizzato dagli 

autori, con il fine principale di agevolare la comprensione del concetto di hazard rate, qui 

oggetto di interesse. 

Sia f(t) una funzione di densità, Si(t) 6una funzione di sopravvivenza e F(t) una funzione 

di distribuzione. La funzione hazard risulta così definita: 

h(t)= 
7(-)

��{(-) 

L’espressione sopra riportata rappresenta il tasso al quale un dato evento si verifica al 

tempo t, condizionatamente al non verificarsi dello stesso durante l’intervallo temporale 

(0, t). 

Di seguito, si riporta, per ciascuna delle coppie di categorie di prodotto analizzate, la percentuale di 

acquisti per categoria sul totale della coppia.  

 

Tabella 3.1: Percentuale di acquisti per coppie di categorie di prodotto. 

Pasta-pasta sauce Liquid-powder detergents Yogurt-soup 

Entrambe                 18% Entrambe                    3% Entrambe                    23% 

Solo pasta                52% Solo liquid                 42% Solo yogurt                 39% 

Solo pasta sauce     30% Solo powder              45% Solo soup                    38% 

Fonte: Chintagunta, P., K., Haldar, S., 1998. Investigating purchase timing behaviour in two related product 
categories. Journal of Marketing Research, XXXV (February). 

                                                 
6 La cosiddetta funzione di sopravvivenza, in termini generali, rappresenta la probabilità che una data 
variabile X assuma un valore superiore ad x. Come suggerisce il nome, essa esprime la probabilità che, 
genericamente, un dato sistema sopravviva dopo un dato tempo t. 
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In primo luogo, osservando la prima riga della tabella sopra riportata, è possibile notare che, il 

numero di volte che il nucleo familiare acquista insieme la coppia pasta-pasta sauce risulta minore 

rispetto alla coppia yogurt-soup. Infatti, si registra un 18% per la prima coppia ed un 23% per la 

seconda. Al contrario, coerentemente con le attese circa la relazione tra le categorie liquid e powder 

detergents, si osserva una bassa percentuale di acquisti congiunti, a conferma del fatto che si tratta 

di categorie di prodotto sostitute. 

Di seguito vengono riportati i coefficienti di correlazione stimati dal modello per le tre coppie di 

categorie di prodotto. 

 

Tabella 3.2: Coefficienti di correlazione stimati dall’hazard choice model. 

 Pasta-pasta sauce Liquid-powder 

detergents 

Yogurt-soup 

f 0,265 -0,452 0,104 

Standard error 0,129 0.119 0,077 

Fonte: Chintagunta, P., K., Haldar, S., 1998. Investigating purchase timing behaviour in two related product 
categories. Journal of Marketing Research, XXXV (February). 
 

Per quanto concerne la seconda coppia di categorie, il coefficiente di correlazione stimato risulta 

statisticamente significativo e di segno negativo. Pertanto, le due categorie sono tra loro sostitute; 

infatti, all’aumentare degli acquisti in una categoria in un dato tempo t, si riducono gli acquisti 

nell’altra (allo stesso tempo t), e viceversa. Tuttavia, ciò che realmente risulta d’interesse è la 

capacità del modello, nello spiegare l’acquisto congiunto di due categorie di prodotto, di distinguere 

tra i cosiddetti effetti di complementarietà e quelli legati, invece, alla presenza di promozioni e/o 

altre condizioni non osservate. Si noti, infatti, che, i coefficienti di correlazione stimati dal modello 

includono gli effetti delle variabili del marketing mix, nonché della cosiddetta unobserved 

heterogeneity. Pertanto, considerando le percentuali di acquisto congiunto riportate nella prima 

tabella, è possibile affermare che le categorie pasta-pasta sauce sono tra loro complementari, 

mentre le categorie yogurt-soup sono tra loro unrelated. In altre parole, il loro acquisto congiunto 

avverrebbe solo in determinate circostanze, ovvero durante periodi promozionali, piuttosto che a 

causa di esaurimento scorte. Ciò, è dimostrato dal coefficiente di correlazione stimato dal modello. 
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Per la coppia pasta-pasta sauce è statisticamente significativo e di segno positivo, mentre per la 

coppia yogurt-soup esso risulta statisticamente pari a zero, il che equivale ad affermare che gli 

acquisti nelle due categorie sono tra loro indipendenti. 

Infine, gli autori presentarono, limitatamente alla categoria pasta-pasta sauce, i risultati con 

riferimento agli altri parametri stimati dal modello. Si ricordi che nel modello venne inserita una 

variabile di marketing (price) e una variabile funzionale a considerare i cosiddetti inventory effects. 

Quest’ultima venne definita lagged7 purchase quantity. Inoltre, la variabile dipendente rappresenta 

i cosiddetti interpurchase times. Nello specifico, il coefficiente stimato per la variabile prezzo (per 

la categoria pasta) risulta statisticamente pari a zero, ovvero una variazione del prezzo della pasta 

non comporta variazioni del tasso di acquisto congiunto delle due categorie. Al contrario, il 

coefficiente stimato per la variabile prezzo (per la categoria pasta sauce) risulta statisticamente 

significativo e di segno negativo. Ciò, equivale ad affermare che, a fronte dell’aumento di un’unità 

del prezzo di pasta sauce, aumenta il tempo che intercorre tra l’acquisto attuale e quello successivo 

di entrambe le categorie di prodotto.  

Per quanto riguarda i coefficienti stimati per la variabile lagged purchase quantity, l’unico 

statisticamente significativo, e di segno negativo, è quello per la categoria pasta. Ciò indica che, 

all’aumentare delle quantità acquistate nella categoria, si riduce il tasso al quale avviene l’acquisto 

congiunto delle due categorie di prodotto. Ciò trova spiegazione nel fatto che, a fronte delle 

maggiori quantità acquistate, le scorte in possesso del nucleo familiare sono sufficienti per un 

maggiore periodo di tempo. Infine, per quanto concerne la stima dei parametri |, rappresentati i 

diversi hazard rates, è possibile osservare che, i coefficienti stimati dal modello sono tutti 

statisticamente significativi e di segno positivo. Ciò indica che, all’aumentare del tasso al quale 

avvengono gli acquisti in una data categoria ad un dato tempo t (con t=0, 1), aumenta, 

contestualmente, il tasso al quale entrambe le categorie di prodotto vengono acquistate 

congiuntamente. 

 

                                                 
7 Le cosiddette lagged variables vengono inserite all’interno di modelli statistici dinamici, al fine di 
incorporare gli effetti sulla variabile dipendente nel corso del tempo oggetto di analisi. 
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3.3.3- Intercategory choice dynamics: sequential choice models. 

Il modello, qui oggetto di interesse, è il cosiddetto multinomial logit model. Si dice multinomiale, in 

quanto le alternative tra cui effettuare la scelta sono più di due. In tal senso, si presenta adatto 

all’ambito di applicazione tradizionale della MBA. Si noti che, i primi studi condotti in merito, che 

vengono di seguito presentati, ricorsero a modelli di utilità, i quali si focalizzarono sul carattere 

sequenziale della scelta del decision maker e sono noti come variety-seeking models. Essi, pertanto, 

costituiscono i predecessori dei modelli logit multinomiali sviluppati in seguito per trattare 

l’argomento qui oggetto di interesse (vedi Harlam, B.A., Lodish, L., M., 1995). 

 

Uno dei primi studi ad introdurre il concetto di balance e, contestualmente, un modello funzionale 

a modellare la scelta del cliente tra le diverse alternative (items) a disposizione, risale al 1976 

(Farquhar, P.H., Rao, V.R., 1976). Nello specifico, gli autori proposero un modello volto a 

descrivere le preferenze di un dato individuo per un insieme di items. Come messo in evidenza, un 

dato decision maker, nel ricercare il “balance”, apprezza l’esistenza di omogeneità tra determinati 

attributi e di eterogeneità con riferimento ad altri. Inoltre, il problema decisionale, con cui 

l’individuo si interfaccia, può essere utilmente scomposto in due principali aspetti: 

� Regola utilizzata dal decision maker per valutare i sottoinsiemi di items. 

� Processo di ottimizzazione attraverso il quale l’individuo sceglie un dato sottoinsieme di 

prodotti, coerentemente con la regola sopra menzionata. 

Il cosiddetto “balance model” proposto dallo studio include solamente le caratteristiche dei prodotti 

a disposizione dell’unità statistica. Inoltre, fa emergere l’esistenza di una significativa sequenzialità 

processuale, tanto con riferimento alla fase di valutazione degli items, quanto a quella della scelta 

degli stessi.  

 

Un altro studio, a distanza di tre anni dal precedente, propose il cosiddetto “Attibute Satiation 

Model” (McAlister, L., 1979). Il termine “satiation”, utilizzato dagli autori, rimanda con forza al 

concetto di variety seeking, discusso nel paragrafo introduttivo. In particolare, il decision maker è 
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alla costante ricerca di varietà, in quanto, in seguito ad elevata esposizione ad un dato attributo, è 

spinto a cambiare brand/prodotto, alla ricerca di altri attributi con i quali soddisfare i propri bisogni. 

Nello specifico le ipotesi alla base del modello riguardano la cumulatività degli attributi, intesi come 

un insieme che contribuisce nella sua totalità a formare l’utilità di un dato brand per il consuamtore, 

cosiccome l’utilità marginale descrescente di un dato attributo in possesso del brand oggetto di 

acquisto da parte del customer. Quest’ultima ipotesi , risulta coerente con il concetto di “satiation” 

alla base dello studio. 

 

Tre anni più tardi, McAlister (1982) propose un nuovo modello, il cosiddetto DAS model (Dynamic 

Attribute Satiation model). Questo è, di fatto, un’evoluzione di quello precedentemente elaborato 

dall’autore. Ciò che, in particolare, lo arricchisce, rispetto a quello che lo ha preceduto, è l’impatto 

che le scelte passate hanno sulle scelte attuali da parte del decision maker. Pertanto, oltre alla 

dipendenza esistente tra gli items, il modello considera anche quella esistente tra consumi passati e 

attuali. In altre parole, conformemente a quanto accennato nel paragrafo introduttivo, per la prima 

volta, vengono considerati entrambi i livelli di dipendenza. 

Brevemente, basti ricordare che il modello DAS dimostra che il cosiddetto variety-seeking 

behaviour, e quindi il cambio di preferenze da parte dell’individuo, è il risultato di un cambiamento 

negli inventari degli attributi, legato quest’ultimo all’evoluzione della consumption history di un 

dato decision maker.  

 

Lo studio, che verrà di seguito brevemente esposto, è stato giudicato interessante a fronte 

dell’elaborazione, da parte degli autori, di una misura volta ad etichettare le relazioni esistenti tra i 

prodotti, in sostituzione alla elasticità di prezzo incrociata, solitamente utilizzata a tal fine (Lattin, J., 

M., McAlister, L., 1985).  

Il modello proposto dagli autori descrive l’impatto che un acquisto recente da parte di un dato 

individuo ha sulla probabilità condizionata che un altro item venga acquistato alla successiva 

occasione d’acquisto. Posto che il decision maker valuta gli items sulla base delle loro 

caratteristiche, vengono di seguito proposte definizioni differenti da quelle tradizionali per i prodotti 

sostituti e complementari: 
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� Si dicono sostituti due prodotti che presentano gli stessi attributi. 

� Si dicono, al contrario, complementari quei prodotti che presentano caratteristiche 

differenti, ma che, complessivamente considerate, contribuiscono congiuntamente alla 

soddisfazione del bisogno del decision maker.  

La nuova misura proposta dagli autori, definita “cross-consumption response”, viene così calcolata: 

Pc 
i | j – }c 

i 

Con: 

Pc
 i | j = probabilità condizionata che il decision maker c-esimo acquisti il prodotto i-esimo, posto che 

in precedenza, è stato acquistato il prodotto j-esimo. 

}c 
i  = probabilità incondizionata che il decision maker c-esimo acquisti il prodotto i-esimo. 

 

In particolare, se: 

Pc
 i | j > }c 

i   gli items i e j sono tra loro complementari. Infatti, la condizione specificata implica 

che l’acquisto del prodotto j-esimo stimoli quello del prodotto i-esimo. 

Pc
 i | j < }c 

i   gli items i e j sono tra loro sostituti. Infatti, la condizione specificata implica che 

l’acquisto del prodotto j-esimo riduce la probabilità di successo (scelta/acquisto) del prodotto i-

esimo. 

Pc
 i | j = }c 

i   gli items i e j sono tra loro indipendenti. Infatti, come specificato dalla relazione tra 

le due probabilità, l’acquisto del prodotto j-esimo non produce alcun effetto sulla probabilità 

d’acquisto del prodotto i-esimo. 

 

Infine, viene di seguito presentato il primo studio che propose l’utilizzo di un modello logit 

multinomiale, al fine di determinare la probabilità che un item venga acquistato in una data 

occasione d’acquisto (Harlam, B.A., Lodish, L., M., 1995). Si ricordi, che il modello utilizzato dagli 

autori, denominato “Assortment model”, rientra nella categoria dei cosiddetti sequential choice 

models in quanto si fonda su due principali ipotesi. In particolare, l’acquisto degli items dipende da: 

I. quanto comprato durante precedenti occasioni d’acquisto; 

II. quanto acquistato durante la medesima occasione d’acquisto. 
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Ai fini dell’elaborazione del modello, vennero inoltre tenuti in considerazione gli effetti delle diverse 

leve del marketing mix utilizzate dal retailer a scopi promozionali. Il contributo indubbiamente più 

significativo del modello proposto dagli autori, consiste nel fatto che sono state incluse sia variabili 

funzionali a cogliere relazioni tra diversi shopping trips, che variabili volte ad indagare l’esistenza 

di legami tra gli items acquistati durante lo stesso shopping trip. Infatti, il principale obiettivo 

dell’Assortment model consiste nel descrivere tali relazioni. 

Un’ulteriore ipotesi alla base del modello è che il processo mentale utilizzato dal decision maker è 

lo stesso, indipendentemente dall’occasione d’acquisto considerata. Di qui, il carattere sequenziale 

tanto del percorso che porta l’individuo alla scelta di un dato assortimento di prodotti, quanto del 

modello stesso, qui oggetto d’interesse. 

Gli autori, in particolare, ricorsero al cosiddetto compensatory vector model al fine di rappresentare 

l’utilità associata dall’individuo ad un dato item, la quale dipende tanto dagli attributi degli items a 

disposizione, quanto dagli elementi di marketing mix presenti in store al tempo t. La categoria di 

prodotto oggetto di analisi è quella delle bevande energetiche. Con riferimento a tale categoria, 

vennero considerati quattro fattori: brand, flavour, sweetening type, size. 

Gli autori presentarono i risultati sotto forma di gerarchia. Vennero, infatti, stimati cinque diversi 

modelli, ciascuno dei quali contenente una tipologia di variabili in più rispetto al precedente. In tal 

modo, gli autori dimostrarono tanto la stabilità dei coefficienti stimati dal modello, quanto il 

contributo, di ciascuna categoria di variabili considerata, nella spiegazione dell’utilità complessiva 

dalla quale dipende la probabilità condizionata di scelta di un dato item. 

Il primo modello stimato, informato alle sole ACROSS variables8, mise in evidenza che le unità 

familiari esaminate tendono a riacquistare lo stesso assortimento di attributi. Pertanto, i loro acquisti 

passati possono essere efficacemente utilizzati per predire i loro acquisti futuri. 

Il secondo modello, informato anche dalle variabili rappresentanti il contributo, in termini 

utilitaristici, apportato dal contesto nel quale i prodotti sono venduti, dimostrò l’efficacia in termini 

promozionale di due distinte tipologie promozionali: feature e display.  

                                                 
8 Le cosiddette ACROSS variables rappresentano la dipendenza esistente tra gli acquisti riconducibili a diversi 
shopping trips 
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Al terzo modello vennero aggiunte le cosiddette WITHIN variables9. In particolare, si dimostrò che, 

per determinati fattori quali brand e size, il decision maker ricerca omogeneità, mentre per altri, 

come ad esempio l’attributo flavour, lo stesso esprime una preferenza per l’eterogeneità. 

Nel quarto modello, gli autori aggiunsero le cosiddette AVAIL variables10. Grazie a queste ultime 

si dimostrò che, all’aumentare delle dimensioni dell’assortimento per ciascun livello dei fattori 

brand, size e sweetener type, la probabilità di acquisto di un prodotto che presenta tali fattori 

diminuisce. In altre parole, l’ampliamento dell’assortimento (aumento del numero di livelli per 

fattore) non aumenta la probabilità di acquisto degli items, ma, al contrario, la riduce. 

Infine, il quinto modello fu informato alle cosiddette CEFFECT variables11. In questo caso, i 

coefficienti stimati dal modello per tali variabili assunsero sia segno negativo che positivo, a seconda 

della coppia di attributi cui ci si condiziona. In particolare, un coefficiente con segno negativo sta ad 

indicare che, le unità familiari, durante la composizione del loro assortimento di prodotti, tendono 

ad evitare l’acquisto congiunto dei due livelli in questione. Qualora invece il coefficiente assuma 

segno positivo, ciò sta ad indicare che, le unità familiari tendono ad acquistare insieme, durante lo 

stesso shopping trip, la coppia di livelli oggetto di analisi per un dato fattore.  

In conclusione, il modello proposto dagli autori dimostrò di essere maggiormente efficace, rispetto 

al cosiddetto single-purchase model, nel predire l’assortimento scelto dal decision maker. Ciò si 

deve alla considerazione tanto delle relazioni di dipendenza tra gli acquisti all’interno dello stesso 

shopping trip, quanto di quelle esistenti tra shopping trips differenti. 

 

 

                                                 
9 Le cosiddette WITHIN variables rappresentano le relazioni di dipendenza esistenti tra gli items 
acquistati durante lo stesso shopping trip. 
10 Le cosiddette AVAIL variables rappresentano il grado di influenza sugli acquisti detenuto dal numero di livelli dei 
diversi fattori disponibili in store 
11 Le cosiddette CEFFECT variables consentono di misurare l’incremento di utilità, per il decision maker, legato 
alla presenza di un dato livello, derivante dalla presenza di un altro livello di un dato fattore. 
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CAPITOLO 4- I METODI “IBRIDI” 

4.1-Finite mixture model  

4.1.1- Introduzione ai finite mixture models 

 
Questo modello è stato ampiamente utilizzato con il fine principale di individuare 

segmenti di consumatori, omogenei internamente, ovvero caratterizzati da un market 

basket simile, ed eterogenei dal punto di vista tanto delle brand preferences quanto della 

sensibilità, al momento dell’acquisto, alle diverse variabili del marketing mix. In tal 

senso, consumatori tra loro eterogenei e, quindi, appartenenti a segmenti diversi, 

presentano carrelli della spesa differenti. Alla luce di quanto appena detto, il livello di 

analisi risulta disaggregato, in quanto, per l’appunto il dato d’interesse è quello 

riconducibile ai segmenti. Inoltre, a differenza degli approcci sinora analizzati per 

condurre la MBA, questo modello è il primo a fornire una descrizione dei consumatori 

sulla base delle variabili di marketing di mix che maggiormente li influenzano al 

momento dell’acquisto. Da questo punto di vista, il modello si avvicina alla logica degli 

approcci esplicativi per condurre la MBA, in quanto consegna nelle mani del management 

preziosi insights, grazie all’inclusione delle variabili del marketing mix. Ciò nonostante, 

occorre ricordare che, la sua inclusione tra i modelli esplicativi risulta possibile solo se 

inserito all’interno del cosiddetto RUT framework; in caso contrario, è da considerare un 

metodo esplorativo. Di qui, pertanto, la natura “ibrida” dei finite mixture models. 

Un problema, ancora irrisolto, che affligge i finite mixture logit models consiste nella 

determinazione del numero di segmenti da includere nel modello; scelta questa di 

primaria importanza considerando che su di essa si basano molte decisioni manageriali 

quali il posizionamento, la scelta del target, cosiccome la determinazione del marketing 

mix. Dal punto di vista operativo, diversi sono i criteri utilizzati per identificare il numero 

di segmenti da considerare ai fini dell’analisi; tra questi si ricorda: Akaike’s Information 
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Criterion (AIC), Bayesian Information Criterion (BIC), Consistent Akaike’s Information 

Criterion (CAIC), Information Complexity (ICOMP) (Andrews, R., L., Currim, I., M., 

2003). Si ricordi che, solitamente, al fine di superare tale problema, si procede alla stima 

del modello ponendo R (numero di latent classes) pari a 1, ipotizzando cioè che tutti i 

consumatori acquistino il medesimo basket di prodotti, o comunque uno simile. 

Successivamente, si procede a stimare nuovamente il modello, aggiungendo di volta in 

volta un segmento (o latent class), continuando sino a quando viene raggiunto il fit 

desiderato del modello. Quest’ultimo, in particolare, risulta raggiunto quando vengono 

minimizzati tanto i criteri sopra menzionati (uno o più a seconda di quelli scelti 

dall’analista), quanto il numero di parametri stimati dal modello. 

Si ricordi inoltre che il finite mixture model rientra nell’ambito dei cosiddetti latent class 

models. Questi ultimi consentono di mettere in relazione un insieme osservato di variabili 

multivariate12 ad un insieme di cosiddette latent variables13. Inoltre, ciascuna latent class 

(o segmento) è caratterizzata da un pattern di probabilità condizionate indicante, per 

l’appunto, la probabilità che le variabili oggetto d’interesse assumano determinati valori. 

Si ricordi, infine, che ciascuna manifest variable si assume indipendente dalle altre. 

In conclusoine, prima di esaminare i principali studi che hanno visto l’applicazione del 

finite mixture model al fine di condurre la MBA, risulta opportuno ricordare i due 

principali motivi alla base dell’estensiva, nonché efficace, applicazione di questo metodo: 

I. In primo luogo, il finite mixture model offre all’analista la possibilità di saggiare 

l’impatto di determinati variabili influenzanti il comportamento d’acquisto dello 

shopper, con un livello di dettaglio maggiore rispetto agli studi che utilizzano altre 

tipologie di modelli statistici. Infatti, i parametri stimati non si riferiscono 

all’intero campione di unità statistiche analizzate, bensì a singoli segmenti. 

II.  In secondo luogo, a fronte dell’abilità del modello di individuare segmenti di 

consumatori, sulla base delle risposte fornite da questi ultimi circa determinate 

                                                 
12 Le cosiddette multivariate variables, anche note come manifest variables, sono, nell’ambito dei latent 
class models, delle variabili discrete, che assumo cioè un insieme finito di valori. 
13 Le cosiddette latent variables sono variabili non note, le quali pertanto vengono stimate ricorrendo ad 
altre variabili direttamente osservate dall’analista. 
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variabili d’interesse (manifest variables), risulta possibile consegnare nelle mani 

del retailer uno strumento ideale per il design, e la successiva implementazione, 

di iniziative di target marketing specifiche per ciascun segmento. Infatti, il 

modello fornisce una descrizione dei segmenti individuati. 

 

 

4.1.2- Principale letteratura in materia. 

Uno dei primi studi condotti in materia risale al 1989 (Kamakura, W., A., Russell, G., J., 

1989). Gli autori, in particolare, utilizzarono un finite mixture model con il duplice scopo 

di:  

� Segmentare i consumatori in base alle preferenze rispetto ai brand e alla sensibilità 

rispetto al prezzo (behavioural segmentation). 

� Definire una struttura competitiva all’interno di una data categoria di prodotto, 

sulla base delle sensibilità al prezzo rilevate. Nello specifico, tale struttura si 

evince grazie alla presenza di specifici patterns di brand switching, a loro volta 

riconducibili alle diverse sensibilità rispetto al prezzo osservate. 

Dallo studio emerse, innanzitutto, che a fronte di una data percezione del rapporto qualità-

prezzo da parte dello shopper, corrisponde una specifica combinazione di preferenze ed 

elasticità rispetto al prezzo. Pertanto, ciascun segmento individuato dal modello si 

caratterizza per la presenza di decision makers che hanno dimostrato, durante i loro 

acquisti, una preferenza verso gli stessi brand e una simile risposta, a fronte di variazioni 

dei prezzi dei brand. Si noti che, gli autori analizzarono quattro diversi brand, di cui tre 

definiti national brands e uno rappresentante diverse private lables. Al fine di 

determinare il numero di segmenti che garantisce il massimo fit del modello, gli autori 

utilizzarono il cosiddetto Akaike’s information criterion (AIC14). Vennero scelti cinque 

                                                 
14L’AIC viene calcolato nel seguente modo: 
AIC= -2(LL-p)/N 
Dove: 
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segmenti, in quanto fu in corrispondenza di questo numero che il valore dell’AIC risultò 

minimizzato. Dai risultati emerse l’esistenza di uno specifico pattern comune a quattro 

dei cinque segmenti. Quest ultimo può essere utilmente definito con il termine 

“assymetric switching”. In altre parole, condizionandosi ad un dato segmento e partendo 

dal brand preferito, gli autori evidenziarono la tendenza da parte degli appartenenti al 

segmento a scegliere un brand più costoso, piuttosto che rivedere la loro scelta verso il 

basso. Questo pattern, di fatto, fa emergere l’esistenza di una specifica struttura 

competitiva tra i brand analizzati, ovvero tra i national brands e la private labels. La ratio 

sottostante è riconducibile alla percezione del tradizionale binomio qualità-prezzo da 

parte di questa categoria di shoppers, ovvero coloro che dimostrano uno switching 

behaviour. Infatti, posto che ad un prezzo elevato viene associata una qualità del 

prodotto/brand superiore alla media, quando si tratta di dirigere la propria scelta verso 

l’acquisto di un brand diverso da quello preferito, questi shoppers non sono disposti a 

scendere al di sotto di un data soglia qualitativa, la quale viene garantita solo nel caso in 

cui vengano, per l’appunto, acquistati brand venduti a prezzi più elevati. 

Con riferimento al secondo obiettivo dell’analisi, ovvero quello di svelare la struttura 

competitiva tra national brands e private label, gli autori si condizionarono ad una 

categoria di prodotto. In particolare, la competitività tra le due categorie di brand va letta 

in termini di elasticità rispetto al prezzo. A tal proposito, venne dimostrato che il brand al 

quale viene associata un’utilità intrinseca maggiore, rispetto agli altri, gode di un 

vantaggio competitivo in termini di elasticità rispetto al prezzo. In altre parole, un 

aumento di unità del prezzo per questo brand, comporterebbe una riduzione meno 

significativa delle quantità acquistate, rispetto a quella che si registrerebbe qualora 

venisse incrementato il prezzo dei brand competitors. 

 

                                                 
LL= funzione di log-verosimiglianza. 
p= numero di parametri da stimare. 
n= numero di osservazioni. 
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Otto anni più tardi, gli stessi autori riproposero, sempre attraverso il ricorso al finite 

mixture model, una segmentazione dei consumatori sulla base delle brand preferences 

(Russell, G., J., Kamakura, W., A., 1997). Nello specifico, in questo studio, 

concentrarono la loro attenzione sull’analisi della struttura competitiva esistente tra 

national brand e retailer brand all’interno di ciascuna delle quattro categorie di prodotto 

studiate. Ciò che caratterizza tale studio è che, al fine di segmentare i consumatori, non 

vennero utilizzate le tradizionali variabili del marketing mix, spesso giudicate ottimali ai 

fini della stima delle preferenze dei decision makers, bensì le sole informazioni relative 

alla cosiddetta brand consumption. Gli autori motivarono tale scelta mettendo in evidenza 

che, in realtà, le variabili del marketing mix influenzano la composizione del carrello 

della spesa su base settimanale. Pertanto, non vennero giudicate delle indicatrici stabili 

delle preferenze delle unità statistiche.  

Il Consistent Akaike Information Criterion (CAIC15) utilizzato dagli autori portò alla 

scelta di sette segmenti di consumatori.  

In primo luogo, lo studio qui oggeto di interesse mise in evidenza l’esistenza di due 

distinti patterns di brand preferences: uno per i national brands e uno per le private 

labels. Inoltre, questi patterns risultano positivamente legati alla preferenza per una data 

grocery chain, la quale a sua volta risulta positivamente correlata alla percentuale di 

acquisti effettuati all’interno della catena stessa, rispetto alle altre considerate (in totale 

vennero analizzate quattro grocery chains).  

Attraverso l’analisi dei due patterns sopra menzionati, emerse che: 

� Le preferenze per le private labels si dimostrano coerenti in tutte le categorie di 

prodotto analizzate.  

                                                 
15 Il cosiddetto Consistent Akaike Information Criterion viene calcolato nel seguente modo: 
CAIC= -2log (L) +p[log (n) + 1] 
Dove: 
Log(L)= funzione di log-verosimiglianza. 
p= numero di parametri da stimare. 
n= numero di osservazioni. 
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� Al contrario, per tre dei quattro national brands oggetto di analisi, si osservarono 

tanto delle correlazioni positive, quanto negative tra le preferenze osservate.  

Al fine di comprendere il motivo alla base della differenza tra i patterns di brand 

preferences sopra esposti, occorre riferirsi alla disponibilità dei brand stessi in store. Le 

cosiddette private labels vengono vendute solo presso il distributore che dà il nome al 

prodotto. Considerando, inoltre, che gli shoppers che dimostrarono una preferenza verso 

le private labels sono price sensitives e rappresentano gran parte delle vendite dei retailer 

brands, si spiega la tendenza degli stessi ad acquistare lo stesso brand, indipendentemente 

dalla categoria di prodotto. Similarmente, la presenza dei cosiddetti national brands in 

tutti gli stores, comporta una maggiore libertà nella scelta del brand da parte dello 

shopper, la quale si traduce, a sua volta, nella selezione di un brand diverso a seconda 

della categoria di prodotto. 

L’utilità di tali risultati si evince dalla loro portata strategica per il retailer. In particolare, 

quando si osservano correlazioni positive tra le brand preferences, risulta di fatto 

possibile stimolare le vendite in più categorie di prodotto simultaneamente. Al contrario, 

se il pattern di preferenze vede la presenza sia di correlazioni positive che negative, è 

possibile ricorrere a due distinte strategie: 

I. Product bundling: quando un brand è preferito in una categoria, ma non nelle altre 

(correlazione negativa tra le preferenze). Diversi studi hanno dimostrato che la 

vendita congiunta di due prodotti, ad un unico prezzo, può spingere il consumatore 

ad effettuare l’acquisto nonostante non avrebbe scelto di acquistare uno dei due 

prodotti del bundle.  

II.  Retail assortment planning. Quando le correlazioni tra le brand preferences 

assumono, al contrario, segno positivo, tale set di brand si dimostra, 

tendenzialmente, coincidente con il cosiddetto “consideration set”16.  Pertanto, in 

                                                 
16 Il cosiddetto consideration set rappresenta l’insieme di brand che un dato decision maker considera al 
momento della decisione d’acquisto. 
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un’ottica di pianificazione dell’assortimento, il retailer dovrebbe mettere a 

disposizione del decision maker l’intera linea di prodotti. 

 

Bucklin, R., E., Gupta, S. e Siddarth, S. furono i primi ad esaminare, simultaneamente, 

tre distinti purchase behaviours attraverso l’utilizzo di un finite mixture model. Occorre 

specificare che i tre purchase behaviours di interesse sono: brand choice, purchase 

incidence decision e purchase quantity decision. Nello specifico, il primo comportamento 

venne stimato ricorrendo ad un modello logit multinomiale, il secondo attraverso 

l’utilizzo di un nested logit model (che permette la correlazione tra le diverse alternative) 

e, infine, per il terzo si ricorse ad un poisson regression model17. Successivamente, gli 

autori utilizzarono un finite mixture model al fine di saggiare l’impatto che prezzo e 

promozioni avevano sui tre purchase behaviours sopra menzionati. L’approccio adottato 

consentì, nello specifico, di discernere la sales response per segmento da quella 

individuata per ciascun comportamento d’acquisto osservato. Si noti che con il termine 

sales response si fa riferimento all’impatto che le variabili del marketing mix hanno sugli 

acquisti/scelte di un dato decision maker. Nello specifico, gli autori analizzarono i dati a 

disposizione per una singola categoria di prodotto: “yogurt”. Inoltre, al fine di segmentare 

i nuclei familiari utilizzarono il cosiddetto Bayesian Information Criterion (BIC18), il cui 

valore risultò massimizzato in corrispondenza di cinque segmenti.  

                                                 
17 Il Poisson regression model è un modello per condurre l’analisi di regressione. Si caratterizza per il fatto 
che la variabile dipendente Y si assume essere distribuita come una Poisson avente la seguente funzione di 
probabilità: 

P(Y=k)= 
~H
H! *O

�~ 

La variabile aleatoria di Poisson presenta valore atteso e varianza pari, rispettivamente, a: 
E(Y)=| Var(Y)=	| 

18 Il cosiddetto Bayesian Information Criterion viene calcolato nel seguente modo: 
BIC= -2·ln�� + k·ln(n) 
 
Dove: 
��= valore massimo della funzione di verosimiglianza. 
k= numero di parametri da stimare.  
n= numero di osservazioni. 
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Gli autori, al fine di dimostrare l’utilità di scomporre la cosiddetta sales response per 

comportamento e per segmento, misero a confronto i risultati forniti da un modello 

aggregato, con quelli del finite mixture model da essi proposto. Dal modello aggregato 

emerse che le promozioni utilizzate in store avevano un impatto, stimato, positivo e 

statisticamente significativo tanto sulla scelta del brand, quanto sulla cosiddetta purchase 

quantity decision. Al contrario, dai risultati per segmento si evinse una significativita 

eterogeneità in termini di sales response, decretando in tal senso l’utilità della 

segmentazione operata dagli autori.  

In conclusione, gli autori dimostrarono l’utilità del ricorso al finite mixture model al fine 

di individuare decision makers accomunati da un simile comportamento d’acquisto, 

considerando che quest’ultimo risulta determinato dai tre purchase behaviours sopra 

menzionati. 

 

Infine, l’ultimo studio che viene di seguito riportato risale al 2002 (Andrews, R., L., 

Currim, I., S., 2002). Gli autori, nello specifico, condizionandosi a tre categorie di 

prodotto tra loro indipendenti (liquid laundry detergent, paper towels e margarine), si 

proposero di individuare segmenti di consumatori, ciascuno dei quali si caratterizzasse 

per un simile comportamento di consumo in tutte e tre le categorie studiate. In particolare, 

ciò che stimolò tale approccio di segmentazione, fu la seguente ipotesi di base: i decision 

makers, quando sono alla ricerca di informazioni, tendono a risparmiare energia, intesa, 

innanzitutto, sotto forma di tempo a disposizione; di conseguenza, tale tendenza fa 

supporre che i loro acquisti siano guidati dalle stesse regole. Di qui, la possibilità di 

osservare il medesimo comportamento d’acquisto da parte degli shoppers che utilizzano 

le stesse regole. Si noti che le tre categorie di prodotto scelte dagli autori si dicono tra 

loro indipendenti, poiché non ci si attende alcuna relazione di dipendenza tra le stesse, 

ovvero non si possono assumere legami di complementarietà, piuttosto che di 

sostituzione. La scelta di analizzare categorie indipendenti risulta fondamentale al fine di 

dimostrare l’adozione, da parte delle unità statistiche, di regole identiche, anche a fronte 

di categorie di prodotto unrelated.  
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Gli autori svilupparono tre distinti modelli: il primo trattava separatamente le tre categorie 

di prodotto, il secondo individuava un segmento in comune e, infine, il terzo considerava 

due segmenti in comune. Venne scelto il secondo, in quanto avente fit maggiore rispetto 

agli altri (minimizzazione valore del BIC).  Le unità familiari facenti parte di tale 

segmento presentavano un’elevata sensibilità rispetto alla variabile prezzo; al contrario, 

erano meno sensibili alle variabili promozionali e, in generale, meno fedeli alla marca. In 

altre parole, tale segmento di shoppers tendeva ad acquistare il brand più economico. Si 

noti che, grazie all’inclusione delle variabili demografiche e delle cosiddette shopping 

variables all’interno del finite mixture model, gli autori furono capaci di fornire una 

descrizione dettagliata del segmento individuato.  

Dai risultati emerse che, condizionandosi a categorie di prodotto unrelated è piuttosto 

improbabile che le unità statistiche ricorrano alle medesime regole e, quindi, presentino 

il medesimo comportamento d’acquisto. Infine, si ricordi che, a fronte 

dell’individuazione di segmenti aventi comportamenti d’acquisto simili in più di una 

categoria di prodotto, il retailer può stimolare, simultaneamente, le vendite in tutte le 

categorie, ricorrendo ad azioni di marketing mix per una categoria soltanto. E questo 

dunque il pregio più grande attribuibile a questo metodo per la conduzione della MBA. 
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4.2- Multivariate logistic model 
 

4.2.1- Introduzione al multivariate logistic model 
 

Innanzitutto, occorre specificare la fondamentale differenza tra i cosiddetti multinomial 

logistic models, già esaminati, e i multivariate logistic models, qui oggetto d’interesse. In 

entrambi i casi, rispetto al modello logit binomiale, il numero di categorie (valori) che 

può assumere la variabile dipendente Y risulta superiore a due. Inoltre, la probabilità che 

la variabile sopra menzionata assuma determinati valori dipende da una o più variabili 

indipendenti, dette anche covariate. La differenza tra i due modelli è riconducibile alla 

correlazione o meno tra i cosiddetti outcomes che può assumere la variabile dipendente. 

In particolare, il multivariate logistic model permette la correlazione tra i valori 

(categorie) che può assumere la variabile risposta. In altre parole, la probabilità che una 

data unità statistica fornisca una data risposta, risulta correlata alla probabilità della stessa 

di dare un’altra risposta. Parimenti, tale correlazione tra le alternative a disposizione si 

traduce, dal punto di vista teorico, in una correlazione tra gli errori hi del modello. Si 

ricordi che, al contrario, per il modello logit multinomiale, questi ultimi si assumono i.i.d., 

considerando in tal senso l’assenza di correlazione tra le alternative. 

Il principale obiettivo alla base della MBA condotta con questo metodo statistico consiste 

di fatto nella stima e nella previsione dei cosiddetti effetti cross-category. Nello specifico, 

il riferimento è all’effetto che l’acquisto di un item in una data categoria di prodotto, ha 

sulla probabilità che vengano acquistati prodotti appartenenti ad altre categorie. A fronte 

delle considerazioni fatte in precedenza, risulta evidente che il multivariate logistic model 

è il modello più adatto per condurre questo tipo di analisi. Infatti, permette la correlazione 

tra le diverse alternative a disposizione del decision maker, ovvero tra le categorie di 

prodotto presenti nell’assortimento dello store. In tal senso, il modello assume l’esistenza 

di un pattern di dipendenze, che lega le scelte fatte dal consumatore (a livello di 

brand/prodotto) per le diverse categorie di prodotto. Come dimostrato da diversi studi in 
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ambito psicologico, questa dipendenza deriva dall’utilizzo/ricerca simutanea da parte del 

decision maker di informazioni afferenti più categorie di prodotto. 

Infine, risulta importante ricordare che se l’obiettivo dell’analista è quello si modellare la 

cosiddetta choice dependence tra categorie di prodotto, risulta fondamentale essere a 

conoscenza degli obiettivi che guidano il comportamento del consumatore (Russell, G., 

J., et al., 1999). 

 

 

4.2.2- Principale letteratura in materia. 

Il primo ad elaborare questa tipologia di modello fu Hruschka nel 1999. In particolare, 

l’autore ricorse ad un multivariate binomial logit model funzionale a misurare tanto la 

cosiddetta cross-category dependence, quanto i cosiddetti sales promotion effects. Per 

quanto concerne i primi effetti, vennero considerare solamente interazioni tra coppie di 

categorie di prodotto, “first order interactions”, mentre non vennero prese in 

considerazione le cosiddette “higher order interactions”, ovvero le interazioni tra triple 

di categorie di prodotto. Dai risultati emerse che la maggior parte delle categorie di 

prodotto, con interaction parameters statisticamente significativi, erano tra loro 

complementari. Ciò, si spiega nel fatto che, la maggior parte dei decision makers 

raggruppa i propri acquisti in un unico shopping trip, e, di conseguenza, si osservano i 

sopra menzionati joint purchases. Per quanto riguarda la seconda tipologia di effetti 

esaminata dall’autore, preme evidenziare il fatto che, dai dati emerse la capacità degli 

sforzi promozionali di trasformare due categorie di prodotto indipendenti in categorie 

complementari. In particolare, questo venne dimostrato per le seguenti coppie di 

categorie: rice&legume-milk, soups&sauces- baking products. 

 

Russell e Petersen si occuparono di analizzare quattro categorie di prodotto. Queste ultime 

condividevano gli stessi brand names tanto per i national brands e per le private labels. 
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Gli autori, nello specifico, esaminarono le cosiddette cross-category price elasticities ed 

osservarono una scarsa presenza dei cosiddetti cross-category effects. Ciò nonostante, 

condizionandosi a due distinti gruppi di consumatori (heavy users e light users), emerse 

l’esistenza di una dipendenza nella scelta del prodotto tra le diverse categorie esaminate. 

In altre parole, gli effetti cross-category risultarono evidenti grazie alla distinzione tra 

decision makers con shopping styles differenti. In particolare, venne dimostrato che i light 

users risultano più sensibili a variazioni di prezzo per quanto riguarda la purchase 

incidence decision, ovvero la scelta della categoria di prodotto. Questa tipologia di 

consumatori manifesta quel comportamento etichettato in letteratura come “cherry 

picking behaviour”. Ciò, equivale a dire che, questa tipologia di consumatori si reca 

presso lo store occasionalmente e solamente a fronte della presenza di promozioni che 

consentano loro di acquistare un prodotto ad un prezzo più basso. In tal senso, gli autori 

dimostrarono agevolmente che, i cross-category effects risultano in gran parte determinati 

dai cambiamenti, osservati con frequenza settimanale, nell’insieme di famiglie che 

acquista presso un dato store. 

 

Lo studio che verrà di seguito brevemente presentato, si distingue dagli altri per il maggior 

livello di dettaglio, che gli autori utilizzarono, nel tentativo di fornire una spiegazione 

all’ormai nota cross-category dependence (Singh, V., P., Hansen, K., Gupta, S., 2005). 

In particolare, gli autori partirono dall’assunto che l’utilità che un dato brand ha per il 

decision maker dipende dagli attributi dello stesso. Oltre alle preferenze per gli attributi 

di prodotto, vennero misurate le sensibilità verso le variabili del marketing mix, in quanto 

influenzati, anch’esse, la scelta finale dello shopper. A tal proposito, occorre evidenziare 

che, studi condotti in precedenza, ricorsero alle sole variabili del marketing mix al fine di 

spiegare l’esistenza di dipendenza tra le categorie di prodotto. Il loro utilizzo per saggiare 

l’esistenza di una qualche forma di dipendenza trova spiegazione nel fatto che vengono 

utilizzate per molte delle categorie presenti in assortimento. L’aggiunta delle preferenze 

verso gli attributi dei prodotti, consentì agli autori di provare, con maggior forza, 

l’esistenza di comportamenti di scelta simili tra categorie di prodotto e, 
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conseguentemente, le relative relazioni di dipendenza. Infine, si noti che, a fronte 

dell’elevata correlazione tra le preferenze per gli attributi di prodotto osservata per le 

categorie esaminate, risulta possibile: 

� Utilizzare le stime del modello per predire le preferenze per un dato attributo in 

una nuova categoria di prodotto. 

� Individuare target potenziali per un nuovo prodotto, all’interno di categorie 

esistenti. Ciò risulta possibile grazie alla conoscenza delle caratteristiche dei 

nuclei familiari che hanno dimostrato una preferenza per gli attributi di 

determinati prodotti appartenenti alla categoria scelta per l’inserimento del nuovo 

prodotto. 

 

Nel 2006, Hansen, Singh e Chintagunta analizzarono i dati relativi a dieci categorie di 

prodotto food e non-food, al fine di scoprire se la preferenza dimostrata dai nuclei 

familiari verso gli store brands (private lables) è category specific o se, al contrario possa 

essere ritenuta alla stregua di una tratto familiare, indipendentemente dalla categoria di 

prodotto considerata. Inoltre, gli autori misurarono la sensibilità rispetto al prezzo dei 

nuclei familiari indagati. Ciò, trova giustificazione nella volontà di esaminare la 

preferenza effettiva, da parte dei decision makers, per le private labels. Infatti, essendo i 

brand con marca del retailer meno cari rispetto ai brand a marca del produttore, l’acquisto 

dei primi potrebbe essere motivato semplicemente dal minor prezzo, anziché da 

un’obiettiva preferenza. Dai risultati emerse una forte correlazione positiva sia per le 

preferenze che per le sensibilità al prezzo, tra le diverse categorie di prodotto. Infine, gli 

autori dimostrarono che le preferenze per gli store brands risultano category-specific. In 

particolare, venne rilevato che, a seconda della categoria di prodotto cui ci si condiziona, 

la scelta dal parte del nucleo familiare di un dato store brand risulta guidata da due drivers 

differenti: 

� Preferenza effettiva per il brand nelle categorie dove quest’ultimo viene percepito 

come un high-quality brand.  
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� Mere considerazioni di prezzo, in tutte le altre categorie. 

 

L’ultimo studio giudicato interessante, per il modello qui oggetto di interesse, risale al 

2006. Gli autori, Botzuğ e Hildebrandt, utilizzarono la cosiddetta global utility function, 

al fine di descrivere l’utilità che un dato decision maker trae dall’acquisto di un dato 

bundle di prodotti nel corso di uno shopping trip.  Nello specifico, l’utilizzo di tale 

funzione implica che la scelta di ciascun item del bundle finale, ovvero del carrello della 

spesa, dipenda dagli altri items. In altre parole, il modello sviluppato dagli autori, sulla 

base di questa specificazione dell’utilità, abbraccia il concetto di cross-category 

dependence, sinora discusso. Il livello di dettaglio dell’analisi, in questo caso, si fermò 

alla categoria. Nello specifico, gli autori misero in evidenza che, ignorando i cross-

category effects non solo il fit del modello risulta inficiato, bensì le stime stesse per i 

parametri che sintetizzano i cosiddetti direct-effects risulterebbero scorrette dal punto di 

vista statistico. 

 

In conclusione, preme ricordare che, in tutti gli studi sopra esposti, l’utilizzo del 

multivariate logit model, qui oggetto di interesse, è da ricondurre ai metodi esplicativi per 

la conduzione della MBA. Infatti, in tutti i casi, la specificazione del modello, si fonda 

sul cosiddetto RUT framework.. Grazie a quest’ultimo, gli autori poterono inserire le 

variabili del marketing mix, le quali per l’appunto, contribuiscono a fornire una 

spiegazione dell’esistenza della cross-category dependence, oggetto d’interesse del 

modello in questione. 
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CAPITOLO 5- Il “Bakery dataset” 

5.1- Descrizione del dataset 

Il  dataset cui si farà riferimento nel proseguo è stato reso disponibile on-line da due 

studenti del college di Ingegneria della California Polytechnic State Univerisity in data 1 

aprile 2009.  

On-line sono disponibili quattro distinte versioni del dataset, aventi dimensione 

differente: 1.000, 5.000, 20.000 e 75.000. Per scopi didattici si è ritenuto conveniente 

l’utilizzo del terzo dataset, ovvero quello che presenta 20.000 record. 

 

Il dataset utilizzato raccoglie le vendite registrate in venti store nel corso dell’anno 2000. 

Ciascuno store fa parte di una catena, che verrà indicata in seguito con la dicitura originale 

“Bakery Chain”. Dato i dati a disposizione sono relativi a store facenti parte di una catene, 

i prezzi applicati ai prodotti in vendita sono gli stessi. Allo stesso modo, l’assortimento 

dei prodotti risulta identico ed è composto da cinquanta items, suddivisi in diciotto 

categorie, cui si farà riferimento in seguito.  

Si tratta di un dataset binario funzionale all’estrazione delle regole associative, pertanto 

assume la forma di una tabella con 20.000 righe e 50 colonne, equivalenti per l’appunto 

al totale delle transazioni registrate e al totale degli items in vendita, rispettivamente. 

All’interno della tabella si possono incontrare due valori soltanto: 0 e 1. Il valore 0 indica 

l’assenza dell’item k-esimo all’interno della transazione i-esima, al contrario, il valore 1 

sta ad indicare che nella transazione i-esima è stato acquistato l’item k-esimo.  

Ciascuna transazione corrisponde ad un dato acquirente, per il quale tuttavia non vi sono 

informazioni a disposizione. Ciò nonostante, cinque distinte categorie di informazioni 

vanno ad arricchire i dati utilizzati: 

� Relative alla location. 

� Relative ai lavoratori all’interno del negozio. 



116 

 

� Descrittive dell’item in vendita. 

� Relative alle quantità vendute. 

� Relative alla singola transazione. 

 

Per quanto concerne la prima categoria di informazioni, occorre specificare che le vendite 

sono state registrate in venti store localizzati in cinque diversi stati. Ciascuna transazione 

è pertanto riconducibile ad una data location così specificata: 

� City: città presso la quale lo store è localizzato. 

� State: stato presso il quale lo store è localizzato. 

� Zip: codice postale della città presso la quale lo store è localizzato. 

� Street: Via presso la quale lo store è localizzato. 

� StoreNum: numero associato allo store. 

Vi sono poi delle informazioni relative ai dipendenti impiegati presso gli store: 

� Last: cognome del dipendente. 

� First: nome del dipendente. 

� HireDate: data di assunzione. 

� FireDate: data di licenziamento. 

� Position: ruolo del dipendente all’interno del negozio (tre tipologie di dipendenti: 

manager, barista, cassiere) 

� Fulltime: vero se lavoratore a tempo pieno, falso se part-time. 

� EmpID: numero associato al dipendente. 

Complessivamente, cinquanta è il numero di dipendenti che ha lavorato per la catena di 

negozi in questione nel periodo in cui sono stati raccolti i dati. Occorre specificare che, a 

fronte della mancanza dell’associazione di questi dati ad una singola transazione, risulta 

impossibile utilizzarli per ulteriori analisi. Infatti, viene semplicemente data indicazione 

dello store presso il quale il lavoratore è impiegato, senza specificare le transazioni 

registrate dallo stesso. 
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La terza tipologia di informazioni fornisce una descrizione esaustiva degli items presenti 

nell’assortimento del negozio: 

� Id: numero associato all’item. 

� Flavor: Tipologia/variante dell’item. 

� Food: categoria cui appartiene l’item. 

� Price: prezzo di vendita dell’item in dollari americani. 

� Type: macro-categoria di appartenenza (food o drink). 

A completamento di queste informazioni dettagliate sul singolo item, vengono 

separatamente fornite le quantità di items acquistate durante ciascuna transazione. 

Infine, per quanto concerne l’ultima categoria di informazioni aggiuntive, risulta 

importante mettere in evidenza che, con riferimento alla singola transazione, l’assenza o 

presenza degli items in vendita è accompagnata dalle seguenti indicazioni: 

� ReceiptNumber: ID associato alla transazione. 

� Saledate: Data in cui è stata registrata la transazione, ovvero la vendita. 

� Weekend: vero se la transazione è stata registrata nel weekend (sabato o 

domenica), falso altrimenti. 

� isCash: vero se il cliente ha pagato in contanti, falso se ha pagato con carta di 

credito.  
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5.2- Il dataset nel dettaglio 

5.2.1- La location 

Come accennato in precedenza i venti store presso i quali sono state registrate le 20.000 

transazioni, sono localizzati in cinque diversi stati negli USA: California (CA), 

Washington (WA), Nevada (NV), Arizona (AZ), Oregon (OR). Tutti e cinque gli stati si 

trovano sulla costa occidentale che da sull’Oceano Pacifico. Di seguito viene riportata la 

percentuale di store localizzati in ciascuno degli stati sopra menzionati rispetto al totale. 

 

Figura 5.1: Distribuzione percentuale di store per stato. 

 
Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

Come si evince dal grafico a torta sopra riportato, gli store presso i quali sono state 

registrate le vendite non risultano omogeneamente distribuiti tra i cinque stati. In 

particolate, il 60 % degli store, ovvero dodici store su venti, risultano localizzati nello 

stato della California. Tre negozi si trovano nella città di San Francisco. Al contrario, 

solamente uno store su dodici è localizzato nello stato dell’Oregon. In Nevada e 

Washington vi è lo stesso numero di store, ovvero il 10% sul totale; infine, in Arizona 

sono localizzati tre degli store della catena.  

60%

10%

10%

15%

5%

DISTRIBUZIONE PERCENTUALE DI 
STORE PER STATO
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5.2.2- I dipendenti 

Di seguito vengono presentati due grafici a barre riassuntivi della posizione lavorativa dei 

dipendenti, sia in termini di ruolo svolto che in termini di contratto di lavoro posto in 

essere con la catena. 

Figura 5.2: Ruolo del dipendente. 

 
Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

Per quanto concerne il ruolo, si può affermare che oltre il 60% dei dipendenti della catena 

è un manager e, ragionevolmente, si occupa della gestione concreta del negozio, oltre che 

della vendita diretta ai clienti.  

Figura 5.3: Lavoratori full time vs part time. 

 
Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

Infine, come si può notare dal grafico sopra riportato, l’88% dei lavoratori impiegati 

presso la catena di negozi lavora a tempo pieno. 

manager; 62%

cassiere; 22%
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5.2.3- Le transazioni 

Tabella 5.1: Distribuzione delle vendite per mese. 

Mese 
Numero di 

vendite 
Gennaio 19.068 
Febbraio 74 
Marzo 70 
Aprile 85 
Maggio 83 
Giugno 92 
Luglio 80 
Agosto 74 
Settembre 105 
Ottobre 87 
Novembre 103 
Dicembre 79 
TOTALE 20000 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

Come si evince dalla tabella sopra riportata le vendite registrate durante l’anno 2000 

risultano fortemente concentrate nel mese di gennaio, nel quale sono state registrate circa 

il 95% delle transazioni totali. Data la distribuzione fortemente disomogenea delle 

transazioni a disposizione, è stata esclusa la possibilità di condurre un’analisi temporale 

volta a cogliere differenze significative (ad esempio distinti patterns d’acquisto), in 

termini di vendite, tra i diversi mesi e/o periodi temporali. 

Figura 5.4: Distribuzione settimanale delle vendite. 

 
Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

Durante la settimana Weekend

69,30%
30,70%

Vendite durante la settimana vs 
nel weekend
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Il 70% circa delle transazioni oggetto di interesse è stato registrato durante la settimana, 

ovvero da lunedì a venerdì. Il restante 30%, al contrario, corrispondente a circa 6.000 

transazioni, è attribuibile ai weekend. Considerando che i giorni della settimana sono in 

totale sette e solo due di questi formano ciò che in questa sede viene indicato con la parola 

“weekend”, è possibile affermare che, in proporzione, le vendite sono maggiormente 

sostenute durante il weekend. Infatti, in un giorno durante la settimana, si registra 

mediamente il 14% delle vendite settimanali, per contro, questo dato vede un incremento 

pari ad un punto percentuale in un giorno del weekend. 

 

Figura 5.5: Modalità di pagamento. 

 
Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 

Nel grafico sopra riportato è evidente che la modalità di pagamento privilegiata dai clienti 

della West Coast è la carta di credito. Infatti, solamente il 34% circa degli acquisti è stato 

effettuato in contanti. Al fine di indagare l’eventuale esistenza di una modalità di 

pagamento preferita a seconda del periodo cui si fa riferimento nell’arco di una settimana, 

è stata costruita la tabella di contingenza sotto riportata. Quest’ultima incrocia per 

l’appunto le informazioni relative al giorno in cui è stato effettuato l’acquisto con quelle 

afferenti la modalità di pagamento utilizzata dal customer del negozio. 

contanti carta di credito

33,80%

66,22%

pagamenti in contanti vs con 
carta di credito
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Tabella 5.2: Tabella di contingenza per giorno di acquisto e modalità di pagamento. 

giorno d'acquisto/mod. di pagamento 0 1 

0 9.130 4.735 13.865 
1 4.115 2.020 6.135 

 13.245 6.755 20.000 
Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 

Si noti che la variabile dicotomica “giorno d’acquisto” assume valore 1 se l’acquisto è 

stato effettuato durante la settimana, 0 altrimenti. Allo stesso modo la variabile binaria 

“modalità di pagamento” assume valore 1 se il pagamento è stato fatto in contanti, 0 se, 

al contrario, il cliente ha utilizzato la carta di credito per completare la transazione. Come 

si evince dalla tabella, indipendentemente dal periodo cui si fa riferimento nell’arco 

settimanale, la modalità di pagamento preferita dai clienti rimane la carta di credito. 

 

Infine, si ritiene importante precisare che, a completamento delle informazioni aggiuntive 

sulle singole transazioni sopra riportate, è stata creata una variabile rappresentante le 

vendite a valore. Quest’ultima è stata ottenuta dalla moltiplicazione tra quantità acquistate 

di ciascun item durante un dato shopping trip e il relativo prezzo. La creazione di questa 

variabile è motivata dall’utilità ai fini delle analisi che verranno fatte sul dataset. 
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5.3- I metodi utilizzati per analizzare il dataset 

 

A completamento di questo capitolo descrittivo, preme mettere in evidenza che, a fronte 

dei limiti posti dai dati a disposizione, si è scelto di ricorrere a tre tipologie di analisi per 

condurre la MBA. Di queste, due sono riconducibili al gruppo dei metodi esplorativi, 

mentre l’altra appartiene a quello dei metodi esplicativi. Nello specifico, i metodi 

esplorativi utilizzati sono le pairwise associations e le regole associative; quello 

esplicativo è l’analisi di regressione. Per quanto concerne i primi, si può affermare che 

attraverso la scoperta delle cosiddette pairwise associations viene utilmente operata una 

prima analisi di carattere generale sul dataset, la quale è circoscritta al livello delle 

categorie di prodotto. Per converso, attraverso l’estrazione delle regole associative, il 

focus si sposta dalla categoria di prodotto al singolo item all’interno della stessa. Per ovvi 

motivi, il livello di dettaglio, in termini di analisi, che si ottiene attraverso l’estrazione 

delle regole associative, è di gran lunga maggiore. Per questo motivo, verranno in prima 

istanza presentate le pairwise associations e, in seguito, le regole associative estratte. 

Infine, verrà operato un confronto tra le due analisi al fine di saggiare il grado di coerenza 

tra i risultati ottenuti. 

 

Come è emerso dalla revisione della principale letteratura relativa alla MBA, i metodi 

esplorativi, a differenza di quelli esplicativi, non consentono l’inclusione all’interno 

dell’analisi delle cosiddette variabili del marketing mix, di forte interesse per gli analisti 

di marketing. Per questo motivo, è stata ritenuta utile l’inclusione di uno dei metodi 

esplicativi presentati inizialmente, ovvero l’analisi di regressione. La mancata 

applicazione degli altri metodi esplorativi è di fatto riconducibile alla mancanza di 

informazioni relativi al customer piuttosto che al singolo articolo acquistato. 

Infine, si ritiene importante precisare che l’obiettivo del presente progetto di tesi è quello 

di presentare un procedimento logico, funzionale ad analizzare i dataset che popolano il 

food retail environment. In altre parole, l’intento è quello di fornire una sorta di scaletta 
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ideale, funzionale a guidare l’analista lungo i diversi step necessari per la corretta 

applicazione dei diversi metodi sin’ora citati. In particolare, questo procedimento verrà 

enfatizzato per il secondo dei metodi esplorativi utilizzati. Infatti, quando di tratta di 

estrarre delle regole associative da un dataset risulta necessario operare delle correzioni 

piuttosto che delle analisi specifiche, funzionali al corretto mining delle regole e, 

contestualmente, alla corretta interpretazione delle stesse. 
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CAPITOLO 6- Analisi del dataset 

6.1- Le pairwise associations 

6.1.1- Descrizione delle categorie 

Quando, nell’ambito del food retailing, si parla di categoria di prodotto, il riferimento è 

a quell’insieme di prodotti accomunati dall’appartenenza alla stessa classe merceologica, 

ad esempio i prodotti da forno piuttosto che quelli igienico-sanitari. L’assortimento dei 

negozi appartenenti alla catena qui oggetto di studio include solamente prodotti da forno 

e qualche bevanda, pertanto ai fini dell’analisi qui oggetto di interesse sono state definite 

delle sotto-categorie all’interno della macro-categoria dei prodotti da forno. Sono state 

così individuate 18 categorie di prodotti che vengono di seguito proposte congiuntamente 

al numero di transazioni in cui ciascuna di essa è stata acquistata e alla percentuale rispetto 

al totale. 

Si noti che, dato che il numero massimo di items acquistati durante uno shopping trip è 

pari ad otto, le categorie coinvolte in una transazione saranno verosimilmente più di una. 

Pertanto, la somma delle transazioni sopra citate non corrisponde al totale delle 

transazioni presenti nel dataset. Parimenti, le percentuali riportate, se sommate, non 

restituiscono il 100% in quanto, ciascuna di esse, singolarmente, è stata rapportata al 

totale. 
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Tabella 6.1: Le categorie di prodotto presenti nel dataset.  

Categorie Numero di transazioni in cui la 
categoria è stata acquistata 

Percentuale di 
transazioni sul 

totale 
Tart 11878 59,4% 
Cake 8791 44,0% 
Cookie 7745 38,7% 
Croissant 5790 29,0% 
Danish 3867 19,3% 
Eclair 3764 18,8% 
Coffee 3633 18,2% 
Lemonade 2163 10,8% 
Juice 1848 9,2% 
Meringue 1687 8,4% 
Frappuccino 1535 7,7% 
Pie 1483 7,4% 
Twist 1463 7,3% 
Water 1443 7,2% 
Espresso 1422 7,1% 
Soda 1306 6,5% 
Tea 1243 6,2% 
Bear Claw 885 4,4% 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 

Come si evince dalla tabella sopra riportata in circa il 60% delle transazioni è stata 

acquistata la categoria “Tart”, la quale, pertanto, è quella ad essere stata più 

frequentemente acquistata. All’opposto, la categoria di prodotto che è stata acquistata con 

minor frequenza è quella denominata “Bear Claw”; infatti, questa è stata registrata in sole 

885 transazioni sulle 20000 totali.  

Occorre specificare che, il maggior/minor numero di transazioni in cui è presente una data 

categoria è, in realtà, fortemente influenzato dal numero di items inclusi nella stessa. A 

fronte di tale constatazione, vengono di seguito presentate tutte le varianti in vendita per 

ciascuna sotto-categoria di prodotto sopra menzionata. 
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Tabella 6.2: Varianti di prodotto (1).  

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 

Tabella 6.3: Varianti di prodotto (2). 

 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 

Tart  Cake Cookie Croissant Danish Eclair  Coffee Lemonade 

Almond Chocolate Ganash Almond Apricot Chocolate Hot Lemon 

Apple Lemon Gongolais Apple Apple Coffee Chocolate Raspberry 

Apricot Casino Raspberry Apricot Blueberry Vanilla   

Berry Opera Lemon Cheese     

Blackberry Strawberry Marzipan Chocolate     

Chocolate Truffle Tuile      

Cherry Napoleon Walnut      

Lemon        

Pecan        

Juice Meringue Frappuccino Pie Twist Water Espresso Soda Tea Bear Claw 

Orange Chocolate Vanilla Apple Almond Bottled Single Cherry Green Almond 

 Vanilla         
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Come si può facilmente osservare dalle figure sopra riportate, la categoria con il maggior 

numero di items è quella denominata “Tart”, la quale include dieci differenti varianti di 

prodotto. Seguono, con sei prodotti ciascuna, le categorie “Cake” e “Cookie”. La catena 

di negozi offre cinque diverse varianti di “Croissant”. Le altre categorie includono da tre 

ad una variante di prodotto. Si noti, infine, che otto delle diciotto categorie di prodotto 

sopra riportate, appartengono alla macro-categoria delle bevande. 

Al fine di facilitare la comprensione delle categorie qui oggetto d’interesse, viene di 

seguito fornita una breve descrizione per quelle la cui denominazione non consente 

l’immediata identificazione del tipo di prodotto in questione. 

o “Danish”:  dolce tipico danese a base di farina di grano, burro, latte, uova e lievito. 

o “Eclair”:  pasticcino dalla forma allungata di origine francese fatto con pasta 

choux, riempito di crema e glassato. 

o “Twist”:  sfoglia dalla forma attorcigliata. 

o “Bear Claw”:  dolce tipico della tradizione danese, le cui origini risalgono agli 

anni ’20 negli USA. Si tratta di un dolce dalla forma irregolare, la cui forma 

richiama gli artigli di un orso, aromatizzato alla mandorla e lievitato. 
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6.1.2- L’analisi: costruzione delle tabelle di contingenza e 

calcolo degli ODDS 

 

Ai fine dell’analisi qui oggetto di studio, sono state analizzate otto categorie di prodotto 

sulle diciotto totali. Segnatamente, sono state considerate le categorie registrate nel 

maggior numero di transazioni (vedi Tabella 6.1). Nello specifico, nell’effettuare la scelta 

delle categorie si è scelto come valore discriminante il 10%. In altre parole, le categorie 

registrate in meno di 2.000 transazioni non sono state considerate ai fini dell’analisi qui 

oggeto d’interesse. Un ulteriore motivo per cui è stata considerata solamente una 

selezione delle categorie ai fini di questa prima analisi è legata al numero consistente di 

tabelle di contingenza che dovrebbero essere costruite qualora tutte le categorie venissero 

considerate. 

Per l’individuazione delle cosiddette “pairwise associations” sono state costruite 

ventotto19 tabelle di contingenza, pari al numero totale di possibili coppie delle otto 

categorie considerate.  

 

Di seguito, a titolo esemplificativo, vengono presentate tre distinte tabelle di contingenza, 

così come il calcolo degli Odds condizionati e dell’Odds ratio (per le altre tabelle di 

contingenza, con relativi Odds Ratios, vedi Appendice B). Le tabelle di contingenza 

selezionate rappresentano tre differenti tipologie di rapporti tra le coppie di categorie di 

prodotto. Nello specifico, di complementarietà, sostituzione ed indipendenza. 

 

 

 

 

                                                 
19 Ventotto è il numero di combinazioni ottenute dalle otto categorie ed è così calcolato: 
#	�� !" �#�"$�	 %&!'�(�	��	)	�	"..%--�	�*	$	�

#	!%)&,-*#�"$�	��	)	�	"..%--�      �    
�∗�
�! = 28 
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Tabella 6.4: Tabella di contingenza per “Cookie-Lemonade”. 

 Lemonade Lemonade 

Cookie 1181 6564 7745 
Cookie 982 11273 12255 

 2163 17837 20000 
Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 

Come si evince dalla tabella sopra riportata le categorie “Cookie”  e “Lemonade” sono 

state acquistate congiuntamente in 1.181 transazioni sulle 20.000 totali. Al contrario, 

11.273 volte su 20.000 né l’una né l’altra categoria è stata registrata. Grazie alle 

informazioni contenute in una tabella di contingenza, risulta possibile calcolare, in prima 

istanza, gli Odds condizionati, e, in seconda battuta, l’Odds Ratio.  

Di seguito, viene data separata indicazione degli Odds sopra menzionati con relativa 

interpretazione. 

ODDS(Cookie | Lemonade =1) = 
����/����
���/����  = 1,20 

 

La probabilità che le due categorie vengano acquistate congiuntamente è 1,2 volte più 

grande rispetto alla probabilità che venga acquistata solamente la categoria “Lemonade”. 

ODDS(Cookie | Lemonade =0) = 
����/�����
�����/����� = 0,58 

 

La probabilità che venga acquistata solamente la categoria “Cookie” è circa 0,6 volte più 

piccola della probabilità che nessuna delle due categorie venga registrata. 

ODDS RATIO= 
�,�

,�� = 2,07 

 

La probabilità che vengano acquistate le categorie “Cookie”  e “Lemonade” è circa il 

doppio rispetto al caso in cui una delle due non venga acquistata. In altre parole, la 
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probabilità che le due categorie vengano acquistate congiuntamente, durante un dato 

shopping trip, è doppia rispetto alla probabilità di acquisto disgiunto. In base alle 

considerazioni sin qui fatte, è possibile affermare che queste categorie sono tra loro 

complementari. 

 

Tabella 6.5: Tabella di contingenza per “Cake-Croissant”. 

 

Odds(Cake | Croiss.=1) = 
����/���

��
�/���
= 0,48 

Odds(Cake | Croiss.=0)= 
��
�/����

��
�/����
= 0,94 

Odds Ratio = 

,��

,�� = 0,51 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Cake” venga acquistata congiuntamente alla categoria 

“Croissant” è la metà della probabilità che le due categorie vengano acquistate 

separatamente. Pertanto le due categorie in questione sono da considerarsi tra loro 

sostitute. 

 

Tabella 6.6: Tabella di contingenza per “Coffee-Tart”. 

 

Odds(Coffee |Tart=1)=
����/�����
����/�����= 0,23 

Odds(Coffee | Tart=0) =
����/����
���
/����=0,21 

Odds Ratio = 

,��

,�� = 1,09 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Coffee” venga acquistata congiuntamente alla categoria 

“Tart” è circa pari alla probabilità che le due categorie vengano acquistate separatamente. 

Quando l’Odds Ratio assume valore pari a uno, o comunque molto vicino, è possibile 

affermare che esiste un rapporto di indipendenza tra le categorie. 

 Croissant Croissant 

Cake 1888 6903 8791 
Cake 3902 7307 11209 

 5790 14210 20000 

 Tart Tart 

Coffee 2221 1412 3633 
Coffee 9657 6710 16367 

 11878 8122 20000 
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6.1.3- I risultati dell’analisi 

Attraverso l’analisi delle ventotto tabelle di contingenza sono emersi tre distinti rapporti 

tra le coppie di categorie di prodotto considerate. Nello specifico, sono emersi: 

� Rapporti di indipendenza: corrispondenti ad un Odds Ratio pari a 1. 

� Rapporti di sostituzione: quando l’Odds Ratio assume valori inferiori ad 1. 

� Rapporti di complementarietà: quando l’Odds Ratio è maggiore di 1. 

Le categorie che risultano tra loro indipendenti sono: “Cake-Coffee”, “Coffee-Tart” e 

“Croissant-Tart”. Infatti, gli Odds Ratios calcolati sono pari a 1,03, 1,09 e 1,06, 

rispettivamente. Considerando, a titolo esemplificativo, la prima coppia di categorie, è 

possibile affermare che, a fronte del rapporto di indipendenza che le lega, l’eventuale 

promozione della categoria “Cake” non sarebbe seguita da una variazione delle vendite 

della categoria “Coffee”. 

 

Diciotto coppie di categorie sono tra loro sostitute. Di seguito, a fronte dell’elevato 

numero di categorie così relazionate, viene presentato un elenco delle stesse, con relativi 

Odds Ratios: 

- “Cake-Cookie”= 0,81 

- “Cake-Croissant”= 0,51 

- “Cake-Eclair”= 0,54 

- “Cake-Lemonade”= 0,61 

- “Cake-Tart”= 0,61 

- “Coffee-Cookie”= 0,43 

- “Coffee-Danish”= 0,41 

- “Coffee-Lemonade”= 0,52 

- “Cookie-Croissant”= 0,6 

- “Cookie-Danish”= 0,58 

- “Cookie-Eclair”= 0,58 

- “Cookie-Tart”= 0,49 

- “Croissant-Eclair”= 0,61 

- “Croissant-Lemonade”= 0,72 

- “Danish-Eclair”= 0,56 

- “Danish-Lemonade”= 0,63 

- “Eclair-Lemonade”= 0,64 

- “Lemonade-Tart”= 0,47 
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Dato che la presenza di indipendenza dipende dall’assunzione da parte dell’Odds Ratio 

del valore uno, più ci si allontana da questo valore, più forte diventa il rapporto di 

dipendenza tra le categorie considerate, sia esso positivo, ovvero di complementarietà, o 

negativo, ovvero di sostituzione. Di conseguenza, con riferimento alle coppie sopra 

riportate, un valore più piccolo dell’Odds Ratio sta ad indicare un rapporto di sostituzione 

più accentuato. 

Dal punto di vista delle iniziative di marketing, è possibile affermare che, la promozione 

di una delle categorie comporterebbe una riduzione delle vendite della categoria della 

coppia non in promozione. Infatti, quando vi è un rapporto di sostituzione, la promozione 

di una categoria comporta l’aumento delle vendite della stessa e, contestualmente, una 

riduzione delle vendite della categoria ad essa sostituta. 

 

Infine, considerando l’ultima tipologia di legame tra le categorie, ovvero quello di 

complementarietà, sono state individuate sette distinte coppie di categorie 

complementari. Vengono di seguito raffigurate tali coppie di categorie con relativi Odds 

Ratios. 

 

Figura 6.1: Categorie complementari con relativi Odds Ratios. 

 

 

 

 

 

 

 

 

 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

Tart 

Croissant Cake 

Danish 

Coffee 

Eclair 

Cookie Lemonade 

1,21 

1,31 

1,60 

2,07 

1,28 

2,03 

1,82 
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Quando esiste un legame di complementarietà tra categorie, risulta opportuno ricorrere 

alla promozione di una sola delle categorie in questione. Non è, infatti, necessaria la 

promozione congiunta, in quanto promuovendo una categoria aumentano sia le vendite 

della categoria in promozione, che della sua complementare. 

Nello specifico, grazie alla presenza di categorie complementari in assortimento è 

possibile beneficiare di un vantaggio di costo, in quanto per stimolare le vendite delle due 

categorie è sufficiente sostenere i costi per un’unica attività promozionale. 

Preme, infine, ricordare che l’analisi presentata in questo paragrafo è di mero carattere 

generale. Al fine di raggiungere un livello di dettaglio maggiore è, infatti, necessario 

approfondire l’origine delle relazioni sopra citate. Ciò risulta possibile attraverso il 

passaggio dall’analisi delle categorie a quella dei singoli items, la quale verrà esposta nel 

paragrafo successivo. 
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6.2- Le regole associative 

6.2.1- Introduzione al procedimento e al dataset utilizzati 

Occorre innanzitutto specificare che è stato utilizzato il programma R ai fini dell’analisi 

del dataset. 

Nei paragrafi successivi vengono presentati i diversi steps nei quali si articola il 

procedimento di estrazione delle regole associative da un dataset binario. 

Preme ricordare che, in questa sede, il dataset oggetto d’interesse contiene informazioni 

relative alle transazioni registrate presso diversi stores operanti nell’ambito del food 

retaling. In altre parole, si tratta del dataset tipicamente utilizzato per la conduzione della 

MBA. Ciò nonostante, come già accennato nel relativo capitolo introduttivo, le regole 

associative hanno trovato applicazione, nel corso degli anni, in diversi campi. In tal senso, 

a seconda del dataset utilizzato e, in particolare, dell’ambito di applicazione di 

riferimento, le analisi possono assumere una diversa connotazione, dovendo per l’appunto 

essere adattate alla tipologia di dati e/o informazioni disponibili. 

 

Il dataset a disposizione, la cui dimensione originaria era di 20.000x50, con 20.000 

numero di transazioni registrate e con 50 numero di items in vendita, è stato arricchito di 

nove variabili. Pertanto, la dimensione definitiva del dataset analizzato è di 20.000x59. 

Al fine di estrarre le regole associative, R richiede che le variabili binarie e nominali 

vengano convertite in variabili logiche e fattoriali, rispettivamente. Di seguito vengono 

presentate le tre variabili nominali aggiunte al dataset e successivamente trasformate in 

fattoriali ai fini dell’estrazione delle regole associative. 

 

• Location: assume cinque valori. CA= stores localizzati in California, WA= stores 

localizzati nello stato di Washington, AZ= stores localizzati in Arizona, NV= 

stores localizzati nello stato del Nevada, OR= stores localizzati in Oregon. Questa 

variabile indica, in altre parole, dove è stata registrata la transazione i-esima. Da 
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questa variabile sono state create cinque variabili fattoriali, una per ciscuno dei 

valori assunti dalla variabile nominale location. 

• Weekend: indica se la transazione è stata registrata nel weekend o durante la 

settimana. Da questa variabile sono state create due variabili fattoriali. 

• IsCash: indica il metodo di pagamento utilizzato per ciascuna transazione. Da 

questa variabile sono state create due variabili fattoriali. 

 

Di seguito vengono brevemente riportate le nove variabili fattoriali ottenute dalle tre 

sopra esposte: 

• CA: 1 se la transazione è stata registrata in uno store della California, 0 altrimenti. 

• WA: 1 se la transazione è stata registrata in uno store dello Stato di Washington, 

0 altrimenti. 

• AZ: 1 se la transazione è stata registrata in uno store dell’Arizona, 0 altrimenti. 

• NV: 1 se la transazione è stata registrata in uno store dello Stato del Nevada, 0 

altrimenti. 

• OR: 1 se la transazione è stata registrata in uno store dell’Oregon, 0 altrimenti. 

• Purchase_period=Weekend: 1 se la transazione è stata registrata durante il 

weekend, 0 altrimenti. 

• Purchase_period=Weekday: 1 se la transazione è stata registrata nel corso della 

settimana, 0 altrimenti. 

• Payment=Cash: 1 se il metodo di pagamento della transazione sono stati i 

contanti, 0 altrimenti. 

• Payment=Credit Card: 1 se il metodo di pagamento della transazione è stata la 

carta di credito, 0 altrimenti. 

 

In seguito alla trasformazione delle variabili, sono stati utilizzati dei comandi funzionali 

a consentire la lettura del dataset come un insieme di transazioni. Di seguito, si riportano 

brevemente le principali caratteristiche del dataset oggetto di interesse. 
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> summary(data.transactions)        

transactions as itemMatrix in sparse format with    

    

20000 rows (elements/itemsets/transactions) and      

59 columns (items) and a density of 0,1111271     

most frequent items:        

Purchase.period=Weekday  Payment=Credit card  Location=CA  

     13865     13245      12003  

Payment=Cash    Purchase.period=Weekend         (Other)  

     6755       6135      79127 

     

element (itemset/transaction) length distribution:     

sizes        

4 5 6 7 8 9 10 11 

934 3612 6570 4555 2305 1044 587 393     

Min. 1st Qu. Median   Mean   3rd Qu.  Max.   

  4    6      6     6,56    7     11  

 

Preme porre in evidenza il fatto che, i cosiddetti “most frequent items” sopra indicati 

corrispondo ad alcune delle variabili aggiunte al dataset di partenza. In seguito, verranno 

presentati gli items più frequenti tenendo in considerazione i soli items in vendita, i quali 

costituiscono l’oggetto di interesse principali dell’analisi. 

Infine, R fornisce una descrizione della distribuzione della lunghezza delle transazioni. In 

particolare, la lunghezza minima è pari a 4, mentre quella massima è pari a 11. Inoltre, è 

possibile affermare che, in media, le transazioni registrate corrispondono, nel dataset 

generato, a righe di lunghezza 6 circa. 
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6.2.2- Introduzione al lift: una misura d’interesse 

A questo punto della trattazione risulta utile introdurre il concetto di lift , in quanto verrà 

largamente utilizzato nel proseguo. Il lift  è una delle misure di interesse di una regola 

associativa, tra le tante introdotte in letteratura. La scelta di utilizzare questa metrica, 

rispetto ad altre, è fondata sull’appurata capacità della stessa di saggiare il grado di 

interesse delle associazioni generate a partire da un dato dataset. 

La ratio alla base dell’utilizzo del cosiddetto lift è da ricondurre ad un problema che 

affligge la confidenza della regola e, quindi, in termini generali, il framework del supporto 

e della confidenza della regola. Nello specifico, posto che la confidenza della regola è 

così calcolata: 

conf (A,B)= 
7(�	�	�)
7(�)  

risulta evidente che questa misura non tiene conto del supporto di B, ovvero di quello che 

si è soliti indicare come il conseguente della regola. A fronte di questa omissione, ne 

deriva che, alcune regole associative, pur avendo confidenza elevata, ovvero quando 

f(AUB) è molto vicino a f(A), risultano in realtà poco interessanti. In particolare, il 

riferimento è a quelle regole per le quali il supporto del conseguente è maggiore della 

confidenza della regola. A titolo esemplificativo, si consideri la seguente tabella a doppia 

entrata: 

Tabella 6.7: Problema del support-confidence framework: esempio. 

 uomo donna  

è manager 150 50 200 

non è manager 650 150 800 

 800 200 1.000 

Fonte: Ns. dati. 

 

Si consideri, ad esempio, la seguente regola associativa: 

“è manager” - > “è un uomo” 



139 

 

Il supporto della regola è pari a 
��

�


= 15%, mentre la confidenza è pari a 

��

�

= 75%.  

Si consideri ora il supporto del conseguente della regola, ovvero il numero di uomini sul 

totale degli indagati. Esso è pari a 
�


�


= 80%.  

La regola afferma che, se il soggetto indagato svolge la professione del manager, con 

probabilità pari 0,75, è di sesso maschile. Tuttavia, se si considera che l’80% delle unità 

statistiche sono uomini, la regola risulta fuorviante. Per ovviare a questa problematica, è 

stato introdotto il concetto di lift  che viene così calcolato: 

Lift (A->B)= 
("$7(�→�)
 ,!!(�)  

Esso, pertanto, è dato dal rapporto tra confidenza della regola A->B e il supporto di B, 

ovvero del conseguente. Per le variabili binarie il lift  è equivalente al cosiddetto Interest 

Factor ed è così definito: 

I (A->B)= 
 ,!!(�,�)

 ,!!(�) ,!!(�) 

Si dimostra20 facilmente che quanto riportato sopra equivale a: 

I (A->B)= 
�)(�|�)
�)(�)  

 

Il lift  della regola sopra riportata è quindi pari a 

,��

,� = 0,9375 

 

Ai fini dell’interpretazione del lift si ricordi che: 

Siano A e B due eventi indipendenti, la probabilità che si verifichino congiuntamente è 

così definita: 

P (AUB)= P(A)P(B) 

                                                 
20 I (A->B)= 

 ,!!(�,�)
 ,!!(�) ,!!(�)= 

7(���)/�
�(�)
� 	∗	�(�)

�
=  

�(���)
�(�)  * 

�
�(�) 

   I (A->B)= 
�)(�|�)
�)(�) = 

7(���)/7(�)
7(�)/� = 

�(���)
�(�)  * 

�
�(�) 

Di qui: 
 ,!!(�,�)

 ,!!(�) ,!!(�)	=	
	�)(�|�)
�)(�)  
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Pertanto, se il lift  è così esplicitato: 

I (A->B)= 
 ,!!(�,�)

 ,!!(�) ,!!(�) 

la sua interpretazione è agevole. In particolare. 

� Se supp(A,B)=supp(A)*supp(B), ovvero se il lift  assume valore 1, A e B si dicono 

indipendenti. 

� Se supp(A,B) è > supp(A)*supp(B),  ovvero se il lift  assume valori maggiori di 

uno, A e B sono positivamente correlati. 

� Se supp(A,B) è < supp(A)*supp(B), ovvero se il lift assume valori minori di uno, 

A e B sono negativamente correlati. 

 

Ciò nonostante, anche il lift , come misura di interesse per le regole associative, è gravato 

da un principale problema, ovvero la simmetria. Si consideri la regola simmetrica a quella 

considerata in precedenza nell’esempio proposto: 

“è uomo -> è manager” 

Il supporto della regola è pari a 
��

�


= 15%, mentre la confidenza è pari a 

��

�

= 18,75%. Il 

supporto del conseguente della regola è pari al 20%. Il lift  è dato da 

,����

,�   ed è pari a 

0,9375. I valori di lift  trovati sono esattamente coincidenti, a dimostrazione del carattere 

simmetrico del lift ; al contrario, i valori assunti dalla confidenza della regola differiscono 

significativamente. 

Preme, infine, mettere in evidenza che, nonostante la simmetria che contraddistingue il 

lift , si è scelto di utilizzarlo come misura di interesse, tanto per gli item sets frequenti 

quanto per le regole associative, in quanto, nei diversi studi condotti in materia, risulta tra 

le metriche più utilizzate per l’analisi qui oggetto d’interesse. In questi termini, si spiega 

dunque la scelta del lift  come misura funzionale ad individuare gli item sets frequenti più 

rilevanti, così come le regole associative più interessanti. 

 



141 

 

6.2.3- L’estrazione di item sets frequenti 

Prima di procedere all’estrazione delle regole associative, risulta utile individuare i 

cosiddetti item sets frequenti, ovvero insiemi di items aventi supporto superiore alla soglia 

definita dall’analista (supp min).  

L’algoritmo utilizzato per l’estrazione degli item sets frequenti così come delle regole 

associative è l’algoritmo Apriori, tra i primi ad essere stato utilizzato a tale scopo. 

In particolare, gli item sets frequenti individuati dall’algoritmo vengono poi utilizzati 

dallo stesso per la generazione delle regole associative. Ragionevolmente, infatti, saranno 

gli items ad essere stati acquistati congiuntamente con elevata frequenza i protagonisti 

delle regole associative di interesse. 

Ai fini dell’individuazione degli item sets frequenti, l’analista deve innanzitutto definire 

il supporto minimo, ovvero la percentuale minima di transazioni in cui l’item set deve 

essere presente per poter essere qualificato come frequente dall’algoritmo.  

Si tratta di una delle scelte più difficili quando viene applicato il metodo esplorativo qui 

oggetto di interesse. Il primo passo consiste nell’esaminare la distribuzione del supporto 

degli items contenuti nel dataset. Di seguito, viene presentata una tabella con indicazione 

del supporto per ciascun item e, contestualmente, si propone un grafico riportante tre 

differenti gruppi di items aventi supporto differente. 

 

 

 

 

 

 

 

 

 

 



142 

 

Tabella 6.8: Elenco degli items inclusi nel dataset e relativo supporto. 

ITEM SUPPORTO ITEM SUPPORTO 

Chocolate.cake 0,084 Almond.croissant 0,042 
Lemon.cake 0,086 Apple.croissant 0,071 
Casino.cake 0,075 Apricot.croissant 0,082 
Opera.cake 0,084 Cheese.croissant 0,082 
Strawberry.cake 0,092 Chocolate.croisssant 0,045 
Truffle.cake 0,085 Apricot.danish 0,093 
Chocolate.eclair 0,043 Apple.danish 0,068 
Coffee.eclair 0,110 Almond.twist 0,073 
Vanilla.eclair 0,043 Almond.bear.claw 0,044 
Napoleon.cake 0,085 Blueberry.danish 0,041 
Almond.tart 0,041 Lemon.lemonade 0,067 
Apple.pie 0,074 Raspberry.lemonade 0,068 
Apple.tart 0,069 Orange.juice 0,092 
Apricot.tart 0,043 Green.tea 0,062 
Berry.tart 0,084 Bottled.water 0,072 
Blackberry.tart 0,077 Hot.coffee 0,104 
Blueberry.tart 0,084 Chocolate.coffee 0,082 
Chocolate.tart 0,076 Vanilla.frappuccino 0,077 
Cherry.tart 0,091 Cherry.soda 0,065 
Lemon.tart 0,076 Single.espresso 0,071 
Pecan.tart 0,042 Location=AZ 0,149 
Ganache.cookie 0,043 Location=CA 0,600 
Gongolais.cookie 0,092 Location=NV 0,099 
Raspberry.cookie 0,069 Location=OR 0,051 
Lemon.cookie 0,068 Location=WA 0,101 
Chocolate.meringue 0,045 Purchase.period=Week 0,693 
Vanilla.meringue 0,042 Purchase.period=Weekend 0,307 
Marzipan.cookie 0,086 Payment=Cash 0,338 
Tuile.cookie 0,099 Payment=Credit card 0,662 
Walnut.cookie 0,070   

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 
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Figura 6.2: Distribuzione del supporto. 

 
Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 

Come si evince dal grafico sopra riportato, la maggior parte degli items ha un supporto 

compreso tra il 5% e il 20%. Ciò nonostante, vi sono degli outliers. Infatti, ben dodici 

prodotti sono presenti in meno del 5% delle transazioni. Al contrario, i cinque items con 

supporto superiore al 20% non sono prodotti in vendita, bensì rappresentano alcune delle 

variabili inserite nel dataset al fine di arricchire con maggiori informazioni le regole 

generate. A fronte del diverso supporto degli items inclusi nel dataset risulta opportuno, 

ai fini della generazione degli item sets frequenti così come delle regole, escludere, seppur 

temporaneamente, le variabili aggiunte al dataset originario, lasciando, di conseguenza, i 

soli prodotti in vendita. Infatti, se gli items maggiormente frequenti venissero lasciati 

all’interno del dataset, tanto gli item sets frequenti individuati quanto le regole associative 

generate, risulterebbero fuorvianti, in quanto contenenti prodotti aventi supporto 

sensibilmente differente. In particolare, in letteratura, si fa riferimento ai cosiddetti cross 

support patterns, i quali per l’appunto mettono in relazione prodotti ad elevata frequenza 
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d’acquisto con prodotti aventi supporto basso. Per individuare tali patterns ed eliminarli 

si utilizza una misura d’interesse nota come All Confidence21. 

Sono stati scelti due diversi valori per il supporto minimo: 0,025 e 0,005. Il primo valore 

indica che, affinché un item set possa essere definito frequente, questo debba essere 

presente in almeno 500 transazioni sulle 20.000 totali. Il secondo, invece, abbassa la 

soglia a 100 transazioni. La scelta è stata guidata dalle dimensioni del dataset a 

disposizione. Inoltre, di solito, vengono assegnati valori piuttosto piccoli al supporto, in 

modo da poter cogliere diverse tipologie di associazioni, le quali, pur avendo diverso 

supporto, potrebbero essere ugualmente interessanti.  

In primo luogo, sono stati individuati gli item sets frequenti con supporto minimo pari a 

0,025. È stata poi calcolata un’ulteriore misura d’interesse, in aggiunta al supporto, 

ovvero il lift.  Nella tabelle che seguono vengono riportati i primi 10 item sets frequenti 

con rispettivi valori di supporto e lift . 

Tabella 6.9: Item sets frequenti ordinati in base al lift . 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

                                                 
21 L’ All Confidence rappresenta il valore minimo di confidenza delle regole che possono essere generate 

da un dato itemset frequente ed è così calcolata: 
 (:��,��,..,�H)>

���	[ (��), (��),…, (�H)]. Rappresenta, inoltre, una misura 

di affinità tra i prodotti inclusi nell’itemset frequente. 

 IIIItemtemtemtem    setssetssetssets    supportsupportsupportsupport    liftliftliftlift    

1 

{Raspberry.cookie, Lemon.cookie, Lemon.lemonade, 

Raspberry.lemonade} 0,025 1178,668 

2 {Coffee.eclair, Apple.pie, Almond.twist, Hot.coffee} 0,028 455,220 

3 {Lemon.cookie, Lemon.lemonade, Raspberry.lemonade 0,026 82,341 

4 {Raspberry.cookie, Lemon.lemonade, Raspberry.lemonade} 0,026 81,076 

5 {Raspberry.cookie, Lemon.cookie, Lemon.lemonade} 0,026 80,997 

6 {Raspberry.cookie, Lemon.cookie, Raspberry.lemonade} 0,026 78,903 

7 {Apple.tart, Apple.croissant, Apple.danish} 0,026 78,283 

8 {Chocolate.tart, Walnut.cookie, Vanilla.frappuccino} 0,028 69,366 

9 {Opera.cake, Cherry.tart, Apricot.danish} 0,041 57,944 

10 {Coffee.eclair, Apple.pie, Almond.twist} 0,034 57,315 
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Si consideri, a titolo esemplificativo, l’ultimo degli item set frequenti sopra riportati. Il 

supporto indica che i prodotti “Coffee eclair”, “Apple pie” e “Almond twist” sono stati 

acquistati insieme in 680 transazioni sulle 20.000 totali, ovvero nel 3,4% dei casi. I valori 

assunti dal lift , superiori all’unità, indicano che gli items contenuti in ciascun item set 

frequente sono tra loro positivamente correlati. In altre parole, è probabile che i tre 

prodotti vengano acquistati congiuntamente.  

 

Figura 6.3: Item sets frequenti con supporto minimo 0,025. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

Nella figura sopra riportata, al fine di agevolare la visualizzazione, sono stati selezionati 

i dieci item sets frequenti con valori di lift più elevati. Complessivamente, infatti, sono 

stati generati 99 item sets frequenti. Preme mettere in evidenza che, i cerchi verdi visibili 

graficamente rappresentano il supporto dell’item set cui si riferiscono. Coerentemente, il 

supporto più elevato è quello dell’itemset {Opera.cake, Apricot.danish Cherry.tart}. 
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Nel grafico proposto di seguito, sono raffigurati i primi 10 item sets frequenti, in base al 

lift , generati scegliendo come supporto minimo il valore 0,005. Ragionevolmente, 

abbassando la soglia del supporto minimo, ci si attende un maggior numero di item sets 

frequenti rispetto ai 99 precedentemente trovati. In particolare, con supporto minimo pari 

a 0,005, il numero di item sets frequenti generati da R è pari a 259. 

 

Figura 6.4: Item sets frequenti con supporto minimo 0,005. 

 

 

 

 

 

 

 

 

 

 

 

 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 

In questo caso, l’item set con supporto più alto è il seguente {Coffee.eclair, Apple.pie, 

Hot.coffee, Almond.twist}. Pur essendo quest’ultimo diverso da quello trovato 

impostando come supporto minimo 0,025, preme evidenziare che il valore di supporto 

registrato è più piccolo, in particolare, è pari a 0,02, ovvero la metà di quello 

precedentemente individuato. 
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6.2.4- L’estrazione delle regole associative 

Una volta generati gli item sets frequenti, l’algoritmo Apriori, utilizzato in questa sede, 

provvede alla generazione delle regole associative. In questa fase, l’algoritmo richiede la 

specificazione di un ulteriore parametro, ovvero la confidenza. Il valore standard 

assegnato a questa misura d’interesse è 0,8. In generale, ad essa vengono assegnati valori 

piuttosto alti, in quanto sarebbe poco interessante una regola avente una confidenza bassa. 

In altre parole, una regola del tipo “se X viene acquistato allora anche Y viene acquistato 

con una probabilità del 20%”, non risulta interessante, in quanto le casistiche a favore 

dell’acquisto congiunto dei prodotti in questione non sono sufficienti a giustificare azioni 

mirate strategiche e/o operative nei confronti degli stessi. 

Per i motivi sopra riportati, si è scelto di assegnare alla confidenza della regola il valore 

standard 0,8. Inoltre, sono state effettuate diverse prove assegnandole valori differenti. 

La scelta del valore 0,8 è corrisposta alle regole associative maggiormente interessanti. 

Preme, infine, ribadire che, al fine di evitare la generazione di regole fuorvianti, sono state 

deliberatamente escluse dall’estrazione delle regole le variabili fattoriali aggiunte al 

dataset.  

Impostando come supporto minimo il valore 0,025 sono state generate 40 regole 

associative. Al fine di eliminare le cosiddette regole ridondanti, si è ricorso al pruning 

delle stesse, pervenendo, in tal senso, ad un numero finale di regole pari a 13. Di seguito 

viene proposto lo scatter plot rappresentante tali regole. 

 

 

 

 

 

 

 

 



148 

 

Figura 6.5: Scatter plot per regole con supporto 0,025 e confidenza 0,8. 

 

 

 

 

 

 

 

 

 

 

 

 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 

Lo scatter plot fornisce una rappresentazione grafica delle regole in base al valore assunto 

per supporto, confidenza e lift . La regola è rappresentata attraverso un quadratino. 

L’intensità del colore di quest’ultimo dà un’indicazione circa il valore della confidenza 

della regola; mentre la sua posizione rispetto all’asse delle x e delle y, sta ad indicare il 

valore del supporto e del lift  della regola, rispettivamente. 

Le regole maggiormente interessanti sono quelle collocate in alto a sinistra nel quadrante, 

corrispondenti ai valori più alti di lift . È possibile notare che queste regole si 

caratterizzano, rispetto alle altre, per avere supporto basso e confidenza alta. In altre 
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parole, gli items inclusi nella regola vengono acquistati insieme poco frequentemente, ma 

con elevata probabilità. 

Di seguito, vengono presentate le regole associative generate da R, ordinate in base al lift . 

 

Tabella 6.10: Regole associative con supporto 0,025 e confidenza 0,8. 

 lhslhslhslhs        rhsrhsrhsrhs    supportsupportsupportsupport    confidenceconfidenceconfidenceconfidence    liftliftliftlift    

1 {Lemon.lemonade, Raspberry.lemonade} => {Lemon.cookie} 0,026 0,953 13,970 

2 {Lemon.lemonade, Raspberry.lemonade} => {Raspberry.cookie} 0,026 0,955 13,755 

3 {Lemon.cookie, Lemon.lemonade} => {Raspberry.cookie} 0,026 0,921 13,257 

4 {Apple.tart, Apple.danish} => {Apple.croissant} 0,026 0,925 13,032 

5 {Lemon.cookie, Raspberry.lemonade} => {Raspberry.cookie} 0,026 0,901 12,979 

6 {Almond.twist, Hot.coffee} => {Apple.pie} 0,028 0,916 12,350 

7 {Chocolate.tart, Walnut.cookie} => {Vanilla.frappuccino} 0,028 0,925 12,048 

8 {Apricot.croissant, Hot.coffee} => {Blueberry.tart} 0,033 0,929 11,070 

9 {Opera.cake, Cherry.tart} => {Apricot.danish} 0,041 0,939 10,133 

10 {Apple.pie, Almond.twist} => {Coffee.eclair} 0,034 0,950 8,648 

11 {Apple.pie, Hot.coffee} => {Coffee.eclair} 0,028 0,914 8,321 

12 {Almond.twist, Hot.coffee} => {Coffee.eclair} 0,028 0,912 8,307 

13 {Blackberry.tart, Single.espresso} => {Coffee.eclair} 0,027 0,894 8,137 
Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 

A titolo esemplificativo, si propone di seguito l’interpretazione per la regola più 

interessante, ovvero la prima riportata nella tabella, avente lift  più alto. 

{Lemon.lemonade, Raspberry.lemonade} => {Lemon.cookie} 

I prodotti “Lemon lemonade”, “Raspberry lemonade” e “Lemon cookie” sono stati 

acquistati congiuntamente nel circa 2,6% delle transazioni. Posto che vengano acquistati 

insieme i prodotti “Lemon lemonade” e “Raspberry lemonade”, la probabilità che, nella 

medesima transazione, venga acquistato anche l’item “Lemon cookie” è pari a 0,953. 

Dato che il lift  assume valore maggiore dell’unità, è possibile affermare che i prodotti 
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sono positivamente correlati dal punto di vista statistico. In altre parole, è probabile che 

vengano acquistati insieme. 

Se viene impostato come supporto minimo della regola il valore 0,005, il numero totale 

di regole generate ammonta a 78, a fronte delle 40 precedentemente trovate nella fase di 

pre-pruning. Ricorrendo al pruning, il numero delle regole si riduce sensibilmente a 22. 

Di seguito viene presentato lo scatter plot per le regole finali estratte. 

 

Figura 6.6: Scatter plot per regole con supporto 0,005 e confidenza 0,8. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 

Nel tentativo di operare un confronto tra gli scatter plot esposti, nonostante il ridotto 

numero di regole generate, è possibile affermare che quest ultimo presenta, rispetto al 

primo, un maggior numero di regole nella parte in alto a sinistra del quadrante. In altre 

parole, abbassando la soglia per il supporto minimo, è stato possibile individuare nuove 
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regole potenzialmente interessanti per l’analista, e, in ultima istanza, per il retailer. Di 

seguito, viene proposta una tabella che pone a confronto le prime dieci regole, in base al 

lift , aventi, supporto minimo 0,025 e 0,005, rispettivamente. Contestualmente, viene data 

indicazione delle nuove regole ottenute abbassando la soglia del supporto. 

 

Tabella 6.11: Confronto tra le prime dieci regole con supporto minimo diverso. 

minsupp=0,025 lhs  rhs minsupp=0,005 

1 {Lemon.lemonade, Raspberry.lemonade} => {Lemon.cookie} 1 

2 {Lemon.lemonade, Raspberry.lemonade} => {Raspberry.cookie} 2 

3 {Lemon.cookie, Lemon.lemonade} => {Raspberry.cookie} 8 

4 {Apple.tart, Apple.danish} => {Apple.croissant} 10 

5 {Lemon.cookie, Raspberry.lemonade} => {Raspberry.cookie} 11 

6 {Almond.twist, Hot.coffee} => {Apple.pie} 15 

7 {Chocolate.tart, Walnut.cookie} => {Vanilla.frappuccino} 16 

8 {Apricot.croissant, Hot.coffee} => {Blueberry.tart} 17 

9 {Opera.cake, Cherry.tart} => {Apricot.danish} 18 

10 {Apple.pie, Almond.twist} => {Coffee.eclair} 19 
Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

Si noti che, le dieci regole riportate nella tabella sopra, sono quelle estratte con supporto 

minimo 0,025. L’ultima colonna della tabella rappresenta la posizione delle stesse 

nell’elenco delle regole aventi supporto minimo 0,005. Si evince facilmente che, la 

classifica delle regole maggiormente interessanti coincide fino alla seconda posizione. Le 

regole che vanno dalla 3 alla 7 sono, di conseguenza, nuove. Di seguito, ne viene data 

separata indicazione con relativi supporto e lift . 

Tabella 6.12: Nuove regole generate con supporto minimo 0,005. 

3 {Lemon.lemonade, Green Tea} => {Lemon.cookie} 0,021 13,472 

4 {Raspberry.lemonade, Green Tea} => {Lemon.cookie} 0,021 13,472 

5 {Lemon.lemonade, Green Tea} => {Raspberry.lemonade} 0,021 13,433 

6 {Lemon.lemonade, Green Tea} => {Raspberry.cookie} 0,021 13,304 

7 {Lemon.cookie, Green Tea} => {Raspberry.cookie} 0,021 13,269 
Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 
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Le quattro nuove regole generate sono accomunate dal fatto che contengono 

nell’antecedente della regola il prodotto “Green tea”, il quale sarebbe stato, pertanto, 

escluso da eventuali considerazioni di tipo promozionale, qualora l’analista avesse 

consegnato nelle mani del retailer le regole aventi supporto minimo 0,025. Si noti, inoltre, 

che oltre alle quattro regole sopra riportate, sono state individuate tre ulteriori nuove 

regole, aventi per antecedente l’item “Cherry soda”. 

 

A conclusione di questo paragrafo dedicato alla generazione delle regole associative, 

preme mettere in evidenza che, la scelta del supporto minimo da parte dell’analista 

influenza significativamente il numero di regole associative estratte dal dataset. Inoltre, 

il confronto operato tra le dieci regole più interessanti, aventi supporto minimo diverso, 

si giudica utile al fine di comprendere il grado di interesse di quelle associazioni che, pur 

essendo poco frequenti, sono tanto interessanti quanto quelle che si presentano con 

maggior frequenza. 

 

 

6.2.5- Regole associative contenenti gli items più acquistati 

La scelta di un supporto minimo basso non è solamente funzionale, come accennato nel 

paragrafo precedente, alla scoperta di regole interessanti seppur poco frequenti, bensì 

anche alla possibilità di avere una confidenza della regola alta. Infatti, quanto più si 

abbassa il valore del supporto minimo, tanto più risulta possibile ottenere valori alti per 

la confidenza della regola.  

Ciò nonostante, la scelta di un valore basso per il supporto minimo, potrebbe comportare, 

paradossalmente, l’esclusione degli items maggiormente frequenti dalle regole estratte. 

Si pensi, ad esempio, all’acquisto congiunto di due items frequenti, aventi, ciascuno, 

supporto ben superiore alle soglie minime scelte in questa sede. Le regole sin qui proposte 

ignorerebbero totalmente questo tipo di pattern. Da queste considerazioni nasce la 
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volontà di indagare la presenza o meno all’interno delle regole estratte dei dieci items più 

frequenti. A tal fine, vengono di seguito presentati i prodotti oggetto di interesse con 

relativo supporto. 

 

Figura 6.7: I 10 items più frequenti. 

 
Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 

Sei tra i dieci items sopra esposti non compaiono all’interno delle regole associative 

generate. Nello specifico, il riferimento è ai seguenti prodotti: “Tuile cookie”, “Orange 

juice”, “Strawberry cake”, “Gongolais cookie”, Marzipan cookie”, “Lemon cake”. In tal 

senso, considerando il consistente numero di transazioni in cui sono stati registrati i 

prodotti sopra elencati, e, dunque, il relativo interesse da parte del retailer, risulta 

interessante forzare la generazione di regole aventi per antecedente questi items. La scelta 

di farli comparire, all’interno della regola, nella posizione di antecedente, è motivata dal 

supporto che li contraddistingue Di seguito, vengono elencate le sei regole generate. Si 

noti che, una volta forzato il singolo item come antecedente delle regola, sono stati provati 

diversi valori per il supporto e la confidenza minimi. In ultima istanza, per ottenere le 

regole sotto riportate, si è optato per un supporto minimo pari a 0,04, ridotto a 0,03 per 
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l’item “Lemon cake”, e una confidenza minima pari a 0,4 (0,5 per l’item “Marzipan 

cookie”). 

 

Tabella 6.13: Regole con items più frequenti. 

RegolaRegolaRegolaRegola    suppsuppsuppsupp    confconfconfconf    liftliftliftlift    

{Tuile.cookie} => {Marzipan.cookie} 0,049 0,492 5,693 

{Orange.juice} => {Cheese.croissant} 0,044 0,475 5,815 

{Strawberry.cake} => {Napoleon.cake} 0,045 0,484 5,731 

{Gongolais.cookie} => {Truffle.cake} 0,043 0,472 5,575 

{Marzipan.cookie} => {Tuile.cookie} 0,049 0,562 5,693 

{Lemon.cake} => {Lemon.tart} 0,037 0,430 5,665 
Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 

In base alle regole sopra presentate, è possibile formulare tre principali considerazioni: 

� In primo luogo, al di là dell’indubbia similitudine tra i valori di supporto e 

confidenza delle regole, è possibile notare facilmente che, rispetto alle regole 

esaminate in precedenza, il supporto è più alto, mentre la confidenza è più bassa. 

Il fatto che quest’ultima assuma valori prossimi a 0,5, sta ad indicare che vi è una 

probabilità del 50% che, posto l’acquisto dell’antecedente, venga acquistato 

congiuntamente anche il conseguente. Tuttavia, essendo l’antecedente uno tra i 

prodotti maggiormente acquistati dell’assortimento, risulta evidente come il 

denominatore della confidenza della regola vada ad influenzare 

significativamente il valore assunto da quest’ultima.  

� In secondo luogo, i valori assunti dal lift  per tali regole sono più bassi rispetto a 

quelli rilevati per le regole esposte in precedenza. Ciò sta ad indicare, in base a 

questa misura d’interesse, che queste regole sono meno interessanti. 

� Infine, si noti che per gli items “Marzipan cookie” e “Tuile cookie”, il conseguente 

della regola sono “Tuile cookie” e “Marzipan cookie”, rispettivamente. In altre 

parole, questi due items frequenti vengono acquistati congiuntamente in un 

considerevole numero di shopping trips. Le due regole ad essi relativi dimostrano 
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quanto affermato in precedenza, ovvero che, considerato il supporto dei 

”partecipanti” delle regole, senza questa analisi specifica, queste ultime sarebbero 

state ignorate.  

 

A fronte delle considerazioni sopra esposte, è possibile affermare che tali regole vanno a 

completare quelle precedentemente individuate. Inoltre, preme evidenziare che, l’analisi 

specifica sopra esposta dimostra che l’estrazione delle regole associative da un dataset 

non è limitata all’applicazione dell’algoritmo scelto per l’analisi, bensì richiede 

un’interpretazione accurata delle regole ottenute, per poi operare, sulla base di 

quest’ultima, delle analisi mirate su determinati articoli presenti in assortimento. Ciò 

nonostante, premere evidenziare che l’analisi presentata in questo paragrafo è soltanto 

una delle tante applicabili una volta estratte le regole associative dal dataset a 

disposizione. 

 

 

6.2.6- Analisi di “subsets” della popolazione 

In questo paragrafo si propone l’estrazione di regole associative per determinati subsets 

del dataset di partenza. La possibilità di condurre questo tipo di analisi deriva dalle 

informazioni a disposizione sulle transazioni, che arricchiscono quella relativa all’assenza 

o presenza di un dato item in un determinato carrello della spesa. Si noti che il dataset di 

riferimento per l’analisi qui oggetto d’interesse è quello descritto nei paragrafi 

introduttivi, pertanto include le variabili relative a periodo d’acquisto, modalità di 

pagamento e location dello store presso il quale è stata registrata la transazione. 

L’intento dell’analisi oggetto di questo paragrafo è quello di individuare, per ciascun 

subset, le regole associative ad esso relative. In particolare, i subsets esaminati si 

riferiscono a diversi gruppi di transazioni: 

� Transazioni effettuate con carta di credito. 

� Transazioni effettuate in contanti. 
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� Transazioni registrate durante la settimana. 

� Transazioni registrate durante il weekend. 

� Transazioni registrate negli stores in CA. 

� Transazioni registrate negli stores in AZ. 

� Transazioni registrate negli stores in WA. 

� Transazioni registrate negli stores in NV. 

� Transazioni registrate negli stores in OR. 

 

Preme ricordare che, per l’analisi dei subsets sopra elencati, sono stati scelti i valori 0,005 

e 0,8 per supporto e confidenza minimi, rispettivamente. 

Di seguito, vengono riportate nell’ordine le regole generate per i subsets “Credit card” e 

“Cash”. Preme mettere in evidenza che, la considerazione di questi due subsets è 

semplicemente funzionale alla presentazione dell’analisi qui oggetto di studio. Si 

dovrebbe, infatti, disporre di informazioni maggiori, nonché di un assortimento completo 

di prodotti per poter evidenziare patterns di acquisto differenti tra gli shoppers che hanno 

acquistato con carta di credito e quelli che, al contrario, hanno effettuato il pagamento in 

contanti. In altre parole, i due subsets in questione vengono presentati in quanto di 

potenziale interesse per l’analista interessato a scoprire patterns di acquisto differenti in 

base alla modalità di pagamento adottata dal cliente dello store. 
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Figura 6.8: Regole per il subset “Credit card”. 

 

 

 

  

 

 

 

 

 

 

 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 

R ha generato complessivamente 52 regole, le quali sono state poi ordinate in base al lift . 

Nella figura sono state riportate le prime 10, al fine di facilitarne la visualizzazione. Nella 

figura che segue, sono rappresentate le prime 10 regole estratte per il subset “Cash”. In 

totale, le regole generate ammontano a 54. 
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Figura 6.9: Regole per il subset “Cash”. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 

Si noti che, al fine di facilitare la visualizzazione delle regole, i cerchi di color grigio, uno 

per ciascuna regola, sono stati posizionati vicino al conseguente della regola. In 

particolare, i cerchi sono indicativi tanto del supporto quanto del lift della regola. Infatti, 

le regole con supporto più alto sono quelle rappresentate dai cerchi più grandi, mentre 

quelle con valori di lift  elevati corrispondono a cerchi di colore più scuro. 

Si ricordi, infine, che al fine di evitare l’estrazione di regole eccessivamente lunghe, è 

stata impostata una lunghezza massima pari a 4. In altre parole, la somma degli items 
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contenuti nell’antecedente della regola e nel conseguente può essere al massimo pari a 

quattro unità. 

 

Di seguito, vengono riportate le regole associative generate a partire dal subset “Week”, 

contenente le sole transazioni registrate nel corso della settimana. 

 

Figura 6.10: Regole per il subset “Week”. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 

Complessivamente sono state generate 52 regole. Si osservano valori di lift 

tendenzialmente uguali, attorno a 13,5. Ciò sta ad indicare che, le regole prodotte sono 

egualmente interessanti agli occhi dell’analista. 
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Le regole estratte per il subset complementare a quello appena esposto sono 54. Anche in 

questo caso i valori assunti dal lift , considerando le prime dieci regole, sono 

tendenzialmente uguali.  

 

Figura 6.11: Regole per il subset “Weekend”. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 

Nel tentativo di operare un confronto tra il subset contente le transazioni registrate nel 

corso della settimana e quello che include le sole transazioni effettuate durante il 

weekend, è possibile, innanzitutto, rilevare che, per il secondo subset, sono state generate 

due regole in più. In particolare, una di queste ultime è responsabile della comparsa di tre 

nuovi items nella figura rappresentante le prime dieci regole per il subset “Weekend”. Il 

riferimento è alla seguente regola: 
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{Apple.tart, Cherry.soda, Purchase.period= Weekend} => {Apple.danish} 

Questa regola è la sesta in base al lift . Con supporto 0,006 e confidenza 0,93, essa afferma 

che, posto che i due prodotti “Apple tart” e “Cherry soda” sono stati acquistati durante il 

weekend, vi è una probabilità pari a 0,93 che il cliente acquisterà anche l’item “Apple 

danish”. Nello specifico, questa associazione probabilistica risulta supportata dal fatto 

che in circa 120 transazioni sulle 20.000 totali i prodotti inclusi nella regola sopra riportata 

sono stati acquistati congiuntamente e sono stati registrati in un giorno del weekend. 

Posto che i tre items sopra riportati rientrano solamente nelle regole appartenenti al subset 

“Weekend”, è possibile affermare che, in termini generali, gli sforzi promozionali 

dovrebbero essere concentrati su questi prodotti il sabato e la domenica. Preme, tuttavia, 

ricordare che, l’assortimento di prodotti a disposizione è limitato e, in particolare, su di 

esso non si dispongono informazioni relative alla promozioni applicate nel corso 

dell’anno ai prodotti. Per questo motivo, le considerazioni sopra formulate sono da 

considerare alla stregua di mero esempio applicativo, a fronte dei patterns mostrati dalle 

regole associative. Infatti, al fine di prendere la decisione di promuovere uno dei prodotti 

coinvolti, sfruttando in tal senso l’effetto leva in termini di vendite per tutti gli items 

inclusi nell’associazione, è necessario studiare a fondo le relazioni di dipendenza esistenti 

tra gli stessi, ricorrendo a modelli più avanzati, qui presentati come modelli esplicativi 

per la conduzione della MBA.  

 

Di seguito, vengono riportate le regole associative estratte dal subset contenente le 

transazioni registrate negli stores localizzati in California. Si noti che, complessivamente, 

il riferimento è a 12.003 transazioni sulle 20.000 totali. 
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Figura 6.12: Regole per il subset “CA”. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 

Complessivamente, sono state generate 52 regole. È possibile osservare che, rispetto alle 

regole emerse dall’analisi dei precedenti subsets, vi sono tre nuovi prodotti: “Apple 

croissant”, “Apple danish” e “Apple tart”. Come si vedrà successivamente, la regola che 

coinvolge questi prodotti è propria del subset qui oggetto di interesse. In tal senso, in 

termini generali, si potrebbe affermare che i clienti californiani dimostrano una preferenza 

verso questi prodotti. Inoltre, esaminando nel dettaglio la regola, è possibile notare che 
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tutti e tre gli items in questione hanno una caratteristica in comune, ovvero il fatto che il 

customer californiano, per tutti e tre, preferisce il flavour “Apple”. In tal senso, il retailer 

potrebbe considerare l’inserimento di nuovi prodotti in assortimento, considerando la 

preferenza emersa nei confronti del flavour in questione. Preme ricordare, ancora una 

volta, che questa tipologia di decisioni non può trovare supporto solamente nei metodi 

esplorativi, bensì necessita anche l’applicazione dei metodi esplicativi per la conduzione 

della MBA, funzionali, per l’appunto, a fornire al retailer una base strutturata di 

informazioni sui prodotti in vendita. Queste considerazioni confermano la tendenza 

attuale, in sede di applicazione della MBA, ad impiegare entrambe le tipologie di metodi 

a disposizione. Infatti, è grazie al ricorso congiunto di questi che risulta possibile 

compensare pregi e difetti dell’uno e dell’altro. 

 

Di seguito, si riportano le regole per il subset di transazioni registrate negli stores 

localizzati in Arizona. 

Figura 6.13: Regole per il subset “AZ”. 

 

 

 

 

 

 

 

 

 

 

 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 
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Complessivamente, le regole generate da R sono solamente sei. Tale numero è 

significativo, in quanto, sinora, le regole estratte dai subsets è stato nell’ordine delle 50 

unità. Inoltre, come si evince dalla figura sopra riportata, le regole associative 

rappresentate coinvolgono prodotti diversi rispetto a quelli cui si era soliti. Nello specifico 

gli items sempre coinvolti nelle regole sinora trovate sono: “Lemon cookie”, “Raspberry 

lemonade”, “Raspberry cookie”, “Lemon lemonade” e “Green tea”.  

 

Infine, per i subsets contenenti le transazioni registrate negli stores in Washington, 

Nevada e Oregon non sono state generate regole associative. Si ricordi che la numerosità 

di questi tre subsets è pari a 2.013, 1.985 e 1.014, rispettivamente. Con buona probabilità, 

la mancanza di associazioni va ricondotta al fatto che i valori minimi impostati per 

supporto e confidenza della regola non consentono, in quanto troppo alti, di individuare i 

patterns che caratterizzano tali subsets. La scelta di non modificare i valori minimi di 

supporto e confidenza nel tentativo di trovare delle regole anche per questi subsets, trova 

giustificazione nella volontà di operare un confronto obiettivo tra i diversi subsets 

riportati all’inizio del paragrafo. 
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6.3- Il modello di regressione lineare multipla 

6.3.1- Applicazione e risultati 

In quest’ultimo paragrafo del presente capitolo di matrice empirica, viene presentato un 

modello di regressione lineare multipla applicato ai dati a disposizione. Nella scelta della 

variabile dipendente, così come delle variabili indipendenti, è stato fatto riferimento ad 

uno studio condotto in materia (Krishnamurthi, L., Raj, S., P., 1988). Preme ricordare che, a 

fronte dei limiti posti dai dati a disposizione, l’analisi di regressione qui oggetto di interesse è 

meramente funzionale ad indicare il percorso che l’analista può seguire al fine di approfondire i 

risultati ottenuti attraverso l’applicazione dei metodi esplorativi precedentemente presentati. Ancora 

una volta, risulta evidente che il livello di dettaglio dei dati funge da discriminante nella scelta dei 

metodi per la conduzione della MBA.  

Si ricordi, infine, che è stato utilizzato il programma Gretl al fine di lanciare il modello di regressione 

qui oggetto di interesse. 

In primo luogo, si ritiene opportuno procedere ad una breve descrizione delle variabili incluse nel 

modello: 

� Quantità: è la variabile dipendente del modello di regressione e rappresenta le quantità 

complessivamente acquistate durante un dato shopping trip. 

� Type_of_customer: è la prima delle variabili indipendenti del modello. È una variabile 

dummy che assume valore 0 se chi ha effettuato l’acquisto ha acquistato una quantità di 

prodotti complessivamente minore o uguale a 14, in questo caso si tratta di un light 

customer. Al contrario, la variabile assume valore 1 se le quantità acquistate sono maggiori 

di 14, in questa circostanza il cliente viene denominato heavy customer. Si noti che, al fine 

di determinare il valore discriminante tra i due tipi di clientela, è stato fatto riferimento alla 

distribuzione di frequenza della variabile Quantità, che viene di seguito riportata. 
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Tabella 6.14: Distribuzione di frequenza variabile Quantità. 

Distribuzione di frequenza per Quantità, oss. 1-20000  

Numero di intervalli=29, media= 10,6983, scarto quadratico medio= 5,20746 

     

Intervallo P.med. Frequenza Rel. Cum. 

       

< 1,6250 1 178 0,89% 0,89% 

1,6250 - 2,8750 2,25 337 1,69% 2,58% 

2,8750 - 4,1250 3,5 1329 6,64% 9,22% ** 

4,1250 - 5,3750 4,75 1113 5,57% 14,79% ** 

5,3750 - 6,6250 6 1290 6,45% 21,23% ** 

6,6250 - 7,8750 7,25 1529 7,64% 28,88% ** 

7,8750 - 9,1250 8,5 3321 16,61% 45,48% ***** 

9,1250 - 10,375 9,75 1758 8,79% 54,27% *** 

10,375 - 11,625 11 1523 7,62% 61,89% ** 

11,625 - 12,875 12,25 1411 7,05% 68,95% ** 
12,875 - 14,125 13,5 2131 10,65% 79,60% *** 

14,125 - 15,375 14,75 794 3,97% 83,57% * 

15,375 - 16,625 16 655 3,27% 86,85% * 

16,625 - 17,875 17,25 523 2,62% 89,46% 

17,875 - 19,125 18,5 799 4,00% 93,46% * 

19,125 - 20,375 19,75 283 1,42% 94,87% 

20,375 - 21,625 21 238 1,19% 96,06% 

21,625 - 22,875 22,25 187 0,94% 97,00% 

22,875 - 24,125 23,5 252 1,26% 98,26% 

24,125 - 25,375 24,75 101 0,51% 98,76% 

25,375 - 26,625 26 85 0,42% 99,19% 

26,625 - 27,875 27,25 57 0,28% 99,47% 

27,875 - 29,125 28,5 66 0,33% 99,80% 

29,125 - 30,375 29,75 17 0,09% 99,89% 

30,375 - 31,625 31 7 0,04% 99,92% 

31,625 - 32,875 32,25 6 0,03% 99,95% 

32,875 - 34,125 33,5 8 0,04% 99,99% 

34,125 - 35,375 34,75 1 0,01% 100,00% 

>= 35,375 36 1 0,01% 100,00% 
Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 
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Come si evince nella tabella sopra riportata, la scelta del valore 14 come discriminante 

tra light e heavy customers si fonda sull’ipotesi che, ragionevolmente, la maggior parte 

dei clienti non acquista elevati quantitativi di prodotto, essendo i dati utilizzati relativi 

alle vendite di una catena di bakery shops. In particolare, l’intervallo 12,875 – 14,125 è 

l’ultimo in corrispondenza del quale si registra un consistente numero di transazioni, 

ovvero il 10,65% sulle totali. Pertanto, approssimativamente, è possibile affermare che il 

customer appartiene alla seconda categoria di acquirenti se acquista più di 14 unità di 

prodotto in un’unica transazione. 

Di seguito, viene riportato il grafico rappresentante le due tipologie di customers sopra menzionate. 

 

Figura 6.14: Light customers vs Heavy customers. 

 
Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

In base alla divisione operata, risulta che i cosiddetti light customers sono responsabili dell’80% 

circa degli acquisti effettuati presso la catena, mentre il 20% circa delle 20.000 transazioni cui si fa 

riferimento sono riconducibili agli heavy customers. 

 

 

 

light customer heavy customer

79,60%

20,40%

TYPE_OF_CUSTOMER
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� Average Price: è la seconda variabile indipendente inclusa nel modello. È stata creata 

sommando i prezzi unitari di ciascun prodotto acquistato durante un dato shopping trip, 

dividendo poi il risultato così ottenuto per il numero di items acquistati.  

� Effetto_interazione: è la terza ed ultima variabile inserita nel modello di regressione. I valori 

che assume sono dati dal prodotto tra i valori assunti dalla variabile Type_of_customer e 

quelli della variabile Average Price. Essendo la variabile Type_of_customer una dummy, 

si osserva facilmente che la variabile Effetto_interazione assume valore 0 se ci 

condizioniamo al gruppo delle unità etichettate come Light customers, altrimenti assume 

valori pari a quelli assunti dalla variabile Average Price. Risulta opportuno specificare in 

questa sede che, l’inserimento di questa variabile all’interno del modello di regressione 

trova motivazione nella volontà di cogliere la diversa sensibilità di prezzo, se esistente, che 

caratterizza i due gruppi di clienti sopra individuati. 

Le variabili esplicative inserite in un modello di regressione dovrebbero presentare una correlazione 

statisticamente significativa con la variabile dipendente e, allo stesso tempo, essere non correlate tra 

loro. Nello specifico, quando le variabili indipendenti sono tra loro correlate si pone un problema di 

collinearità. Pertanto, si desidera che la correlazione tra le variabili esplicative sia statisticamente 

pari a zero. 

Di seguito, viene presentata la correlazione tra la variabile dipendente Quantità e la variabile 

esplicativa Average Price. 

corr(Quantità, AveragePrice) = -0,08190345 

 

Si noti che non è stata riportata la correlazione della variabile Effetto_interazione con le 

altre variabili del modello, in quanto non va considerata la correlazione tra questa e le 

altre variabili esplicative, dato che queste ultime sono state utilizzate per la sua 

costruzione. Allo stesso modo, non va considerata la correlazione della variabile dummy 

Type_of_customer con le altre variabili cui è stato informato il modello. 

Unitamente al calcolo dell’indice, Gretl fornisce i risultati del test di verifica d’ipotesi 

volto a saggiare la significatività dal punto di vista statistico del coefficiente di 

correlazione sopra riportato. Si ricordi che il valore critico (con α=0,05), quando si tratta 
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di stabilire la significatività statistica dei coefficienti di correlazione, è così calcolato: 
�,��
√$  

, con 1,96 valore del quantile z 0,975,t 19997. Si noti inoltre che, essendo i gradi di libertà di 

gran lunga superiori a 40, la distribuzione della t di Student si approssima a quella di una 

normale standard. 

Posto che il valore critico è pari a 0,0139, è possibile affermare che la correlazione tra le 

variabili Quantità e Average Price è statisticamente significativa. Infatti, il test di verifica 

d’ipotesi porta a rifiutare l’ipotesi nulla di non correlazione, in quanto la correlazione 

sopra riportata ricade all’interno della regione di rifiuto. Inoltre, si noti che, come atteso, 

la correlazione assume segno negativo. Ciò sta ad indicare che le due variabili co-variano 

in direzione opposta, ovvero ad aumenti di prezzo corrisponde una diminuzione delle 

quantità acquistate. 

Prima di procedere al commento dei risultati del modello lanciato con Gretl, viene di 

seguito dichiarato il modello utilizzato. Vengono poi presentati due distinti modelli 

stimati a seconda dei valori assunti dalla variabile Type_of_customer, ovvero in funzione 

del gruppo di unità statistiche cui ci si condiziona. 

Modello generale 

Q= α + d TC + β1 AP + β2 (TC*AP) + J 

Con: 

Q= variabile dipendente 

α = intercetta della retta di regressione 

TC= Type_of_customer 

AP= Average_Price 

TC*AP= Effetto_interazione 

J= termine di errore della regressione 

 

Se ci si condiziona alle unità statistiche definite Light customers, il modello stimato è così 

definito: 

�� = 	fY +	IQ1 ���  
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Al contrario, se la variabile dummy TC assume valore 1, ovvero si considerano solo gli 

acquisti effettuati dai cosiddetti Heavy customers, il modello stimato risulta così definito: 

�� = (fY + �Q) + (IQ1+IQ2) ���  

Di seguito, vengono riportati i risultati del modello sopra specificato. 

 

Tabella 6.15: Risultati modello regressione lineare multipla. 

Modello 1 Stime OLS usando le 20000 osservazioni 1-20000 
Variabile dipendente: Quantità     
       

VARIABILE COEFFICIENTE ERRORE STD STAT T  P-VALUE 
       
const 8,93862 0,0471489 189,583 <0,00001 *** 
Typeofuser 9,67813 0,129389 74,799 <0,00001 *** 
AveragePrice -0,0656664 0,00921727 -7,124 <0,00001 *** 
Effetto_interazione 0,0758551 0,0300017 2,528 0,01147 ** 
       
Media della variabile dipendente= 10,6983    
Scarto quadratico medio della variabile dipendente= 5,20746    
Somma dei quadrati dei residui= 217222    
Errore standard dei residui= 3,29595     
R-quadro= 0,599462     
R-quadro corretto= 0,599402       

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 

In primo luogo, è possibile affermare che, tutti i coefficienti stimati del modello sono 

statisticamente significativi. Nello specifico, ciò è vero ad un livello di significatività α 

pari a 0,01 (valore minimo) per i primi tre coefficienti stimati. Al contrario, per il 

coefficiente stimato della variabile Effetto_interazione, risulta necessario restringere la 

regione di accettazione al fine di decretarne la significatività dal punto di vista statistico. 

In questo caso, infatti, come si evince dall’osservazione dei valori assunti dal p-value, il 

livello di significatività del test viene alzato a 0,05.  
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In secondo luogo, grazie all’osservazione dei valori assunti dalla statistica T, è possibile 

affermare che la variabile che maggiormente contribuisce alla spiegazione della variabile 

dipendente è TC, in quanto ad essa corrisponde il t-value più elevato. 

Di seguito, l’interpretazione dei coefficienti stimati del modello: 

� fY= 8,94: rappresenta le quantità medie stimate acquistate dal gruppo dei Light 

customers quando il prezzo medio dei prodotti in vendita è pari a 0. In questo caso 

l’interpretazione del coefficiente non ha significato, in quanto il prezzo d’acquisto 

non è mai pari a 0 nella realtà. 

� �Q= 9,68: sono le quantità medie stimate acquistate in più dai Heavy customers 

rispetto ai Light customers, quando il prezzo di vendita dei prodotti è pari a 0. 

Anche in questo caso, per i motivi sopra specificati, l’interpretazione del 

coefficiente non ha significato. Preme, pertanto, mettere in evidenza che l’utilizzo 

della variabile prezzo trova spiegazione nella mancanza di informazioni di natura 

socio-demografica relative all’acquirente, le quali, ragionevolmente, avrebbero 

contribuito a spiegare la variabilità della variabile dipendente. 

� IQ1= -0,07: quando il prezzo medio aumenta di un’unità, le quantità medie stimate 

acquistate diminuiscono di 0,07 unità circa, indipendentemente dal gruppo di 

customers cui ci si condiziona. 

� IQ2= 0,08: quando il prezzo medio aumenta di un’unità, le quantità medie stimate 

acquistate dai Heavy customers sono maggiori di 0,08 unità circa rispetto a quelle 

acquistate dai Light customers. In altre parole, gli Heavy customers presentano 

una minore sensibilità al prezzo rispetto ai Light customers, in quanto, a fronte di 

aumenti di prezzo, sono disposti ad acquistare maggiori quantità di prodotto. 

 

Infine, nella tabella sopra riportata viene data separata indicazione del R-quadro 

corretto, cui occorre fare riferimento per il modello di regressione multipla. Con un 

valore pari a 0,6 circa, esso indica che le variabili esplicative utilizzate hanno spiegato 

circa il 60% della variabilità della variabile dipendente. 
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CAPITOLO 7- I risultati delle analisi a confronto e 

conclusioni 

7.1- Confronto tra pairwise associations e regole 

associative 

 

L’obiettivo di questo paragrafo è quello di operare un confronto tra i risultati emersi 

dall’analisi sulle categorie e sui singoli items presenti nel dataset. Si noti che, per quanto 

concerne il secondo dei metodi esplorativi utilizzati, si è fatto riferimento agli item sets 

frequenti aventi supporto minimo 0,025. Il confronto, infatti, vede da un lato le coppie di 

categorie e dall’altro gli item sets frequenti generati precedentemente all’estrazione delle 

regole. Non sono state considerate le regole associative estratte in quanto queste 

forniscono un’informazione aggiuntiva, contenuta nel conseguente della regola, che non 

può essere messa a confronto con i risultati a livello di categoria. 

In primo luogo, risulta opportuno verificare se le categorie di prodotto etichettate come 

complementari compaiano o meno negli item sets generati. Si noti che, per comodità, si 

farà riferimento ai primi dieci item sets ordinati in base al lift .  

La coppia di categorie complementari con Odds Ratio più elevato, nello specifico pari a 

2,07, è “Cookie-Lemonade”. La relazione di complementarietà tra queste categorie trova 

conferma nei seguenti large item sets: 

 

{Raspberry.cookie, Lemon.cookie, Lemon.lemonade, Raspberry.lemonade} 

{Lemon.cookie, Lemon.lemonade, Raspberry.lemonade} 

{Raspberry.cookie, Lemon.lemonade, Raspberry.lemonade} 



174 

 

{Raspberry.cookie, Lemon.cookie, Lemon.lemonade} 

{Raspberry.cookie, Lemon.cookie, Raspberry.lemonade} 

La relazione di complementarietà individuata attraverso l’analisi delle categorie risulta 

confermata, in quanto i prodotti inclusi in ciascuno degli item sets sopra riportati 

appartengono alle due categorie qui oggetto di interesse. Si ricordi, che, in base alla 

definizione generale, due categorie complementari sono così definite se sono funzionali 

alla soddisfazione del medesimo bisogno. In tal senso, posto che un dato bisogno si 

presenta in un dato istante temporale, la definizione di complementarietà implica 

l’acquisto congiunto delle categorie in questione. 

Questo primo confronto dimostra che dall’informazione di carattere generale che si ricava 

dall’analisi delle categorie è possibile ottenere, attraverso l’estrazione degli item sets 

frequenti, delle indicazioni maggiormente dettagliate, le quali, come dimostrato, risultano 

in linea con quanto scoperto attraverso l’analisi delle pairwise associations. 

L’ item set cui è associato il secondo valore di lift più elevato è il seguente: 

{Coffee.eclair, Apple.pie, Almond.twist, Hot.coffee} 

In questo caso vengono coinvolte quattro differenti categorie di prodotto. Tuttavia, 

dall’analisi generale sulle categorie emerge un’unica relazione di complementarietà, 

ovvero quella tra le categorie “Eclair” e “Coffee”.  Non solo le categorie “Pie” e “Twist” 

non compaiono tra le coppie di categorie complementari, bensì risultano escluse da 

qualsiasi altro tipo di relazione. Di conseguenza, si può constatare che grazie 

all’estrazione degli item sets frequenti, risulta possibile individuare ulteriori relazioni 

inter-categoriali, in aggiunta a quelle già individuate. Tuttavia, preme mettere in evidenza 

che gli items contenuti nell’item set sopra riportato sono solamente alcuni dei prodotti 

contenuti nelle categorie in questione. In tal senso si spiega la mancata rilevazione, in 

sede di analisi delle categorie, dei rapporti di complementarità tra le categorie rientranti 

nell’item set sopra riportato. 

Si consideri ora il settimo dei dieci item sets frequenti qui oggetto di interesse: 

{Apple.tart, Apple.croissant, Apple.danish} 
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Dall’analisi delle pairwise associations sono stati individuati due distinti rapporti di 

complementarietà, con riferimento alle tre categorie di prodotto qui coinvolte: 

� Tart-Danish (Odds Ratio= 2,03) 

� Danish-Croissant (Odds Ratio= 1,28) 

Anche in questo caso, vi è corrispondenza tra i risultati delle due analisi. Si noti, inoltre, 

che, dall’analisi generale sulle categorie emerge che esiste un rapporto di indipendenza 

tra le categorie “Tart” e “Croissant”. In altre parole, l’acquisto di una categoria non 

dipende dall’acquisto dell’altra categoria. Da ciò, si giustifica la copresenza dei tre 

prodotti all’interno dell’item set sopra riportato. Infatti, a fronte del rapporto di 

indipendenza tra “Tart” e “Croissant”, la presenza del prodotto “Danish” all’interno 

dell’item set frequente stimola direttamente le vendite di entrambi, il che porta al loro 

acquisto congiunto nonostante la relazione che li lega. 

Da questo secondo confronto è possibile trarre un’altra importante considerazione. Nello 

specifico, con le pairwise associations, come suggerito dal nome del metodo esplorativo 

in questione, vengono messe in relazione tra loro solamente due categorie di prodotto. Al 

contrario, grazie alla generazione degli item sets frequenti, risulta possibile cogliere 

ulteriori relazioni, le quali coinvolgono contemporaneamente più categorie 

dell’assortimento e, allo stesso tempo, forniscono un livello di dettaglio maggiore, ovvero 

relativo al singolo prodotto. 

Si consideri ora il seguente item set: 

{Opera.cake, Cherry.tart, Apricot.danish} 

A questo item set corrispondono due distinte pairwise associations, nello specifico le 

seguenti: “Tart-Danish” (Odds Ratio= 2,03) e “Danish-Cake” (Odds Ratio= 1,21). Ciò 

nonostante, in questo caso, una delle tre categorie incluse nell’item set sopra riportato si 

caratterizza per un rapporto di sostituzione. Infatti, in base all’analisi sulle categorie, le 

categorie “Cake” e “Tart” sono tra loro sostitute. In questo caso, l’informazione fornita 

dall’item set è in parte coerente con quella derivante dall’analisi delle categorie e in parte 

in contrasto. Tuttavia, ancora una volta, preme ricordare il diverso livello di dettaglio 
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delle analisi qui oggetto di interesse, il quale giustifica la differenza in termini di risultati. 

In altre parole, attraverso il procedimento che porta all’estrazione delle regole associative, 

risulta possibile individuare ulteriori relazioni di complementarietà e/o di sostituzione, le 

quali potrebbero confermare o, al contrario, smentire quelle trovate a livello macro. 

Un ulteriore esempio di discrepanza in termini di risultati delle due analisi è dato dal 

seguente item set: 

{Chocolate.tart, Walnut.cookie, Vanilla.frappuccino} 

Nessuno dei prodotti appartenenti all’item set fa parte di una categoria etichettata come 

complementare; al contrario, le categorie “Tart” e “Cookie” sono tra loro sostitute. Anche 

in questo caso, pertanto, l’informazione fornita dall’ item set è da considerarsi specifica, 

ovvero relativa agli items coinvolti. Questi esempi dimostrano che l’analista non può 

fermarsi all’analisi generale delle categorie, bensì deve necessariamente restringere il 

livello di dettaglio dell’analisi per poter cogliere tutte le possibili relazioni tra i prodotti 

presenti in assortimento. 

 

Infine, risulta utile porre a confronto le categorie sostitute con gli item sets frequenti 

generati. In questo caso, affinché vi sia coerenza in termini di risultati, come osservato 

per le categorie complementari, le categorie etichettate come sostitute non dovrebbero 

comparire all’interno dello stesso item set. Infatti, se due categorie sono sostitute 

l’acquisto di una esclude l’acquisto dell’altra, in quanto ciascuna di esse soddisfa bisogni 

differenti per il consumatore. 

Delle 18 coppie di categorie sostitute rilevate dall’analisi generale sulle categorie, 

solamente la coppia “Cake-Tart” (Odds Ratio= 0,61), incontrata in precedenza, smentisce 

i risultati che emergono dall’estrazione degli item sets frequenti. Di conseguenza, è 

possibile affermare che si tratta di un’eccezione, riguardante solamente determinati items 

all’interno delle categorie in questione. 
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7.2- Conclusioni 

7.2.1- Considerazioni finali sui metodi esplorativi utilizzati 

I metodi esplorativi utilizzati per analizzare il dataset a disposizione sono stati le 

“pairwise associations” e le regole associative. Dall’analisi a livello di categorie sono 

state individuate tre distinte tipologie di rapporti: di complementarietà, di sostituzione e 

di indipendenza. Nello specifico, è emerso che, attraverso le pairwise associations risulta 

possibile individuare, in termini generali, le categorie di prodotti che i customers sono 

soliti acquistare congiuntamente o, al contrario, separatamente. Questo tipo di 

informazione risulta estremamente importante per il retailer, in quanto fornisce una prima 

indicazione circa le abitudini d’acquisto della clientela di un dato shop. Ciò nonostante, 

preme ricordare, ancora una volta, il carattere generale dell’analisi in questione. Infatti, 

le pairwise associations descrivono i rapporti inter-categoriali all’interno 

dell’assortimento limitandosi ad un piano bi-dimensionale, che coinvolge cioè solamente 

due categorie di prodotto alla volta. Pertanto, l’analista non può fermarsi a questa 

tipologia di analisi nello studiare la rete di relazioni esistente all’interno di un 

assortimento di prodotti. A tal proposito, è stato utilizzato un ulteriore metodo esplorativo 

funzionale alla conduzione della MBA, ovvero le regole associative. Quest’ultime 

forniscono all’analista un livello di dettaglio significativamente maggiore, grazie al 

passaggio dalla categoria al prodotto. Nello specifico, ponendo a confronto i risultati delle 

due analisi, è emersa una sostanziale coerenza. Infatti, la maggior parte delle relazioni tra 

le categorie ha trovato conferma negli item sets estratti, fase questa preliminare alla 

generazione delle regole associative vere e proprie. Ciò nonostante, grazie all’analisi 

degli item sets frequenti, sono emerse sia nuove relazioni, tra categorie che non 

risultavano collegate in sede di generazione delle pairwise associations, che relazioni di 

tipo diverso rispetto a quelle trovate in sede di analisi delle categorie. Questi nuovi legami 

inter-categoriali, come già ribadito in precedenza, costituiscono la dimostrazione del fatto 
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che, restringendo il livello di dettaglio dell’analisi, risulta possibile cogliere la mappa 

completa di relazioni tra i prodotti presenti all’interno di un dato assortimento. 

 

Successivamente all’individuazione degli item sets frequenti, sono state generate le 

cosiddette regole associative. Questo processo di estrazione ha avuto luogo tanto per il 

dataset originario, quanto per i diversi subsets successivamente individuati. Preme 

ricordare che, la suddivisione del dataset di partenza in diversi sottoinsiemi è stata 

giudicata utile, in quanto, ragionevolmente, ci si attende un diverso pattern di regole 

associative a seconda del subset cui ci si condiziona. In altre parole, qualora l’analista si 

limitasse all’estrazione delle regole associative sull’intera popolazione, ovvero, in questo 

caso, sulle 20.000 transazioni totali, verrebbe ignorata l’esistenza di regole associative 

sensibilmente differenti, estratte per sottoinsiemi di transazioni aventi caratteristiche 

diverse. In questa occasione sono state utilizzate le seguenti variabili al fine di individuare 

i subsets qui oggetto di interesse: “Payment”, “ Purchase period” e “Location”.  

Tra le variabili sopra elencate, quella che maggiormente ha contribuito a mettere in luce 

l’esistenza di regole associative differenti a seconda del subset cui si fa riferimento, è 

stata la variabile “Location”. Quest’ultima, infatti, assumendo cinque valori distinti, 

consente di operare un confronto, in termini di regole associative estratte, tra cinque 

differenti subsets. Inoltre, la variabile in questione è quella che solitamente si utilizza, in 

sede di estrazione delle regole associative, ogni qual volta le transazioni a disposizione 

siano riconducibili a stores aventi diversa localizzazione. 

A fronte di quanto detto sopra, è possibile, in ultima istanza, affermare che, le regole 

associative costituiscono per l’analista un potente strumento d’analisi, che arricchisce 

l’informazione di carattere generale ricavata dall’analisi delle cosiddette pairwise 

associations. Nello specifico, le regole associative: 

� danno un’indicazione circa la probabilità di acquisto di uno o più prodotti presenti 

nell’assortimento, posto che si sia già verificato l’acquisto di uno o più prodotti 

all’interno dello stesso. In tal senso, per il retailer risulta possibile prevedere il 

processo d’acquisto che intraprenderà un dato cliente, avente determinate 
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caratteristiche socio-economiche, sulla base dello storico di transazioni registrate. 

A tal proposito, preme ribadire che, maggiori sono le informazioni sull’acquirente 

relative alla transazione dallo stesso effettuata, maggiore sarà il livello di dettaglio 

dell’analisi condotta, sia in termini di risultati che di considerazioni finali, sulla 

base delle quali potrà poi essere formulata una strategia operativa maggiormente 

efficace ed efficiente. 

� Grazie all’utilizzo delle informazioni corredate alle transazioni, solitamente 

contenute in datasets separati rispetto a quello a disposizione del retailer, è 

possibile operare una discriminazione tra le abitudini d’acquisto di acquirenti 

aventi caratteristiche socio-economiche differenti e, quindi, appartenenti a diversi 

subsets.  

 

Preme ora fare un accenno ad una tipologia di analisi, sinora non menzionata, che può 

essere proficuamente utilizzata al fine di arricchire le informazioni che l’analista può 

ricavare dall’applicazione dei metodi esplorativi ad un dato dataset. Il riferimento è alla 

cosiddetta cluster analysis. Innanzitutto, occorre specificare che questo tipo di analisi può 

essere ricondotta all’ambito dei metodi esplorativi per la conduzione della MBA in quanto 

non tratta le variabili del marketing mix. Nello specifico, l’analisi qui oggetto di interesse 

viene solitamente utilizzata allo scopo di segmentare il mercato per un dato 

prodotto/servizio, con il fine ultimo di individuare il target di mercato e sviluppare delle 

azioni mirate di marketing nei confronti dello stesso. In questa sede, l’applicazione della 

cluster analysis alla MBA consente di individuare cluster di transazioni, le quali vengono 

raggruppate in base al grado di similarità interna. In altre parole, al termine del processo, 

vengono formati cluster omogenei internamente e, al tempo stesso, eterogenei tra loro. 

Pertanto, le cosiddette variabili di clusterizzazione sono le variabili dicomotiche indicanti 

se l’item i-esimo è presente o meno all’interno della transazione k-esima; al contrario, le 

variabili di profilazione da utilizzare al fine di descrivere i cluster ottenuti possono essere 
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di diversa natura, pur essendo solitamente delle variabili di stampo socio-economico 

funzionali a descrivere l’unità statistica associata a ciascuan transazione.  

L’ipotesi fondamentale alla base dell’applicazione della cluster analysis alla MBA è che 

a fronte di acquisti simili corrispondono consumatori aventi le stesse caratteristiche socio-

demografiche. Tuttavia, dato il carattere stringente dell’ipotesi in questione, è possibile 

affermare che quest’ultima vale solamente per alcuni tipi di prodotti, in particolare, il 

riferimento è ai cosiddetti convenience goods, o beni non problematici, i quali vengono 

acquistati frequentemente e presentano basso valore unitario. Posto che nell’ambito del 

food retailing viene venduta questa tipologia di prodotti, l’applicazione della cluster 

analysis risulta non solo possibile, bensì anche interessante per il retailer. 

Nel presente progetto di tesi si è scelto di non inserire i risultati relativi alla cluster 

analysis applicata ai dati a disposizione in quanto l’indice di silhouette ottenuto al termine 

del processo indicava una struttura di clusterizzazione debole. Nello specifico, la 

debolezza dei risultati ottenuti va ricondotta a due ragioni fondamentali: 

� Scarsa ampiezza dell’assortimento prodotti. Infatti, il contesto di food retailing 

analizzato nel presente progetto di tesi si caratterizza per avere patterns di 

acquisto sensibilmente differenti rispetto a quelli che emergono all’interno di un 

tradizionale format distributivo del settore food. In altre parole, il limitato numero 

di prodotti presenti in assortimento implica una tendenziale somiglianza degli 

acquisti effettuati dalle unità statistiche che si recano presso lo store. In tal senso, 

l’applicazione della cluster a questa tipologia di dati risulta complessa sin dal 

principio con riferimento all’individuazione dei cluster stessi da parte 

dell’algoritmo a tal fine utilizzato. 

� Assenza di variabili di profilazione di natura socio-economica. Infatti, ai fini della 

profilazione dei cluster, sono state utilizzate le seguenti variabli: “Weekend”, 

“Iscash”, “Location”, “Type of customer”. Queste si sono dimostrate incapaci ad 

operare una discriminazione tra i diversi cluster ottenuti. Anche in questo caso 

emerge la limitatezza dei dati a disposizione, in quanto non corredati da 

informazioni relative alle singole unità statistiche che hanno effettuato l’acquisto. 
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Infine, preme mettere in evidenza che l’utilità della cluster analysis in sede di conduzione 

della MBA va riconotta a due principali motivi: 

� Possibilità di operare una segmentazione della clientela di un dato store e, 

contestualemnte, di individuare differenti patterns d’acquisto. 

� Capacità di elaborare azioni promozionali e, in generale, di marketing, adattate in 

base alle caratteristiche di ciascun segmento, beneficiando in tal senso di una 

maggiore efficacia ed efficienza. 

In conclusione, preme ricordare che, posta l’utilità dei metodi qui oggetto di 

approfondimento per la conduzione della MBA, questi consentono all’analista di operare, 

per l’appunto, una mera esplorazione del dataset. Come già visto nel capitolo introduttivo, 

infatti, i metodi esplorativi presentano un principale limite, il quale, ai fini della 

conduzione di un’analisi completa, richiede che venga fatto ricorso anche ai cosiddetti 

metodi esplicativi. Questi ultimi, infatti, non sono gravati dal difetto che caratterizza i 

primi, ovvero l’impossibilità di trattare le cosiddette variabili del marketing mix.  

Nel paragrafo successivo viene fatto breve accenno al metodo esplicativo utilizzato in 

questo lavoro, cercando di mettere in risalto le informazioni aggiuntive, circa le abitudini 

d’acquisto dei customers, che si possono trarre da questo tipo di analisi, pur consapevoli 

della limitatezza dei dati a disposizione a tal fine. 
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7.2.2- Considerazioni finali sui metodi esplicativi utilizzati 

Il metodo esplicativo utilizzato in questo lavoro è stata l’analisi di regressione lineare 

multipla. Non si è ricorso né al modello logit/probit né alle intercategory choice 

dynamics, gli altri metodi esplicativi noti in letteratura, a causa della mancanza di 

informazioni sulle variabili del marketing mix utilizzate in sede di applicazione di questi 

metodi. Inoltre, in termini generali, l’applicazione dei metodi esplicativi per la 

conduzione della MBA richiede informazioni maggiormente dettagliate. In altre parole, 

questi metodi, richiedono il passaggio dal piano della categoria a quello del singolo brand 

in vendita presso lo store.  

L’unica variabile del marketing mix introdotta per la conduzione dell’analisi di 

regressione qui oggetto di interesse è stata il prezzo. In particolare, è stato calcolato il 

prezzo medio dei prodotti acquistati durante un dato shopping trip ed è stato inserito 

all’interno del modello come variabile esplicativa. Preme mettere in evidenza, con 

riferimento al prezzo, che ciascuna variante di prodotto ha un dato prezzo, il quale risulta 

costante in tutte le transazioni in cui lo stesso è stato registrato. Per questo motivo, non è 

stato possibile utilizzare questa variabile del marketing mix al fine di confermare i 

rapporti di complementarietà e/o sostituzione trovati per le diverse coppie di categorie di 

prodotto.  

Oltre alla variabile prezzo, il modello è stato informato ad altre due variabili indipendenti: 

“Type_of_customer” e “Effetto_interazione”. A questo punto, prima di mettere 

brevemente in evidenza l’utilità del ricorso a questa tipologia di metodo esplicativo, 

risulta opportuno ricordare la validità delle altre variabili del marketing mix, diverse dal 

prezzo, che vengono inserite nei modelli qui oggetto di interesse. 

In primo luogo, come già ribadito più volte nel corso della trattazione, la variabile del 

marketing mix alla quale vengono frequentemente informati i metodi esplicativi è la 

variabile promozionale. Quest’ultima, in realtà, si articola in diverse variabili, 

rappresentanti le differenti tipologie promozionali utilizzate dal retailer. Il principale 

motivo per cui l’analista fa largo uso di questo tipo di informazione sui prodotti/brand è 
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l’influenza che le promozioni esercitano sulle scelte d’acquisto del consumatore durante 

un dato shopping trip. In particolare, grazie ai metodi esplicativi qui oggetto di interesse, 

per l’analista risulta possibile quantificare gli effetti che le promozioni hanno sulle 

quantità acquistate piuttosto che sulla scelta del brand/prodotto/categoria/store. In tal 

senso, un’altra variabile del marketing mix di largo utilizzo è la variabile prodotto. Infatti, 

a meno che il metodo applicato non limiti il livello di analisi alla categoria, il riferimento 

è al singolo prodotto o, addirittura, al singolo brand. In quest’ultimo caso, diversi sono 

gli studi in letteratura che si sono proposti di studiare i rapporti di 

complementarietà/sostituzione tra diversi brand riconducibili ad uno stesso prodotto. In 

tal senso, risulta interessante approfondire i rapporti esistenti tra i diversi brand presenti 

in assortimento, in quanto questi potrebbo confermare o, al contrario, smentire le relazioni 

inter-categoriali scoperte in sede di analisi delle categorie.  

Dal punto di vista del retailer, un vantaggio, che deriva dall’inclusione della variabile 

prodotto/brand all’interno dei modelli esplicativi, è di fatto ascrivibile al maggior 

controllo su una delle variabili del marketing mix che, tradizionalmente, era sotto il 

controllo esclusivo del produttore. Infatti, una volta noti i rapporti esistenti tra i brand 

presenti in assortimento, il retailer si trova nella condizione di potere stabilire il 

posizionamento dei diversi prodotti/brand, a seconda del contributo che gli stessi danno 

alla reddività dello store. Se a questo dato si aggiunge il cosidetto fenomeno delle “private 

labels”, ovvero le marche di proprietà del retailer, risulta agevole affermare che questi 

sono gli strumenti che, nel corso degli ultimi anni, hanno consentito al retailer di inverire 

i rapporti di potere con i produttori a monte. 

 

In conclusione, preme mettere in evidenza i due principali risultati ottenuti 

dall’applicazione dell’analisi di regressione lineare multipla ai dati a disposizione: 

� In primo luogo, come atteso, i customers dei diversi negozi appartenenti alla 

catena presentano una sensibilità rispetto al prezzo leggermente negativa. In altre 

parole, a fronte di aumenti unitari del prezzo si registra una riduzione delle 

quantità acquistate. In questa sede, tuttavia, risulta opportuno specificare che la 
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diminuzione delle quantità acquistate da parte dei clienti a fronte di un aumento 

del prezzo non risulta significativa. Ciò si spiega nella tipologia di prodotto in 

vendita. Infatti, chi acquista prodotti da forno, ragionevolmente continuerà a farlo 

anche a fronte di aumenti di prezzo, a condizione che questi ultimi subiscano delle 

variazioni in aumento giudicate sopportabili sulla base del budget ad essi dedicato. 

� In secondo luogo, grazie alla suddivisione dei clienti della catena in due categorie, 

Light e Heavy Customers, si è osservato che i cosiddetti Heavy Customers, ovvero 

coloro che sono soliti acquistare più di quattrodici unità di prodotto per shopping 

trip, presentano una sensibilità al prezzo minore rispetto ai Light Customers. In 

altre parole, accettano aumenti di prezzo maggiori. Ciò è legato alla quantità di 

prodotti che sono soliti acquistare, che, per l’appunto, consente loro di assorbire 

gli aumenti di prezzo eventualmente applicati dal retailer. 

 

Infine, a fronte delle considerazioni brevemente esposte in questo capitolo conclusivo, 

preme ricordare ancora una volta che, nonostante la portata informativa differente che 

caratterizza, da un lato i metodi esplorativi, e dall’altro, quelli esplicativi, entrambi 

contribuiscono in misura eguale all’efficace conduzione dell’analisi del carrello della 

spesa. È grazie, infatti, al loro utilizzo congiunto che risulta possibile massimizzare i 

benefici che derivano dall’applicazione della MBA. 
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APPENDICE A: multinomial logit model. 

Di seguito viene brevemente introdotta la notazione alla base del modello multinomiale 

logit, il quale è un’estensione del modello logit. 

 

Siano K il numero di alternative tra cui scegliere, con k=1, 2, … , K. 

L’obiettivo è quello di descrivere la probabilità di ciascuna alternativa, in funzione di un 

vettore di covariate (variabili indipendenti). A tal fine si ricorre al seguente modello di 

utilità stocastica22: 

Uik= � z′ik + hik 

Con: 

Uik , i=1, … , n   utilità non osservata attribuita dall’individuo i-esimo all’alternativa k-

esima. 

�= vettore di coefficienti del modello. 

zik = vettore di covariate. 

hik= errori del modello (i.i.d.) 

Si noti che, assumendo che gli errori del modello siano tra loro indipendenti e 

identicamente distribuiti (i.i.d.), la scelta risulta di fatto funzione della differenza di utilità 

tra le alternative a disposizione. 

Posto che l’unità statistica sceglie l’alternativa che garantisce ad essa utilità massima, se 

vale la condizione riportata di seguito, verrà scelta l’alternativa k. 

P(Uik > Uil) per ogni altro l	≠ k 

 

Di seguito, si propone il modello di scelta probabilistica, il quale risulta coerente con il 

principio della massimizzazione di utilità: 

 

                                                 
22 Il modello di utilità stocastica consente di esprimere l’utilità associata dall’individuo i-esimo a ciascuna 
alternativa, in funzione lineare delle caratteristiche dell’unità statistica e/o dell’alternativa stessa. 
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P(yi = k | zik )= 
�� (¡¢£�H)

∑ �� 	(¤
¥¦q ¡	¢£�H) 

Come si evince dall’espressione sopra riportata, l’utilità di una data alternativa k, e quindi 

la probabilità della sua scelta da parte dell’individuo i-esimo, dipende dal vettore di 

covariate zik. Questo può contenere caratteristiche realtive alla sola unità statistica (wi), 

oppure sia dell’unità che dell’alternativa k (xik). 

Pertanto: 

zik = [wi, xik] � = [I′, f′] ' 

 

Se nel modello di utilità probabilistica vengono inserite le sole covariate che apportano 

informazioni relative alle unità statistiche facenti parte del campione, si ha il seguente 

modello multinomiale logit: 

 

P(yi = k | wi )= Pik = 
�� (rH	§£�	)

∑ �� 	(¤
¥¦¨ rH	§£�	);  k=0,1,…, K  

Al fine di eleminare gli elementi di indeterminatezza del modello si pone f0= 0. Così 

facendo si ottiene il seguente modello: 

 

P(yi = k | wi )= Pik = 
�� (rH	§£�	)

�m	∑ �� 	(r'	¤
©¦q §£�	); k=1,…, K  ª0= 0 
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APPENDICE B: tabelle di contingenza per le pairwise associations. 

Di seguito vengono presentate: le tabelle di contingenza analizzate per le categorie di 

prodotto oggetto di interesse, gli Odds, gli Odds ratios e l’interpretazione di questi ultimi. 

 

Tabella B.1: Tabella di contingenza per “Cake-Coffee”. 

Odds(Cake | Coffee= 1) = 
����/����
�
��/���� = 0,81  

Odds(Cake | Coffee= 0) = 
���
/�����
����/�����= 0,78 

Odds Ratio = 

,��

,�� = 1,03 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Cake” venga acquistata congiuntamente alla categoria 

“Cookie” è pari alla probabilità che le due categorie vengano acquistate disgiuntamente. 

 

Tabella B.2: Tabella di contingenza per “Cake-Cookie”. 

Odds(Cake | Cookie= 1) = 
����/����
����/���� = 0,69 

Odds(Cake | Cookie= 0) = 
����/�����
����/����� = 0,85 

Odds Ratio = 

,��

,�� = 0,81 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Cake” venga acquistata congiuntamente alla categoria 

“Cookie” è circa 0,8 volte più piccola rispetto alla probabilità che le due categorie 

vengano acquistate disgiuntamente. 

 

 

 

 

 

 

 Coffee Coffee 

Cake 1621 7170 8791 
Cake 2012 9197 11209 

 3633 16367 20000 

 Cookie Cookie 

Cake 3157 5634 8791 
Cake 4588 6621 11209 

 7745 12255 20000 
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Tabella B.3: Tabella di contingenza per “Cake-Danish”. 

 

Odds(Cake | Danish= 1) = 
����/����
�
��/����= 0,91 

Odds(Cake | Danish= 0) = 
����/�����
����/�����= 0,76 

Odds Ratio = 

,��

,�� = 1,21 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Cake” venga acquistata congiuntamente alla categoria 

“Danish” è circa 1,2 volte più grande della probabilità che le due categorie vengano 

acquistate separatamente. 

 

Tabella B.4: Tabella di contingenza per “Cake-Eclair”. 

 

Odds(Cake | Eclair= 1) = 
����/����
����/���� = 0,47 

Odds(Cake | Eclair= 0) = 
���
/�����
����/����� = 0,88 

Odds Ratio = 

,��

,�� = 0,54 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Cake” venga acquistata congiuntamente alla categoria 

“Eclair” è circa la metà della probabilità che le due categorie vengano acquistate 

disgiuntamente. 

 

Tabella B.5: Tabella di contingenza per “Cake-Lemonade”. 

Odds(Cake | Lemonade= 1) = 
���/����
����/���� = 0,51 

Odds(Cake | Lemonade= 0) = 
�
��/�����
����/�����= 0,83 

Odds Ratio = 

,��

,�� = 0,61 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 Danish Danish 

Cake 1844 6947 8791 
Cake 2023 9186 11209 

 3867 16133 20000 

 Eclair Eclair 

Cake 1211 7580 8791 
Cake 2553 8656 11209 

 3764 16236 20000 

 Lemonade Lemonade 

Cake 727 8064 8791 
Cake 1436 9773 11209 

 2163 17837 20000 
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La probabilità che la categoria “Cake” venga acquistata congiuntamente alla categoria 

“Lemonade” è 0,6 volte più piccola della probabilità che le due categorie vengano 

acquistate separatamente. 

 

Tabella B.6: Tabella di contingenza per “Cake-Tart”. 

Odds(Cake | Tart= 1) = 
����/�����
����/����� = 0,64 

Odds(Cake | Tart= 0) = 
���
/����
����/����= 1,04 

Odds Ratio = 

,��

,�� = 0,61 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Cake” venga acquistata congiuntamente alla categoria 

“Tart” è 0,6 volte più piccola della probabilità che le due categorie vengano acquistate 

separatamente. 

 

Tabella B.7: Tabella di contingenza per “Coffee-Cookie”. 

Odds(Coffee | Cookie= 1)= 
���/����
����/���� = 0,13 

Odds(Coffee | Cookie= 0)= 
����/�����
����/�����= 0,29 

Odds Ratio = 

,��

,�� = 0,43 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Coffee” venga acquistata congiuntamente alla categoria 

“Cookie” è meno della metà della probabilità che le due categorie vengano acquistate 

disgiuntamente. 

 

 

 

 

 

 Tart Tart 

Cake 4641 4150 8791 
Cake 7237 3972 11209 

 11878 8122 20000 

 Cookie Cookie 

Coffee 864 2769 3633 
Coffee 6881 9486 16367 

 7745 12255 20000 
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Tabella B.8: Tabella di contingenza per “Coffee-Croissant”. 

Odds(Coffee | Croissant= 1)= 
���
/���

���
/���
= 0,27 

Odds(Coffee | Croissant = 0)= 
����/����

�����/����
= 0,2 

Odds Ratio = 

,��

,�
 = 1,31 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Coffee” venga acquistata congiuntamente alla categoria 

“Croissant” è circa 1,3 volte più grande della probabilità che le due categorie vengano 

acquistate separatamente. 

 

Tabella B.9: Tabella di contingenza per “Coffee-Danish”. 

Odds(Coffee | Danish= 1) =
���/����
��
�/����= 0,10 

Odds(Coffee | Danish= 0) = 
����/�����
�����/�����= 0,25 

Odds Ratio = 

,�


,�� = 0,41 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Coffee” venga acquistata congiuntamente alla categoria 

“Danish” è meno della metà della probabilità che le due categorie vengano acquistate 

disgiuntamente. 

 

Tabella B.10: Tabella di contingenza per “Coffee-Eclair”. 

Odds(Coffee | Eclair= 1) =
���/����
����/����= 0,32 

Odds(Coffee | Eclair= 0) =
����/�����
�����/�����= 0,20 

Odds Ratio = 

,��

,�
 = 1,60 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 Croissant Croissant 

Coffee 1220 2413 3633 
Coffee 4570 11797 16367 

 5790 14210 20000 

 Danish Danish 

Coffee 365 3268 3633 
Coffee 3502 12865 16367 

 3867 16133 20000 

 Eclair Eclair 

Coffee 916 2717 3633 
Coffee 2848 13519 16367 

 3764 16236 20000 
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La probabilità che la categoria “Coffee” venga acquistata congiuntamente alla categoria 

“Eclair” è circa 1,6 volte più grande della probabilità che le due categorie vengano 

acquistate separatamente. 

 

Tabella B.11: Tabella di contingenza per “Coffee-Lemonade”. 

Odds(Coffee | Lemonade= 1)=
���/����
����/����= 0,12 

Odds(Coffee | Lemonade= 0)=
����/�����
�����/�����=0,24 

Odds Ratio = 

,��

,�� = 0,52 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Coffee” venga acquistata congiuntamente alla categoria 

“Lemonade” è circa la metà della probabilità che le due categorie vengano acquistate 

disgiuntamente. 

 

Tabella B.12: Tabella di contingenza per “Cookie-Croissant”. 

Odds(Cookie | Croissant= 1)=	����/���
�
��/���
= 0,43 

Odds(Cookie | Croissant= 0)= 
���
/����

���
/����
= 0,73 

Odds Ratio = 

,��

,�� = 0,60 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Cookie” venga acquistata congiuntamente alla categoria 

“Croissant” è 0,6 volte più piccola della probabilità che le due categorie vengano 

acquistate disgiuntamente. 

 

 

 

 

 

 

 Lemonade Lemonade 

Coffee 234 3399 3633 
Coffee 1929 14438 16367 

 2163 17837 20000 

 Croissant Croissant 

Cookie 1755 5990 7745 
Cookie 4035 8220 12255 

 5790 14210 20000 
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Tabella B.13: Tabella di contingenza per “Cookie-Danish”. 

Odds(Cookie | Danish= 1)=	����/��������/����= 0,41 

Odds(Cookie | Danish= 0)=	����/�������
�/���� = 0,7 

Odds Ratio = 

,��

,�  = 0,58 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Cookie” venga acquistata congiuntamente alla categoria 

“Danish” è circa 0,6 volte più piccola della probabilità che le due categorie vengano 

acquistate separatamente. 

 

Tabella B.14: Tabella di contingenza per “Cookie-Eclair”. 

Odds(Cookie | Eclair= 1)= 
�
��/����
����/����= 0,41 

Odds(Cookie | Eclair= 0)= 
����/�����
����/�����= 0,7 

Odds Ratio = 

,��

,�  = 0,58 

 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Cookie” venga acquistata congiuntamente alla categoria 

“Eclair” è circa 0,6 volte più piccola della probabilità che le due categorie vengano 

acquistate disgiuntamente. 

 

Tabella B.15: Tabella di contingenza per “Cookie-Tart”. 

Odds(Cookie | Tart= 1) =
����/�����
�
��/�����	= 0,47 

Odds(Cookie | Tart= 0) =
����/����
����/����	= 0,95 

Odds Ratio = 

,��

,�� = 0,49 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 Danish Danish 

Cookie 1118 6627 7745 
Cookie 2749 9506 12255 

 3867 16133 20000 

 Eclair Eclair 

Cookie 1087 6658 7745 
Cookie 2677 9578 12255 

 3764 16236 20000 

 Tart Tart 

Cookie 3792 3953 7745 
Cookie 8086 4169 12255 

 11878 8122 20000 
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La probabilità che la categoria “Cookie” venga acquistata congiuntamente alla categoria 

“Tart” è la metà della probabilità che le due categorie vengano acquistate separatamente. 

 

Tabella B.16: Tabella di contingenza per “Croissant-Danish”. 

Odds(Croissant | Danish= 1)=	����/��������/����= 0,50 

Odds(Croissant | Danish=0)=	 ��
�/����������/�����= 0,39 

Odds Ratio = 

,�


,�� = 1,28 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Croissant” venga acquistata congiuntamente alla 

categoria “Danish” è circa 1,3 volte più grande della probabilità che le due categorie 

vengano acquistate disgiuntamente. 

 

Tabella B.17: Tabella di contingenza per “Croissant-Eclair”. 

Odds(Croissant | Eclair= 1)=	 �
�/��������/����= 0,27 

Odds(Croissant | Eclair= 0)= 
����/�����
�����/�����= 0,44 

Odds Ratio = 

,��

,�� = 0,61 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Croissant” venga acquistata congiuntamente alla 

categoria “Eclair” è 0,6 volte più piccola della probabilità che le due categorie vengano 

acquistate separatamente. 

 

 

 

 

 

 

 

 Danish Danish 

Croissant 1282 4508 5790 
Croissant 2585 11625 14210 

 3867 16133 20000 

 Eclair Eclair 

Croissant 805 4985 5790 
Croissant 2959 11251 14210 

 3764 16236 20000 
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Tabella B.18: Tabella di contingenza per “Croissant-Lemonade”. 

Odds(Croissant | Lem.=1)=	 �
�/��������/����= 0,3 

Odds(Croissant | Lem.=0)=
����/�����
�����/�����= 0,42 

Odds Ratio = 

,�

,�� = 0,72 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Croissant” venga acquistata congiuntamente alla 

categoria “Lemonade” è 0,7 volte più piccola della probabilità che le due categorie 

vengano acquistate disgiuntamente. 

 

Tabella B.19: Tabella di contingenza per “Croissant-Tart”. 

Odds(Croissant | Tart= 1)=	����/���������/�����= 0,42 

Odds(Croissant | Tart= 0)=	����/��������/����= 0,39 

Odds Ratio = 

,��

,�� = 1,06 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Croissant” venga acquistata congiuntamente alla 

categoria “Tart” è circa pari alla probabilità che le due categorie vengano acquistate 

separatamente. 

 

Tabella B.20: Tabella di contingenza per “Danish-Eclair”. 

Odds(Danish | Eclair= 1)=	 ���/��������/����= 0,15 

Odds(Danish | Eclair= 0)= 
����/�����
�����/�����= 0,26 

Odds Ratio = 

,��

,�� = 0,56 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 Lemonade Lemonade 

Croissant 502 5288 5790 
Croissant 1661 12549 14210 

 2163 17837 20000 

 Tart Tart 

Croissant 3497 2293 5790 
Croissant 8381 5829 14210 

 11878 8122 20000 

 Eclair Eclair 

Danish 481 3386 3867 
Danish 3283 12850 16133 

 3764 16236 20000 
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La probabilità che la categoria “Danish” venga acquistata congiuntamente alla categoria 

“Eclair” è 0,6 volte più piccola della probabilità che le due categorie vengano acquistate 

disgiuntamente. 

Tabella B.21: Tabella di contingenza per “Danish-Lemonade”. 

Odds(Danish | Lemonade= 1)= 
���/����
���
/����= 0,16 

Odds(Danish | Lemonade=0)=
����/�����
�����/�����=0,25 

Odds Ratio = 

,��

,�� = 0,63 

 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Danish” venga acquistata congiuntamente alla categoria 

“Lemonade” è 0,6 volte più piccola della probabilità che le due categorie vengano 

acquistate disgiuntamente. 

Tabella B.22: Tabella di contingenza per “Danish-Tart”. 

Odds(Danish | Tart= 1)= 
����/�����
�
��/�����= 0,31 

Odds(Danish | Tart= 0)= 
�
��/����
�
��/����= 0,15 

Odds Ratio = 

,��

,�� = 2,03 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Danish” venga acquistata congiuntamente alla categoria 

“Tart” è il doppio della probabilità che le due categorie vengano acquistate separatamente. 

Tabella B.23: Tabella di contingenza per “Eclair-Lemonade”. 

Odds(Eclair | Lemonade= 1)= 
���/����
����/����= 0,16 

Odds(Eclair | Lemonade= 0)=
����/�����
�����/�����= 0,24 

Odds Ratio = 

,��

,�� = 0,64 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

 Lemonade Lemonade 

Danish 293 3574 3867 
Danish 1870 14263 16133 

 2163 17837 20000 

 Tart Tart 

Danish 2796 1071 3867 
Danish 9082 7051 16133 

 11878 8122 20000 

 Lemonade Lemonade 

Eclair 291 3473 3764 
Eclair 1872 14364 16236 

 2163 17837 20000 
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La probabilità che la categoria “Eclair” venga acquistata congiuntamente alla categoria 

“Lemonade” è circa 0,6 volte più piccola della probabilità che le due categorie vengano 

acquistate disgiuntamente. 

Tabella B.24: Tabella di contingenza per “Eclair-Tart”. 

Odds(Eclair | Tart= 1) =
����/�����
����/�����= 0,29 

Odds(Eclair | Tart= 0) =
��
�/����
�
��/����= 0,16 

Odds Ratio = 

,��

,�� = 1,82 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Eclair” venga acquistata congiuntamente alla categoria 

“Tart” è circa 1,8 volte più grande della probabilità che le due categorie vengano 

acquistate disgiuntamente. 

Tabella B.25: Tabella di contingenza per “Lemonade-Tart”. 

Odds(Lemonade | Tart= 1)= 
���/�����

�
���/�����= 0,08 

Odds(Lemonade | Tart= 0)=	����/��������/����= 0,18 

Odds Ratio = 

,��

,�� = 0,47 

 

Ns. elaborazioni su dati http://wiki.csc.calpoly.edu/datasets/wiki/ExtendedBakery20K 

La probabilità che la categoria “Lemonade” venga acquistata congiuntamente alla 

categoria “Tart” è circa la metà della probabilità che le due categorie vengano acquistate 

separatamente. 

 

 

 

 

 

 

 

 Tart Tart 

Eclair 2655 1109 3764 
Eclair 9223 7013 16236 

 11878 8122 20000 

 Tart Tart 

Lemonade 929 1234 2163 
Lemonade 10949 6888 17837 

 11878 8122 20000 
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